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CAPITULO I 

II 
Introducción 

1.1 HORMIGÓN AUTOCOMPACTANTE 

El hormigón autocompactante (HAC) es un hormigón de alta fluidez que se compacta 

por acción de la gravedad, sin necesitar medios de vibración mecánica, esto lo hace 

adecuado para usarlo en regiones del encofrado muy congestionadas y en zonas de 

difícil acceso (Okamura y Ouchi, 2003a). El Hormigón autocompactante ofrece buena 

resistencia a la segregación y no crea un efecto de tamizado. De esta forma, la 

instalación se realiza fácilmente y se puede aplicar en situaciones que no son posibles 

con el hormigón convencional (HC). En las últimas décadas, el hormigón 

autocompactante ha sido ampliamente empleado en la industria de la construcción 

debido a sus propiedades reológicas y de estado fresco, estas facilitan el asentamiento 

en el encofrado sin vibraciones, reduciendo el coste y la energía asociados al proceso de 

colada (Patel et al., 2011; W. Tang et al., 2016, 2020). 

El hormigón autocompactante es un tipo de hormigón con una excelente 

deformabilidad y resistencia a la segregación. Su fluidez y autocompactabilidad 

distintiva sin necesidad de vibración durante el proceso de colocación hace de él una 

construcción silenciosa, así como un rápido ritmo de colocación del hormigón con muy 

poco tiempo, además de proporcionar un nivel superior de acabado y durabilidad de la 

estructura (Kovačević et al., 2021; Panda y Bal, 2013). El hormigón autocompactante 

también consigue las mismas propiedades de ingeniería y durabilidad que el hormigón 

convencional (HC).  

En lo referente a su composición, los materiales para fabricar el hormigón 

autocompactante son los mismos que el hormigón convencional (HC), es decir, cemento, 

agua y áridos finos y gruesos, junto con aditivos minerales y químicos en diferentes 

proporciones. Por lo general, los aditivos químicos (superplastificantes) utilizados son 

reductores de agua de alto rango y agentes modificadores de la viscosidad, que cambian 

las propiedades reológicas del hormigón. Mientras que los aditivos minerales se utilizan 

como material extrafino, además del cemento, y en algunos casos, sustituyen al 

cemento (Anjaneyulu et al., 2017).  
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1.1.1   Origen y evolución del hormigón 

autocompactante 

En la década de los 80, el problema de la vida útil de las estructuras de hormigón era un 

tema de investigación de gran interés, debido a que las estructuras de hormigón 

duraderas requerían una compactación adecuada por parte de trabajadores cualificados 

(Okamura et al., 2000). Sin embargo, para esta época, en la industria de la construcción 

de Japón, ocurría una disminución gradual del número de trabajadores cualificados lo 

que llevó a una reducción similar de la calidad de las obras de construcción (Goodier, 

2003; Okamura y Ouchi, 2003). Por lo que, fue tema de gran interés y que hacía 

necesario hallar una solución para conseguir estructuras de hormigón duraderas, 

independientemente de la calidad de las obras de construcción.  

Dicha solución se podría lograr a través del uso de un hormigón de calidad y durable que 

fuese capaz de fluir en estructuras congestionadas, por todos los rincones del encofrado, 

donde el proceso de vibración se hace complicado y que su rendimiento y calidad no 

dependiese de los operarios, llenando los encofrados por la acción de la gravedad (Nieto 

Alcolea, 2015). Es así como para 1986, en la Universidad de Tokio, el profesor Hajime 

Okamura, desarrolló un prototipo de hormigón que podía ser colocado sin ningún medio 

de compactación y que lograba rellenar el encofrado por la acción de la gravedad sin 

sufrir segregación ni otros defectos (Okamura y Ouchi, 1998; Ouchi et al., 1997).  

Por su parte, Ozawa y Maekawa, de la Universidad de Tokio, realizaron estudios para 

desarrollar el hormigón autocompactante, utilizando diferentes tipos de 

superplastificante (SP), cuyo objetivo era estudiar la trabajabilidad y la homogeneidad 

del hormigón (Maekawa y Ozawa, 1999; Okamura y Ouchi, 2003). Era un hormigón 

adecuado para la colocación rápida y tenía muy buena permeabilidad. 

De acuerdo con Anjaneyulu et al. (2017) y Okamura y Ouchi (2003) el prototipo de 

hormigón autocompactante lo completó Ozawa y Maekawa en 1988, utilizando 

materiales que ya existían en el mercado. Este hormigón tuvo un buen comportamiento 

desde la perspectiva de las propiedades: retracción por secado, calor de hidratación, 
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densidad tras el endurecimiento, entre otras (Okamura y Ouchi, 1998). En su origen, 

Okamura denominó este hormigón como “High Performance Concrete” o Hormigón de 

altas prestaciones, definiéndose, según Okamura y Ouchi (1998) en las tres etapas del 

hormigón: (1) Fresco: autocompactable; (2) Edad temprana: evitar los defectos iniciales 

y (3) Tras el endurecimiento: protección contra factores externos. La finalidad era crear 

un hormigón capaz de compactarse, sin que el factor humano afectara el producto final. 

Casi al mismo tiempo, según el profesor Aïtcin y su equipo, de la Universidad de 

Sherbrooke en Canadá (Gagne y Pigeon, 1990), definieron el hormigón de altas 

prestaciones (HPC, por sus siglas en inglés) como un hormigón de alta durabilidad por 

su baja relación agua/cemento. Desde entonces, el término ‘hormigón de altas 

prestaciones’ se ha empleado en todo el mundo para referirse al hormigón de alta 

durabilidad. Por ello, Okamura adoptó el término de ‘Hormigón autocompactante de 

altas prestaciones’ para el hormigón de Japón (Okamura y Ouchi, 1998) . 

El hormigón autocompactante (HAC) tiene su origen en las investigaciones sobre el 

hormigón subacuático antilavado, los pilotes de hormigón in situ y el relleno de otras 

zonas inaccesibles, donde se requiere una cohesión adicional (Anjaneyulu et al., 2017; 

Goodier, 2003; Okamura et al., 1995). Okamura y su equipo de investigación pretendían 

desarrollar un hormigón durable, capaz de fluir y consolidarse hasta en las estructuras 

más complejas, sobre la base de que el hormigón subacuático antilavado se vierte bajo 

el agua y la segregación se inhibe estrictamente añadiendo una gran cantidad de un 

agente viscoso (aditivo antilavado), que impide que las partículas de cemento se 

dispersen en el agua circundante (Anjaneyulu et al., 2017; Ghorpade et al., 2013; 

Martínez-García, 2021; Okamura y Ouchi, 1999). A pesar de ello, no se pudo emplear el 

hormigón subacuático antilavado para fabricar el nuevo hormigón para emplearse en 

las estructuras al aire libre por dos razones: en primer lugar, la alta viscosidad impedía 

la eliminación de las burbujas de aire; y en segundo lugar, la compactación en las zonas 

confinadas de las barras de refuerzo era complicada (Anjaneyulu et al., +2017; Martínez-

García, 2021).  

Al respecto, para evaluar la autocompactabilidad, Okamura y Ozawa (1996) emplearon 

el ensayo tipo U, por considerarlo satisfactorio, dicha prueba fue desarrollada por el 
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Centro de Investigación Tecnológica (Technology Research Centre) de la Corporación 

Taisei en Japón. La prueba mide la capacidad de compactación del HAC (Kumar et al., 

2018; Okamura y Ouchi, 2003). En esta prueba, el grado de compactabilidad se puede 

indicar por la altura que alcanza el hormigón después de fluir a través de un obstáculo.  

El aparato (Figura 1) consiste en un recipiente dividido por una pared central en dos 

compartimentos; entre las dos secciones hay una abertura con una compuerta 

deslizante, simulando las armaduras de una estructura real. En la compuerta se instalan 

barras de refuerzo con un diámetro nominal de 200 mm con una separación entre 

centros de 50 mm. Esto crea un espacio libre de 35 mm entre las barras. Se vierte el 

hormigón por una de las secciones y luego se levanta la compuerta y el hormigón fluye 

hacia arriba en la otra sección. Se mide la altura del hormigón en ambas secciones y se 

evalúa así la fluidez del hormigón. El hormigón con una altura de llenado superior a 300 

mm puede considerarse autocompactante (Okamura y Ouchi, 2003b). 

 

Figura 1. Prueba de flujo en U (U-flow test), (Okamura y Ouchi, 2003). 

La autocompactabilidad puede verse afectada en gran medida por las características de 

los materiales y la proporción de la mezcla. En este sentido, (Okamura y Ozawa, 1996) 

propusieron un sistema de proporción de la mezcla donde el contenido de áridos 

gruesos se fija en el 50% del volumen sólido y el contenido de áridos finos en el 40% del 

volumen del mortero, de modo que la autocompactabilidad pudiera lograrse fácilmente 

ajustando únicamente la relación agua-cemento y la dosis de superplastificante 

(Anjaneyulu et al., 2017; Ghorpade et al., 2013; Okamura y Ouchi, 2003).  

La relación agua-cemento (A/C) en volumen se supone entre 0.9 y 1.0 dependiendo de 

las propiedades del cemento, la dosis de superplastificante y la relación agua-cemento 
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final se determinaron para asegurar la autocompactabilidad (Okamura y Ouchi, 2003). 

Por lo tanto, para lograr la capacidad de autocompactación, era indispensable un 

superplastificante (Ghorpade et al., 2013; Okamura et al., 1995). Con un 

superplastificante, la pasta puede hacerse más fluida con poca disminución 

concomitante de la viscosidad, en comparación con el efecto drástico del agua, cuando 

se debilita la cohesión entre el agregado y la pasta.  

1.1.2   Difusión del concepto de hormigón 

autocompactante 

Tras el desarrollo del prototipo del hormigón autocompactante en 1988, que demostró 

ser duradero y económico, considerado uno de los avances más recientes en materia de 

hormigón de alto rendimiento en la industria de la construcción, hubo un creciente 

interés por el hormigón autocompactante. 

Se han llevado a cabo numerosas investigaciones a nivel internacional, así como la 

realización de congresos y simposios internacionales para el estudio de este tipo de 

hormigón. La primera ponencia sobre hormigón autocompactante fue presentada por 

Ozawa en la Segunda Conferencia del Pacífico y Este de Asia sobre Ingeniería Estructural 

y Construcción (EASEC-2), por sus siglas en inglés, celebrada en enero de 1989 en 

Tailandia (Okamura y Ouchi, 1999). Sin embargo, la presentación de Ozawa en la 

Conferencia Internacional de CANMET y ACI, celebrada en  Estambul en mayo de 1992, 

aceleró la difusión del concepto de hormigón autocompactante en todo el mundo 

(Okamura et al., 2000). 

En noviembre de 1994, el profesor Paul Zia organizó en Bangkok un Taller del American 

Concrete Institute (ACI) sobre el hormigón de alto rendimiento, este evento hizo que el 

hormigón autocompactante se convirtiera en un tema de interés común para los 

investigadores e ingenieros interesados en la vida útil del hormigón y en los sistemas de 

construcción racionales de todo el mundo (Okamura y Ouchi, 1998). 

Para 1996, en la Convención de la ACI, en New Orleans, USA, La conferencia Fergunson: 

“Concreto autocompactante de altas prestaciones” de Okamura despertó el interés por 
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el hormigón autocompactante entre los investigadores e ingenieros de Norteamérica 

(Okamura, 1997) 

En 1997, RILEM (Réunion Internationale des Laboratoires et Experts des Matériaux, 

systèmes de construction et ouvrages) formó el comité: RILEM Technical Committee TC 

174 Self-Compacting Concrete, cuyo objetivo consistía en recopilar, analizar y presentar 

el estado del arte de la tecnología emergente del hormigón autocompactante, así como 

buscar puntos de vista unificados sobre los ensayos y la evaluación (Skarendahl y 

Petersson, 2000).  

En 1997, se creó el proyecto “Brite Euram BE96-3801 – Racional Production and 

Improved Workimg Environment Trough Using Self-Compacting Concrete” dentro del 

Programa Marco Europeo I+D. Universidades y empresas dieron inicio a dicho proyecto 

cuyo principal objetivo era desarrollar e introducir la tecnología para la fabricación del 

hormigón autocompactante en la producción, transporte y ejecución de obras de gran 

escala (Commission of the European Communities, 1991; Goodier, 2003; Martínez-

García, 2021). 

En 1998 se celebró un taller internacional sobre hormigón autocompactante en Kochi, 

Japón (Wallevik y Nielsson, 2003).  

El Simposio Internacional RILEM sobre Hormigón Autocompactante lleva hasta 9 

ediciones, el primer Simposio celebrado en Estocolmo, Suecia (1999); el segundo 

Simposio en Tokio, Japón (2001); el tercer Simposio en Reykjavic, Islandia (2003); el 

cuarto Simposio en Chicago, USA (2005); el quinto en Gante, Bélgica (2007); el Sexto 

Simposio en Montreal, Canadá (2010); el séptimo Simposio en Paris, Francia (2013);el 

octavo Simposio en Washington, D.C, USA (2016) y el noveno Simposio en Dresde, 

Alemania (2019), respectivamente y el 10th Simposio (SCC2022) prevista para octubre 

del 2022 en Changsha, China, fue pospuesto para el 2023 debido a la pandemia de 

COVID-19 (RILEM, 2022) . 

Se han realizado numerosas conferencias y simposios. Por ejemplo: 

- Conferencia Norteamericana sobre el Diseño y el Uso del HAC, de la primera a la 

tercera se celebraron en Chicago en el 2002, 2005, 2008 respectivamente; la 
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cuarta conferencia se celebró en Montreal en 2010; la quinta conferencia se 

celebró en Chicago, USA en 2013 y la sexta Conferencia se celebró en 

Washington, D.C, USA en 2016 (Martínez-García, 2021; Nielsson y Wallevik, 

2003; Shi et al., 2014). 

- 2ª Conferencia Internacional sobre los Avances en la Tecnología del Hormigón 

en Oriente Medio: SCC, celebrada en Abu Dabi en 2009 (RILEM Technical 

Committee, 2008). 

- Simposio Internacional sobre Diseño, Rendimiento y Uso del Hormigón 

Autocompactante, del primero al cuarto simposio se celebraron en China: 

Changsha (2005), Pekín (2009), Xiamen (2013) y Changsha (2018), 

respectivamente y el quinto Simposio se celebrará octubre del 2022 en Changsha 

(Shi et al., 2014). 

- Congreso Iberoamericano de Hormigón Autocompactante y Hormigones 

Especiales, lleva hasta el momento 5 ediciones, el primer congreso celebrado en 

Valencia, España en 2008; el 2º Congreso se celebró en Guimarães, Portugal en 

2010; el 3º Congreso se celebró en Madrid, España en 2012; el 4º Congreso se 

celebró en Oporto, Portugal en 2015 y el 5º Congreso se celebró en Valencia, 

España en 2018 (HAC/BAC, s.f.). 

Esta cronología de eventos deja en evidencia la importancia que, a nivel mundial, ha 

adquirido el hormigón autocompactante, llegando a ser, el mayor avance tecnológico 

de las últimas décadas en términos de hormigón. Esto es debido a la gran receptividad 

que ha tenido este tipo de hormigón por parte de la industria y los investigadores, 

debido a que permite reducir tiempo y costos.  

1.1.3   Normativas 

La Asociación Española de Normalización y Certificación (AENOR) que para el año 2017 

pasa a ser Asociación Española de Normalización (UNE) , publica cinco normas UNE 

relativas a ensayos para la caracterización del comportamiento en estado fresco del 

hormigón autocompactante (UNE, 2021): 
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❖ UNE-EN 12350-8:2020. Ensayos de hormigón fresco. Parte 8: Hormigón 

autocompactante. Ensayo del escurrimiento. (Esta norma anula la UNE-EN 

12350-8:2011, que a su vez anuló UNE 83361:2007). 

❖ UNE-EN 12350-9:2011. Ensayos de hormigón fresco. Parte 9: Hormigón 

autocompactante. Ensayo del embudo en V. (Esta norma anula la UNE 

83364:2007). 

❖ UNE-EN 12350-10:2011. Ensayos de hormigón fresco. Parte 10: Hormigón 

autocompactante. Método de la caja en L. (Esta norma anula la UNE 

83363:2007). 

❖ UNE-EN 12350-12:2011. Ensayos de hormigón fresco. Parte 12: Hormigón 

autocompactante. Método con el anillo japonés. (Esta norma anula la UNE 

83362:2007). 

❖ UNE-EN 12350-11:2010. Ensayos de hormigón fresco. Parte 11: Hormigón 

autocompactante. Ensayo de segregación por tamiz.  

En este orden de ideas, el 18 de julio de 2008, La Comisión Permanente del Hormigón 

elabora la Instrucción Española del Hormigón Estructural (EHE-08), la cual se aprueba en 

el Real Decreto 1247/2008, además, esta instrucción incluye el Anejo 17 relativo a 

Recomendaciones para la utilización del hormigón autocompactante (Comisión 

Permanente de Hormigón, 2010). Esta Instrucción fue sustituida por el Código 

Estructural aprobado según Real Decreto 470/2021 del 29 de junio de 2021 (España, 

Ministerio de la Presidencia, 2021). 

1.1.4   Ventajas del uso del hormigón 

autocompactante  

El hormigón autocompactante (HAC) puede clasificarse como un material de 

construcción avanzado y es considerado como un material respetuoso con el medio 

ambiente. El HAC garantiza una alta calidad de las estructuras de hormigón en obras in-

situ, así como en la industria del prefabricado. La aplicación del HAC también hace 

posible la automatización de la construcción, lo que conduce a una mayor productividad 

(Skarendahl y Petersson, 2000). Particularmente, en el contexto español, el uso del HAC, 
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tal como señala (Martínez-García, 2021) mayoritariamente se emplea en la industria del 

prefabricado, debido a que facilita su producción y ofrece un rápido retorno de la 

inversión. 

En la actualidad, entre las ventajas que ofrece el hormigón autocompactante se 

encuentran (Álvarez, 2014; Bermejo Núñez, 2009; Martínez-García, 2021; Okamura 

et al., 2000; Á. Romero Esquinas, 2018): 

❖ Mejora de la calidad del hormigón y reducción de las reparaciones en la obra.  

❖ Tiempos de construcción más rápidos.  

❖ Reducción de los costes totales.  

❖ Facilita la introducción de la automatización en la construcción del hormigón.  

❖ Mejora de la salud y la seguridad gracias a la eliminación de la manipulación de 

los vibradores.  

❖ Reducción sustancial de la carga de ruido ambiental en la obra y sus alrededores.  

❖  Posibilidades de utilización de "áridos", que actualmente son productos de 

desecho y cuya eliminación es costosa.  

❖ Una gran estética, con excelentes acabados superficiales, sin defectos ni 

imperfecciones.  

❖ Facilidad de colocación.  

❖ Secciones de hormigón más finas.  

❖ Mayor libertad de diseño.  

❖ Mayor durabilidad y fiabilidad de las estructuras de hormigón.  

❖ La facilidad de colocación se traduce en un ahorro de costes gracias a la 

reducción de las necesidades de equipos y mano de obra.  

❖ El HAC hace que el nivel de durabilidad y fiabilidad de la estructura sea 

independiente de las condiciones existentes en la obra en relación con la calidad 

de la mano de obra, el vaciado y los sistemas de compactación disponibles.  

❖ La alta resistencia a la segregación externa y la capacidad de autocompactación 

de la mezcla permiten eliminar los macrodefectos, las burbujas de aire y los 

“panales de miel” responsables de penalizar el rendimiento mecánico y la 

durabilidad de la estructura. 
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1.1.5   Aplicaciones del Hormigón autocompactante 

Como resultado del desarrollo del prototipo del HAC en 1998 y las diversas 

investigaciones que se realizaron a nivel mundial, el hormigón autocompactante 

empezó a utilizarse en todo tipo de obras in-situ, tales como: columnas de acero rellenas 

de hormigón, presa (hormigón alrededor de la estructura), muro pantalla, puentes 

(anclajes, arcos, vigas, torres, juntas), elementos prefabricados, tanques, túneles 

(Okamura et al., 2000). Así como en la industria del prefabricado, además es utilizado 

para acortar el período de construcción de la obra. 

La primera aplicación del HAC tuvo lugar en Japón en 1991 (Figura 2), utilizándose en las 

torres de hormigón pretensado del puente colgante Shin-kiba Ohashi (Okamura y Ouchi, 

2003). 

 

Figura 2. Puente Shin-kiba Ohashi, (Okamura y Ouchi, 2003). 

En 1998 en la ciudad de Kobe, Japón, se inaugura el puente Akashi-Kaikyo (Figura 3). 

Okamura y Ozawa (1996) señalan que “se colocaron unos 433000 m3 de hormigón 

autocompactante en los anclajes del puente, siendo para el momento de su 

culminación, 1997, el puente colgante con la mayor luz del mundo, 1991 m” (p.270). 

Una de las razones para el uso del HAC fue acortar el tiempo de construcción. Además, 

se colocaron hasta 1900 m3 de hormigón en un día. Para mejorar la colocación, se 

desarrolló y utilizó un hormigón autocompactante con un tamaño máximo de árido 

grueso de 40 mm (Okamura y Ouchi, 2003; Okamura y Ozawa, 1996; Skarendahl y 

Petersson, 2000)  
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Además, en 1998, se empleó el HAC para la pared de un gran tanque de gas licuado de 

la compañía de Gas de Osaka (Figura 4). El uso del HAC condujo a la reducción de: a) 

número de vertidos de 14 a 10, ya que se aumentó la altura de cada vertido; b) la 

cantidad de trabajadores de 150 a 50 y c) el tiempo de construcción de la obra de 22 a 

18 meses (Okamura et al., 2000). 

 

Figura 3. Vista general puente Akashi-Kaikyo, (GME, s.f.). 

 

Figura 4. Tanque de GNL, Osaka Gas Company, (NBM&CW, 2019). 

En lo que respecta al uso del HAC en la construcción de edificios de gran altura, los 

japoneses fueron los pioneros, desarrollando una tecnología denominada “Concrete 

Filled Tubes (CFT)”. Esta consiste en rellenar grandes tubos de acero con HAC, y unidos 

mediante diafragmas, eliminando así el encofrado y la armadura y reduciendo el plazo 

de ejecución de la obra. Con esta tecnología construyeron, en Yokohama, Japón, los 

pilares de las 9 primeras plantas del edificio Landmark Tower (Martínez-García, 2021b; 

Vilanova, 2009).  
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Por otra parte, a mediados de los noventa, en países como Canadá, Suecia, Holanda, 

Tailandia, Taiwán, Austria, Estados Unidos, Francia, Austria, Reino Unido, Islandia y 

Korea desarrollan y profundizan en las investigaciones del HAC, comenzando a aplicar 

en sus construcciones el HAC (Okamura et al., 2000). 

A finales de los 90, en Europa, se comenzó a emplear el HAC en las obras, siendo Francia 

y Suecia los primeros países en emplear el HAC para la construcción de edificios y 

puentes. Entre las aplicaciones del HAC se encuentra (Bermejo Núñez, 2009; Martínez-

García, 2021; Nieto Alcolea, 2015; Skarendahl y Petersson, 2000; Vilanova, 2009): 

❖ Suecia: para finales de los noventa se habían construido 19 puentes cuyos 

requisitos de durabilidad eran altos, varios edificios. En Slona, en el marco del 

programa Startboxen se construyó un edificio comercial. En Malmo, se empleó 

el HAC para la construcción de un puente 

❖ Francia: en Meudon se empleó en la construcción del Centro de Arte, 

específicamente en las zapatas, muros y soleras. En Chamarande, se empleó el 

HAC para construir muros altamente reforzados. En Vierzon, se utilizó el HAC en 

la construcción de dos vigas en forma H de dimensiones 38.50 m de longitud, 80 

cm de altura y 30 cm de espesor.  

Particularmente, en España, se empleó el HAC para diversas obras, entre las que se 

mencionan: 

❖ La primera obra fue en Zaragoza, en el 2000, el arco mixto del puente de la Ronda 

de la Hispanidad sobre el río Ebro (Figura 5). 

❖ Nuevo edificio del Ayuntamiento en Mollet de Vallés, Barcelona, en el 2002, Fue 

la primera estructura postensada donde se empleó el HAC (Figura 6). 
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Figura 5. Puente de la Ronda de la Hispanidad, (Vilanova, 2009). 

 

Figura 6. Vista panorámica de la fachada del Ayuntamiento de Mollet, (Martínez-

García, 2021). 

❖ Fabricación de 312 vigas de cajón con 17500 m3 de HAC pretensado para los 

viaductos en la autopista Scut do Norte Litoral, en Portugal en el 2003. 

❖ Reparación de los túneles de Montblanc y Lilla de la línea AVE Madrid-Zaragoza-

Valencia, para el 2004. 

❖ Ciudad de la Justicia, compuesta por 8 edificios para los que se empleó el HAC 

visto coloreado de 7 colores: rojo, amarillo, verde, naranja, marrón, negro y 

blanco, en Barcelona en el 2005 (Figura 7).  
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Figura 7. Vista panorámica de la Ciudad de la Justicia de Barcelona, (Hernández, 2010). 

❖ Puente del Milenio de la Expo 2008, realizado con HAC de color blanco de altas 

prestaciones y resistencias, en Zaragoza en el 2008 (Figura 8). 

 

Figura 8. Vista panorámica del Puente de Tercer milenio, (edu1975, 2012). 

❖ La Torre de Cristal (Figura 9), en Madrid, es un rascacielos de 249 metros y 50 

plantas, su construcción comenzó en 2004 y se culminó en 2009. Forma parte 

del complejo Cuatro Torres Business Area: La Torre de Cepsa, proyecto del 

arquitecto Norman Foster, la Torre PwC (anteriormente denominada Torre 

Sacyr) proyecto de los arquitectos Carlos Rubio y Enrique Álvarez-Salas, la Torre 

de Cristal de César Pelli y la Torre Emperador Castellana (originalmente Torre 

Espacio) de Henry Cobb.  
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Figura 9. Vista de la Torre Cristal, en construcción,  (edu1975, 2012). 

1.2  RESIDUOS DE CONSTRUCCIÓN Y DEMOLICIÓN 

Los Residuos de construcción y demolición (RCD) son esos residuos sólidos, básicamente 

inertes, que resultan de alguna actividad del sector de construcción, como consecuencia 

de la construcción de nuevas edificaciones así como modificaciones, restauración, 

renovación, demolición y cualquier tipo de mejora o cambio total o parcial que sufra 

alguna construcción (El Haggar, 2007; Iacoboaea et al., 2019; Mejía et al., 2013). 

En este orden de ideas, en 2018 la Unión Europea (UE) pone en vigencia la Directiva (UE) 

2018/851 del Parlamento Europeo y del Consejo de 30 de mayo de 2018 por la que se 

modifica la Directiva 2008/68/CE sobre residuos, en la cual define residuos de 

construcción y demolición (RCD) como “los residuos resultantes de las actividades de 

construcción y demolición en general, comprende también los residuos procedentes de 

pequeñas actividades personales de construcción y demolición realizadas en hogares” 

(Parlamento Europeo y El Consejo de la Unión Europea, 2018).  

Al respecto, a través del Real Decreto 105/2008, de 1 de febrero por el que se regula la 

producción y gestión de los residuos de construcción y demolición, en su artículo 2, 

literal a), define residuos de construcción y demolición (RCD) como cualquier sustancia 

u objeto que se genere en una obra de construcción y demolición (España, Ministerio 

de la Presidencia, 2008). 
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A su vez, el Real Decreto 105/2008, en su artículo 2, literal c), considera que una obra 

de construcción y demolición: 

“Es la actividad consistente en: la construcción, rehabilitación, reparación, 

reforma o demolición de un bien inmueble, tal como, un edificio, carretera, 

puerto, aeropuerto, ferrocarril, canal, presa, instalación deportiva o de ocio, así 

como cualquier otro análogo de ingeniería civil; además de la realización de 

trabajos que modifiquen la forma o sustancia del terreno o del subsuelo, tales 

como excavaciones, inyecciones, urbanizaciones u otros análogos, con exclusión 

de aquellas actividades provenientes de industrias extractivas“ (España, 

Ministerio de la Presidencia, 2008). 

Sin embargo, quedan excluidas las tierras y piedras no contaminadas por sustancias 

peligrosas, los residuos generados en las obras de construcción y demolición regulados 

por una legislación específica y residuos regulados por la Directiva 2006/21/CE del 

Parlamento Europeo y del Consejo de 15 de marzo de 2006, sobre la gestión de los 

residuos de industrias extractivas (Parlamento Europeo y El Consejo de la Unión 

Europea, 2006). 

Por otra parte, el Real Decreto 105/2008, considera “parte integrante de una obra de 

construcción y demolición toda instalación que dé servicio exclusivo a la misma, y en la 

medida que su montaje y desmontaje se dé lugar durante la ejecución de la obra o al 

final de la misma, tales como: plantas de machaqueo, plantas de fabricación de 

hormigón, grava-cemento o suelo-cemento, plantas de prefabricados de hormigón, 

plantas de fabricación de mezclas bituminosas, talleres de fabricación de encofrados, 

talleres de elaboración de ferralla, almacenes de materiales y almacenes de residuos de 

la propia obra y planta de tratamiento de los residuos de construcción y demolición de 

la obra” (España, Ministerio de la Presidencia, 2008). 

Entre los RCD procesados y reciclados se incluyen una variedad de materiales como 

productos cerámicos, residuos de hormigón, material asfáltico y en menor medida 

componente como madera, vidrio y plásticos (Aldaaja, 2019; Jiménez et al., 2011; 

Martínez-García, 2021; Servigon Ruiz, 2021). Dada la variedad de RCD, el Real Decreto 

15/2008 estipula que los mismos deben estar codificados de acuerdo a la lista europea 
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de residuos publicada por Orden MAM/304/2002, de 8 de febrero, o normas que la 

sustituya (España, Ministerio de la Presidencia, 2008), de acuerdo con esto esta orden 

es derogada por la Ley 7/2022, de 8 de abril, de residuos y suelos contaminados para 

una economía circular, la cual establece en su artículo 6 que la identificación y 

clasificación de residuos se hará de conformidad con la lista establecida en la Decisión 

de la Comisión 2014/955/UE (España, Jefatura del Estado, 2022). 

Al respecto, en la Decisión de la Comisión 2014/955/UE, se establece la lista de los 

diferentes tipos de residuos de construcción y demolición, definidos mediante códigos 

de seis cifras, específicamente en el capítulo 17 se establecen la lista y sus códigos, 

(incluida la tierra excavada de zonas contaminadas) (Comisión Europea, 2014), la misma 

se presenta en la Tabla 1. 

Tabla 1. Lista Europea de Residuos, sobre Residuos de Construcción y Demolición.  

17 
RESIDUOS DE LA CONSTRUCCIÓN Y DEMOLICIÓN (INCLUIDA LA 
TIERRA EXCAVADA DE ZONAS CONTAMINADAS) 

17 01 Hormigón, ladrillos, tejas y materiales cerámicos 

17 01 01 Hormigón 
17 01 02 Ladrillos 
17 01 03 Tejas y materiales cerámicos 

17 01 06* 
Mezclas o fracciones separadas, de hormigón, ladrillos, tejas y 
materiales cerámicos que contienen sustancias peligrosas 

17 01 07 
Mezclas de hormigón, ladrillos, tejas y materiales cerámicos, distintas 
de las específicas en el código 17 01 06 

17 02 Madera, vidrio y plástico 

17 02 01 Madera 
17 02 02 Vidrio 
17 02 03 Plástico 

17 02 04* 
Vidrio, plástico y madera que contienen sustancias peligrosas o están 
contaminados por ellas 

17 03 
Mezclas bituminosas, alquitrán de hulla y otros productos 
alquitranados 

17 03 01* Mezclas bituminosas que contienen alquitrán de hulla 
17 03 02 Mezclas distintas de las específicas en el código 17 03 01 
17 03 03* Alquitrán de hulla y productos alquitranados 

17 04 Metales (incluidas sus aleaciones) 

17 04 01 Cobre, bronce, latón 
17 04 02 Aluminio 
17 04 03 Plomo 
17 04 04 Zinc 
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17 04 05 Hierro y acero 
17 04 06 Estaño 
17 04 07 Metales mezclados 
17 04 09* Residuos metálicos contaminados con sustancias peligrosas 

17 04 10* 
Cables que contienen hidrocarburos, alquitrán de hulla y otras 
sustancias peligrosas 

17 04 11 Cables distintos de los específicos en el código 17 04 10 

17 05 
Tierra (incluida la tierra excavada de zonas contaminadas), piedras y 
lodos de drenaje 

17 05 03* Tierra y piedras que contienen sustancias peligrosas 
17 05 04 Tierra y piedras distintas de las específicas en el código 17 05 03 
17 05 05* Lodos de drenaje que contienen sustancias peligrosas 
17 05 06 Lodos de drenaje distintos del especificado en el código 17 05 05 
17 05 07* Balasto de vías férreas que contienen sustancias peligrosas 
17 05 08  Balasto de vías férreas distinto del especificado en el código 17 05 07 

17 06 
Materiales de aislamiento y materiales de construcción que contienen 
amianto 

17 06 01* Materiales de aislamiento que contienen amianto 

17 06 03* 
Otros materiales de aislamiento que consisten en sustancias peligrosas 
o contienen dichas sustancias 

17 06 04 
Materiales de aislamiento distintos de los especificados en los códigos 
17 06 01 y 17 06 03 

17 06 05* Materiales de construcción que contienen amianto 

17 08 Materiales de construcción a base de yeso 

17 08 01* 
Materiales de construcción a base de yeso contaminados con 
sustancias peligrosas 

17 08 02 
Materiales de construcción a base de yeso distintos de los 
especificados en el código 17 08 01 

17 09 Otros residuos de construcción y demolición 

17 09 01* Residuos de construcción y demolición que contienen mercurio 

17 09 02* 

Residuos de construcción y demolición que contienen PCB (por 
ejemplo, sellantes que contienen PCB, revestimientos de suelo a base 
de resinas que contienen PCB, acristalamientos dobles que contienen 
PCB, condensadores que contienen PCB) 

17 09 03* 
Otros residuos de construcción y demolición (incluidos los residuos 
mezclados) que contienen sustancias peligrosas 

17 09 04 
Residuos mesclados de construcción y demolición distintos de los 
especificados en los códigos 17 09 01, 17 09 02 y 17 09 03 

Nota. Los códigos con (*) asterisco hacen referencia a los residuos de aleaciones considerados 
residuos peligrosos. 
Esta tabla ha sido adaptada de: “Decisión de la Comisión 2014/955/UE de 18 de diciembre de 2014 
por la que se modifica la Decisión 2000/532/CE, sobre la lista de residuos, de conformidad con la 
Directiva 2008/98/CE del Parlamento Europeo y del Consejo”, por Comision Europea, 2014, Diario 
Oficial de la Unión Europea, p. 78-79. 
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Estos diferentes residuos son clasificados de acuerdo a la naturaleza en: peligroso, no 

peligrosos o inertes. En lo referido a los residuos peligrosos de construcción y 

demolición, la Directiva 2008/98/CE del Parlamento Europeo y del Consejo de 19 de 

noviembre de 2008, sobre los residuos, los define como los residuos que tienen una o 

varias de las características peligrosas que pueden ser perjudiciales para el medio 

ambiente o la salud humana (Parlamento Europeo y Consejo de la Union Europea, 2008). 

Estas características están descritas en el Reglamento (UE) 1357/2014 de la Comisión, el 

cual sustituye al Anexo III, de la Directiva 2008/98/CE del Parlamento Europeo y del 

Consejo de 19 de noviembre de 2008, sobre los residuos, (La Comisión Europea, 2014) 

las mismas se presentan en la Tabla 2. 

Tabla 2. Características de los residuos que permiten clasificarlos como peligrosos. 

Código Característica Descripción 

HP 1 Explosivo 

Corresponde a los residuos que, por reacción 
química, pueden desprender gases a una 
temperatura, presión y velocidad tales que pueden 
ocasionar daños a su entorno. Se incluyen los 
residuos pirotécnicos, los residuos de peróxidos 
orgánicos explosivos y los residuos autorreactivos 
explosivos 

HP 2 Comburente 
Corresponde a los residuos que, generalmente 
liberando oxígeno, pueden provocar o facilitar la 
combustión de otras sustancias. 

HP 3 Inflamable 

- carburantes diésel y aceites ligeros para calefacción 
usados con un punto de inflamación entre > 55 °C y 
≤ 75 °C; 

- Residuos líquidos o sólidos pirofóricos inflamables: 
residuos líquidos o sólidos que, aun en pequeñas 
cantidades, pueden inflamarse al cabo de cinco 
minutos de entrar en contacto con el aire; 

- Residuos sólidos inflamables: residuos sólidos que 
se inflaman con facilidad o que pueden provocar 
fuego o contribuir a provocar fuego por fricción; 

- Residuos gaseosos inflamables: residuos gaseosos 
que se inflaman con el aire a 20 °C y a una presión 
de referencia de 101,3 kPa; 

- Residuos que reaccionan en contacto con el agua: 
residuos que, en contacto con el agua, desprenden 
gases inflamables en cantidades peligrosas; 
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- Otros residuos inflamables: aerosoles inflamables, 
residuos que experimentan calentamiento 
espontáneo inflamable, residuos de peróxidos 
orgánicos inflamables y residuos autorreactivos 
inflamables. 

HP 4 
Irritante – irritación 
cutánea y lesiones 
oculares 

Corresponde a los residuos que, cuando se aplican, 
pueden provocar irritaciones o lesiones oculares 

HP 5 

Toxicidad específica 
en determinados 
órganos (STOT en su 
sigla inglesa) 
/Toxicidad por 
aspiración 

Corresponde a los residuos que pueden provocar 
una toxicidad específica en determinados órganos, 
bien por una exposición única bien por exposiciones 
repetidas, o que pueden provocar efectos tóxicos 
agudos por aspiración. 

HP 6 Toxicidad aguda 

Corresponde a los residuos que pueden provocar 
efectos tóxicos agudos tras la administración por vía 
oral o cutánea o como consecuencia de una 
exposición por inhalación. 

HP 7 Carcinógeno 
Corresponde a los residuos que inducen cáncer o 
aumentan su incidencia. 

HP 8 Corrosivo 
Corresponde a los residuos que, cuando se aplican, 
pueden provocar corrosión cutánea. 

HP 9 Infeccioso 

Corresponde a los residuos que contienen 
microorganismos viables, o sus toxinas, de los que 
se sabe o existen razones fundadas para creer que 
causan enfermedades en el ser humano o en otros 
organismos vivos. 

HP 10 
Tóxico para la 
reproducción 

Corresponde a los residuos que tienen efectos 
adversos sobre la función sexual y la fertilidad de 
hombres y mujeres adultos, así como sobre el 
desarrollo de los descendientes. 

HP 11 Mutágeno 

Corresponde a los residuos que pueden provocar 
una mutación, es decir, un cambio permanente en 
la cantidad o en la estructura del material genético 
de una célula. 

HP 12 
Liberación de un gas 
de toxicidad aguda 

Corresponde a los residuos que emiten gases de 
toxicidad aguda (Acute Tox. 1, 2 o 3) en contacto 
con agua o con un ácido. 

HP 13 Sensibilizante 

Corresponde a los residuos que contienen una o 
varias sustancias que se sabe tienen efectos 
sensibilizantes para la piel o los órganos 
respiratorios. 

HP 14 Ecotóxico 

Corresponde a los residuos que presentan o 
pueden presentar riesgos inmediatos o diferidos 
para uno o más compartimentos del medio 
ambiente. 
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HP 15 

Residuos que pueden 
presentar una de las 
características de 
peligrosidad antes 
mencionadas que el 
residuo original no 
presentaba 
directamente  

Residuos susceptibles, después de su eliminación, 
de dar lugar a otra sustancia por un medio 
cualquiera, por ejemplo, un lixiviado que posee 
alguna de las características antes enumeradas. 

Nota. Esta tabla ha sido adaptada de: “REGLAMENTO (UE) No 1357/2014 DE LA COMISION, de 18 de 
diciembre de 2014, por el que sustituye el anexo III de la Directiva 2008/98/CE del Parlamento Europeo 
y del Consejo, sobre los residuos y por la que se derogan determinadas Directivas” por La Comisión 
Europea, 2014, Diario Oficial de la Unión Europea, p. 91-96. 

 

En lo referido a los residuos no peligrosos o inertes, se considera como tal a aquellos 

residuos que no contaminan el medio ambiente y tampoco representan riesgo para la 

salud. Según, el Real Decreto 105/2008, en su artículo 2, literal b) define residuo inerte 

como: “aquel residuo no peligroso que no experimenta transformaciones físicas, 

químicas o biológicas significativas, no es soluble ni combustible, ni reacciona física ni 

químicamente ni de ninguna otra manera, no es biodegradable, no afecta 

negativamente a otras materias con las cuales entra en contacto de forma que pueda 

dar lugar a contaminación del medio ambiente o perjudicar a la salud humana” (España, 

Ministerio de la Presidencia, 2008). Por otra parte, la calidad de las aguas superficiales 

o subterráneas no debe ser alterada por la lixiviabilidad total, la cantidad de 

contaminantes del RCD y los tóxicos que actúan en el ambiente producto del lixiviado 

deberán ser insignificantes. 

1.2.1  Composición de los residuos de construcción y 

demolición 

La procedencia de los residuos de construcción y demolición (RCD) generalmente resulta 

de la construcción, renovación y demolición de edificios, carreteras puentes y otras 

estructuras. Según Wu et al. (2014) la composición de los RCD es muy variada, depende 

del tipo de obra o edificación o demolición involucrada y refleja en gran medida el tipo 

y distribución porcentual de las materias primas utilizadas en el sector de construcción. 
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Pueden variar de un país a otro dependiendo de la disponibilidad de los mismos y 

costumbres de construcción en cada país (EUROSTAT, 2022c). 

Generalmente, los residuos producto de las actividades de construcción y demolición, 

se conforman en su mayor parte de hormigón, productos cerámicos, material asfaltico 

y tierras de excavación; además puede contener otros materiales como amianto 

(localizado en aislamientos, techos y baldosas y sellado resistente al fuego), pinturas a 

base de plomo (en techos, tejas y cables eléctricos), yeso, maderas, plásticos, acero, 

papel y cartón, considerados como impurezas (Pacheco Bustos et al., 2017; Sánchez 

Roldán, 2019; Srour et al., 2013; Villoria Sáez, 2014). Los mismos pueden ser 

considerados como peligrosos de acuerdo con el Reglamento (UE) No 1357/2014 de la 

comisión, de 18 de diciembre de 2014, por el que se sustituye el anexo III de la Directiva 

2008/98/CE del Parlamento Europeo y del Consejo, sobre los residuos y por la que se 

derogan determinadas Directivas (La Comisión Europea, 2014). 

La mayor parte de los RCD se pueden considerar como inertes, es decir que en su estado 

original su poder contaminante es relativamente bajo. Los RCD inertes en general se 

consideran que son poco perjudiciales para el medioambiente (Sánchez Roldán, 2019; 

Wu et al., 2014). Sin embargo, estos residuos pueden volverse peligrosos para el 

medioambiente y para la salud, debido a que pueden contener una variedad de 

sustancias que pueden ser biodegradables convirtiéndose así en sustancias 

contaminantes, de diferentes maneras: gaseosa, que va al aire; lixiviados, que van a las 

aguas superficiales y subterráneas, o en forma de sedimentos para los suelos (Aldaaja, 

2019; Mejía et al., 2013; Sánchez Roldán, 2019). 

Para el 2018, Unión Europea, EU-28, generó aproximadamente un 3% de residuos 

construcción y demolición clasificados como peligrosos, mayoritariamente materiales 

minerales, representado los RCD no peligrosos la mayor proporción (97%) (EUROSTAT, 

2022c).  

En España, para el 2019, el porcentaje de RCD generado clasificados como no peligrosos 

es superior al 99%, cuyo componente principal son residuos minerales, mientras que la 

generación de RCD peligrosos es inferior al 1% (INE, 2022). Los RCD, en España, según el 

Centro de Estudios y Experimentación de Obras Públicas del Ministerio de Fomento 
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están compuestos por: cerámicos, hormigón, piedra, arena, grava y áridos, madera, 

vidrio, plásticos, metales, asfalto, yeso, papel, basura y otros (CEDEX, 2014). En la Figura 

10 se presenta la composición porcentual de los RCD en España para el 2014 (CEDEX, 

2014). 

 

Figura 10. Composición porcentual de los RCD en España para el 2014, (CEDEX, 2014). 

En la Figura 10, se puede apreciar que los materiales cerámicos (54%) representan un 

porcentaje significativos en la composición de los RCD. Mientras que del 46% restante, 

el hormigón (12%) presenta un porcentaje significativo, los demás compuestos: basura, 

asfalto, piedra, madera, arena, grava y áridos, metales, plástico, vidrio, papel, yeso y 

otros, hacen referencia a proporciones como máximo del 7%.  

1.2.2   Generación de los residuos de construcción y 

demolición 

En el 2018, el total de residuos generados en la Unión Europea EU-28 por todas las 

actividades económicas y hogares superó los 2620 miles de millones de tonelada 

(EUROSTAT, 2022b). Al respecto en la Figura 11 se aprecia como la generación total de 
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residuos presenta una tendencia a aumentar, para los períodos 2008-2018, con un 

incremento promedio del 1.5% entre 2008 y 2016, mientras que para años 2016 a 2018 

se duplica este incremento, al superar el 3% (+89 millones de toneladas), y en 

comparación con lo generado en el 2008 el incremento fue del 8% (+193 millones de 

toneladas). Este incremento de los residuos se debe al crecimiento poblacional y 

urbanístico. 

 

Figura 11. Generación de residuos por la totalidad de actividades económicas y 

hogares en la Unión Europea (EU-28), 2004-2018, (EUROSTAT, 2022c). 

Ahora bien, en la Figura 12 se presenta la proporción de residuos generados por cada 

actividad económica y hogares para los períodos 2004-2018 de la Unión Europea, donde 

puede apreciarse que las actividades los sectores construcción y minería y canteras son 

las que más contribuyen en la generación de residuos (EUROSTAT, 2022b) . 

La actividad del sector construcción es la que más contribuye en la generación total de 

residuos de la UE, ya que más de un tercio del total de residuos de la UE los genera esta 

actividad (Figura 12). A pesar que para el 2012 presentó una ligera disminución, en 

términos generales es una actividad que se caracteriza por ir incrementando 

anualmente sus residuos, presentando en el 2018 su valor más alto de 37,27% del total 

de residuos de la UE (EUROSTAT, 2022b).  
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Figura 12. Generación de residuos por actividad económica y hogares en la Unión 

Europea (UE-28), 2004-2018, (EUROSTAT, 2022b). 

Por otra parte, en la Unión Europea, la segunda actividad que genera más residuos es la 

minería y canteras. En términos generales a lo largo de los períodos 2004-2018 generó, 

en promedio, un aproximado de 26.22% del total de residuos de la UE (EUROSTAT, 

2022b). Sin embargo, su contribución en la generación de residuos va disminuyendo, 

aun cuando para los períodos 2008-2012 presentó un ligero aumento porcentual su 

tendencia es a la disminución de su contribución en la generación de residuos de la UE.  

La participación del resto de las actividades económicas (agricultura, silvicultura y pesca, 

manufacturas, energía, recogida, tratamiento y suministro de agua, servicios, comercio 

al por mayor de residuos y chatarra y hogares) en la generación de residuos de la UE, se 

encuentra por debajo del 10% (Figura 12), mostrando toda una tendencia a disminuir su 

contribución de residuo. Excepto la actividad recuperación de materiales que 

claramente presenta una tendencia a incrementar su contribución en la generación de 

residuos de la UE, a pesar que su aporte se encuentra por debajo del 10%.  
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Específicamente, los Estados Miembros de la UE-28 para el 2018 generaron 977 millones 

de toneladas de RCD (EUROSTAT, 2022b). En la Figura 13 se representan los RCD 

generados por los siete Estados Miembros de la UE-28 que más generan RCD, para los 

períodos 2012-2018. Particularmente, se aprecia Francia (240 millones de Tn), Alemania 

(225 millones de Tn) son los que más RCD generan (EUROSTAT, 2022b). En general estos 

Estados Miembros de la UE-28 presentan una tendencia ascendente en la generación de 

RCD, tal como se refleja en la Figura 13. 

 
Nota. Datos tomados de: “Generation of waste by economic activity”, por EUROSTAT, 2022, 

https://ec.europa.eu/eurostat/databrowser/view/ten00106/default/table?lang=en. 

Figura 13. RCD generados por algunos Estados Miembros de la UE-28, 2004-2018, 

(EUROSTAT, 2022b). 

Particularmente, España, generó más de 38 millones de toneladas de RCD (Figura 13) 

para el 2018 (EUROSTAT, 2022b), lo que equivale al 4% de los residuos totales de RCD 

generados por los Estados Miembros de la UE-28.  
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económica y hogares en España para el año 2018, donde se puede observar que la 
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recuperación de materiales con un 17.12% y un 16.05% respectivamente (EUROSTAT, 

2022b). Vemos que este comportamiento es similar al que presenta la generación total 

de residuos de la UE-28 donde también estas actividades son las que más generan 

residuos. 

 

Figura 14. Generación de residuos por actividad económica y hogares en España 

para el 2018, (EUROSTAT, 2022b). 

La Figura 15 muestra la evolución de la generación de RCD en España para los períodos 

2011-2019, cifras emanadas por Instituto Nacional de Estadística (INE) de España (INE, 

2022a). En el año 2015 se aprecia el nivel más alto de generación de RCD, 36046 miles 

de toneladas. En general, la evolución de la generación de RCD siguió diferentes 

patrones a lo largo del tiempo entre 2011 y 2019. En el año 2013, en España, se generó, 

en comparación con 2011, un 36% menos de RCD, lo que supone una disminución de 

15675 miles de toneladas. Esto es como consecuencia de la crisis económica española, 

iniciada en el 2008 y concluida en el 2014, que produjo una profunda recesión en el 

sector construcción (Consejería del Medio Ambiente y Ordenación del Territorio, 2018; 

Martínez-García, 2021; Sánchez Roldán, 2019) 
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Figura 15. Evolución de la generación de RCD en España para 2011-2019, (INE, 2022c).  

1.2.3   Problemática medioambiental de los residuos 

de construcción y demolición  

La actividad humana origina importantes impactos sobre el medio ambiente, el 

crecimiento exponencial de la población conlleva a un crecimiento urbanístico 

descontrolado, así como el de grandes obras de construcción que inciden directamente 

en el deterioro del medio ambiente. Esto lleva a que el sector de la construcción 

presente un crecimiento exponencial, particularmente, en el territorio de la Unión 

Europea que trae como consecuencia el aumento desmedido de los RCD (Martínez-

García, 2021). Este crecimiento del sector de la construcción implica actividades como 

la restauración, demolición, mejoras de infraestructuras que son generadoras de 

residuos de construcción y demolición que impactan en el medio ambiente. 

Esto se evidenció en la Figura 12, donde se aprecia que el sector de construcción genera 

más de la tercera parte del total de los residuos generados en la UE (EUROSTAT, 2022b), 

específicamente genera entre un 30% y un 40% de RCD, a lo largo de los períodos 2004-

2018. Estos niveles elevados de generación de RCD son considerados por la UE como un 

importante flujo de residuos (García-González, 2016) 
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Particularmente, para el 2019, en España, se generaron 24894552 millones de toneladas 

de RCD (INE, 2022b), lo que representa más del 27% del total residuos generados en 

España. La existencia de investigaciones sobre esta temática refleja la creciente 

preocupación por la cantidad de RCD que se generan y su impacto medioambiental. 

Esto hace al sector de la construcción uno de los sectores responsables del impacto 

ambiental, por ser: (1) el principal consumidor de áridos naturales, necesarios para 

fabricar el hormigón, (2) el principal generador de residuos. Generalmente, este impacto 

ambiental se presenta en todos sus procesos, desde la extracción de recursos naturales, 

la fabricación de materiales, así como las actividades realizadas en la construcción de las 

obras. Esto provoca el agotamiento de los áridos naturales, así como la contaminación 

de suelos, agua y aire y daños para la salud humana (Pacheco Bustos et al., 2017) 

Para el 2020, en Europa (42 países) consumieron 3930 millones de toneladas de áridos 

naturales para construcción (Fueyo Editores, 2022b). Siendo el sector de la construcción 

el principal consumidor de áridos, que es la materia prima por excelencia para producir 

el hormigón y después del agua, es la segunda más consumida por el hombre (ANEFA, 

2018; Fueyo Editores, 2022a). Para el 2021 España presentó un consumo de áridos 

naturales para construcción superior a 136 millones de toneladas (Fueyo Editores, 

2022a). 

El consumo y explotación de los áridos naturales se caracteriza por un consumo elevado 

de energía, erosión de suelos, contribuyen al deterioro del impacto visual del paisaje, 

generación de polvo, alteración del hábitat natural, emisiones de CO2, así como la 

generación de una gran cantidad de residuos de construcción y demolición (Bizcocho 

Tocón, 2014; Martínez-García, 2021; Suárez Silgado, 2016).  

Sin embargo, el impacto medioambiental del sector de construcción no queda solo en 

el entorno del consumo de áridos naturales, sino también en la gestión inadecuada de 

los residuos de construcción y demolición. 

En particular, el abandono o la gestión inadecuada de los RCD pueden generar impactos 

medioambientales negativos tales como, la degradación y erosión de suelos, el 

agotamiento de vertederos, consumo de recursos energéticos, el agotamiento de los 
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recursos naturales, contaminación del agua, contaminación acústica, contribuir al 

cambio climático y afectar la salud humana y a los ecosistemas (Barrientos, 2016; K. 

Chen et al., 2020; García-González, 2016; Suárez Silgado, 2016).  

En primer lugar, la degradación y erosión del suelo es producto del vertido incontrolado 

de RCD que significativamente ocupa espacio en la tierra (K. Chen et al., 2020; Yuan, 

2013). El creciente desarrollo urbanístico y de construcción a gran escala necesitan 

recursos y provocan el agotamiento de los limitados vertederos (Vitale et al., 2017; 

Yuan, 2013). Por otra parte, debido a la presencia de lixiviados de RCD, los vertidos 

ilegales pueden suponer un potencial riesgo para las aguas subterráneas y superficiales 

(Vitale et al., 2017).  

En este orden de ideas, Nasrullah et al. (2014); Servigon Ruiz (2021); Vitale et al. (2017) 

y Ye et al. (2012) señalan que uno de los posibles problemas medioambientales que 

provocan los RCD se refiere a un tratamiento inadecuado (como la contaminación de 

suelo y los recursos hídricos por el vertido ilegal y/o incontrolado), una utilización ilegal 

de sus grandes volúmenes para ocultar residuos peligrosos, la perdida de recursos 

relacionada con la eliminación sin recuperación de materiales así como la disposición de 

los residuos en zonas verdes deteriora la capa vegetal, lo que puede causar la 

destrucción de hábitats naturales de flora y fauna y genera impactos en el paisaje 

urbano. 

La práctica de arrojar los RCD en vertederos puede tener un impacto significativamente 

negativo en el medio ambiente: 

❖ Los vertederos emiten metano que contamina el aire y exacerba el efecto 

invernadero. 

❖ El vertido de materiales inflamables y tóxicos como pintura, barnices y otros 

productos químicos en los vertederos también provoca la filtración de materiales 

nocivos en el suelo. Esta filtración puede llegar a las reservas acuíferas 

subterráneas y contaminar las vías fluviales, destruyendo los ecosistemas 

conectados a los suministros de agua dulce. 
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Con la finalidad de reducir este impacto medioambiental ante el aumento desmedido 

de los RCD, y contribuir a la sostenibilidad de la actividad de construcción, en el 2008 

entran en vigencia dos legislaciones que tratan sobre la valorización, reutilización y 

reciclado de RCD, como lo son, en primer lugar, en España, el REAL DECRETO 105/2008, 

de 1 de febrero, por el que se regula la producción y gestión de los residuos de 

construcción y demolición, en sus articulados 8 y 9, regula la valorización de residuos de 

construcción y demolición y en su articulado 13, regula la utilización de residuos inertes 

en obras de restauración, acondicionamiento o relleno. (España, Ministerio de la 

Presidencia, 2008) 

En segundo lugar, en la comunidad económica europea, promulga la Directiva 

2008/98/CE del Parlamento Europeo y del Consejo de 19 de noviembre de 2008, sobre 

los residuos, en la que establece en su artículo 10 sobre la valorización de los residuos y 

en su articulado 11, numeral 2, literal b) sobre la preparación para la reutilización y 

reciclado de residuos, específicamente en el literal b establece: 

antes de 2020, deberá aumentarse hasta un mínimo del 70% de su peso la 

preparación para la reutilización, el reciclado, y otra valorización de materiales, 

incluidas las actividades de relleno que utilicen residuos como sucedáneos de 

otros materiales, de los residuos no peligrosos procedentes de la construcción y 

de las demoliciones, con exclusión de los materiales presentes de modo natural 

definidos en la categoría 17 05 04 de la lista de residuos (Parlamento Europeo y 

El Consejo de la Unión Europea, 2008). 

Por ende, una adecuada valorización y gestión de los residuos de construcción y 

demolición puede incidir positivamente en la reducción de los impactos negativos que 

acarrean la generación de los RCD, tal como señalan González-Fonteboa (2002) y 

Pacheco Bustos et al. (2017) la gestión eficaz de los residuos y su uso como materiales 

secundarios que puedan ser incorporados a la actividad constructiva.  
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1.2.4  Gestión de los residuos de construcción y 

demolición  

Según la Directiva (UE) 2018/851 del Parlamento Europeo y del Consejo, de 30 de mayo 

de 2018, por la que modifica la Directiva 2008/98/CE sobre los residuos, establece que 

la gestión de residuos es “la recogida, el transporte, la valorización (incluida la 

clasificación) y la eliminación de los residuos, incluida la vigilancia de estas operaciones, 

así como el mantenimiento posterior al cierre de los vertederos, incluidas las 

actuaciones realizadas en calidad de negociante o agente” (Jefatura de Estado, 2011; 

Parlamento Europeo y El Consejo de la Unión Europea, 2008, 2018). 

Existen diferentes maneras de gestionar los residuos, al respecto, Yuan y Shen (2011) 

señalan que por medio de las estrategias de: reducción de residuos, reutilización, 

reciclaje y disposición se logra la minimización de RCD. 

Al respecto, para el 2018 en la Unión Europea, la tasa de reciclaje de residuos alcanzó el 

56% del total de residuos tratados –sin considerar los principales residuos minerales-, la 

cual superó en 1 punto la tasa del 2014 (EUROSTAT, 2022d). En la Figura 16 se muestran 

las tasas de reciclaje de los diferentes residuos en la Unión Europea para el año 2018 

(EUROSTAT, 2022a), donde se puede apreciar que los RCD fueron el flujo de residuos 

más recuperados, con una tasa del 90% la cual superó en 1 punto la tasa del 2014, 

seguido de los residuos biológicos cuya tasa de reciclaje es del 84% superando la del 

2014 en 10 puntos, de igual manera se destaca el reciclaje de los e-residuos al ver que 

la tasa del 2018 (42%) superó en 13 puntos a la del 2014, esto refleja que las tasas de 

reciclaje y/o recuperación de los residuos sigue creciendo, con lo cual se minimiza el 

impacto ambiental. 
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Figura 16. Tasa de reciclaje de los diferentes residuos en la UE para 2018, (EUROSTAT, 

2022a). 

En la Figura 17, se puede apreciar como los Estados Miembros presentan diferencias 

significativas en la tasa de recuperación de los RCD para el 2018. Se observa que estados 

como Bulgaria, Chipre y Eslovaquia no logran alcanzar por lo menos el umbral del 70% 

establecido por la UE en la Directiva 2008/98/CE para el 2020 en su artículo 11, numeral 

2, literal b, por lo que se hace necesario que mejoren las estrategias de recuperación de 

los RCD en sus sistemas de gestión de residuos para así lograr por lo menos alcanzar esta 

tasa exigida por la UE. Mientras que el resto de los países, incluyendo España, para el 

2018, ya han sobrepasado el umbral requerido por la UE para el 2020 (EUROSTAT, 

2022a; Parlamento Europeo y El Consejo de la Unión Europea, 2008, p. 98). 

En el caso particular de España, aun cuando para el 2018 ya sobrepasó el umbral 

establecido por la UE, al presentar una tasa del 75%, sin embargo, presentó una 

disminución de 5 puntos con respecto al 2016, esto lleva a la reflexión de que debe 

revisar sus sistemas de gestión de recuperación de los RCD, para por lo menos mantener 

esta tasa y lograr incrementarla. En la medida que esto suceda se lograría minimizar el 

impacto medioambiental que generan los RCD. 
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ó

 

Figura 17. Tasa de recuperación de los RCD en los Estados Miembros de la UE-28 para 

2018, (EUROSTAT, 2022a) 

En general estas cifras reflejan la preocupación por los Estados Miembros en el impacto 

medioambiental que genera los residuos de construcción y demolición.  

Particularmente, en la Figura 18 se presenta la evolución de gestión de los RCD en 

España, para los períodos 2014-2018, donde puede observarse que a partir del 2017 

España sobrepasa el umbral del 70% establecido por la UE en la Directiva 2008/98/CE 

para el 2020 (EUROSTAT, 2022a; Secretaría del Estado de Medio Ambiente, 2022), 

manteniéndose para estos dos períodos con un comportamiento lineal, lo cual indica 

que aun cuando está por encima del umbral se debe revisar el sistema de gestión de 

residuos para lograr superar esta cifra y así buscar la sostenibilidad de la actividad de 

construcción, minimizando el impacto medioambiental que producen los RCD.  
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Figura 18. Gestión de los RCD no peligrosos en España para los períodos 2014-2018, 

(Secretaría del Estado de Medio Ambiente, 2022). 

1.2.5 Áridos reciclados  

El árido reciclado (RA), según la norma UNE-EN 12620:2003+A1:2009, es el “árido 

resultante del tratamiento del material inorgánico previamente utilizado en 

construcción” (UNE Normalización Española, 2009), resultando de la molienda y 

machacado de residuos inorgánicos e inertes procedentes de la construcción y/o 

demolición.  

Según el origen de los residuos pueden distinguirse (RCD, 2018): 

❖ áridos reciclados procedentes del hormigón: son los provenientes de residuos 

de hormigón por machaqueo, cribado y procesado, con más de un 90% de 

hormigón triturado y piedra natural sin mortero. 

❖ áridos reciclados procedentes de residuos cerámicos (ladrillos, tejas, azulejos 

cerámicos y porcelánicos). 

❖ áridos reciclados mixtos: provenientes de RCD con mezclas de materiales de 

naturaleza cerámica y de hormigón triturado, piedra sin mortero y otros 

materiales. 
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Específicamente, en el Código Estructural se establece que la sustitución de áridos 

gruesos no debe superar el 20% en peso sobre el contenido total de árido grueso. 

(España, Ministerio de la Presidencia, 2021). 

1.2.6  Normativa de aplicación para los áridos 

reciclados 

El Ministerio de la Presidencia de España publica dos decretos que establecen 

regulaciones para los áridos reciclados (España, Ministerio de la Presidencia, 2008, 

2021): 

❖ Real decreto 15/2008, de 1 de febrero por el que regula la producción y gestión 

de los residuos de construcción y demolición. 

❖ Código Estructural, aprobado en el Real Decreto 470/2021, de 29 de junio. 

Por su parte, la Asociación Española de Normalización publica unas normas UNE 

relativas a los áridos reciclados (UNE, 2021): 

❖ UNE-EN 146901:2018. Áridos y designación. 

❖ UNE-EN 12620:2003+A1:2009. Árido para hormigón. 

1.3 HORMIGÓN AUTOCOMPACTANTE CON ÁRIDOS 

RECICLADOS  

El hormigón autocompactante con áridos reciclado (HACR) es un hormigón que utiliza 

áridos parciales o totalmente reciclados como áridos gruesos o finos. Debido a la escasez 

crítica de áridos naturales y el daño al medioambiente, la disponibilidad de hormigón 

demolido para su uso como áridos reciclados está aumentando. De acuerdo el Código 

Estructural en su artículo 30, numeral 30.8.1 recomienda “limitar el contenido de árido 

grueso reciclado al 20% del peso sobre el contenido total de árido grueso” (España, 

Ministerio de la Presidencia, 2021). Esta limitación no afecta las propiedades del HAC 

con RA en comparación a las del hormigón convencional. Sin embargo la norma 

establece la necesidad de realizar estudios específicos y experimentación 
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complementaria, para porcentajes superiores, estos estudios deberán ser aprobados 

por la Dirección Facultativa (España, Ministerio de la Presidencia, 2021). 

1.3.1  Componentes del hormigón autocompactante 

con áridos reciclados 

El hormigón es una mezcla de cemento, agua, árido fino y árido grueso, conforme a la 

UNE-EN 206:2013+A2:2021 relativa a las especificaciones, prestaciones producción y 

conformidad del hormigón (UNE Normalización Española, 2021), donde el cemento 

actúa como material aglutinante. El hormigón autocompactante tiene los mismos 

materiales que el hormigón convencional (HC), sin embargo, sus proporciones relativas 

difieren y deben ser elegidas con precisión.  

1.3.1.1 Cemento 

El cemento como material conglomerante en el hormigón, de acuerdo al Código 

Estructural su dosificación debe oscilar entre los 250 kg/m3 y 500 kg/m3, este límite, 

según la norma, podrá superarse previa justificación experimental y autorización 

expresa de la Dirección Facultativa (España, Ministerio de la Presidencia, 2021). De 

acuerdo a esta norma para la fabricación del hormigón puede emplearse cementos 

portland tipo I o tipo II, que sean de clases resistentes 32,5R, 42,5R, 52,5N y 52,5R. 

1.3.1.2 Áridos 

Las características de los áridos deben permitir alcanzar la adecuada resistencia y 

durabilidad del HAC, así como cualquier otra exigencia que establece el Código 

Estructural (España, Ministerio de la Presidencia, 2021). Esta misma norma establece 

que como áridos pueden emplearse áridos gruesos (gravas) y áridos finos (arenas) de 

acuerdo con la UNE-EN 12620:2003+A1:2009. Se pueden emplear los mismos áridos que 

se emplean para el hormigón convencional, debido a que no se requiere de ninguna 

exigencia específica. 
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Al respecto Nieto Alcolea (2015) señala que la granulometría y la forma de los áridos, 

específicamente la de los áridos gruesos, tienen una incidencia directa en la capacidad 

de paso y fluidez de las mezclas del HAC. Mientras más esféricos sean los áridos es 

menor el roce entre ellos y como consecuencia, habrá mayor fluidez y menos bloqueos. 

El Código Estructural indica que los tamaños máximo y mínimo de los áridos están 

establecidos en la norma UNE-EN 12620 (España, Ministerio de la Presidencia, 2021). 

1.3.1.3 Adiciones 

Las adiciones (aditivos minerales) son materiales que aportan finos al HAC. El Código 

Estructural, establece que las adiciones son “aquellos materiales inorgánicos, 

puzolánicos o con hidraulicidad latente que, finamente divididos, pueden ser añadidos 

al hormigón con el fin de mejorar alguna de sus propiedades o conferirle características 

especiales” (España, Ministerio de la Presidencia, 2021, p. 77). Estos aditivos clasificados 

por la norma como: 

❖ Inorgánicos: filler mineral (piedra caliza, dolomía, entre otros) y pigmentos. 

❖ Puzolánicos: cenizas volantes y humo de sílice 

❖ Hidraulicidad latente: escorias granuladas molidas de alto horno. 

Según lo establecido en el Código Estructural, se debe conseguir una cantidad adecuada 

de aditivos, cuyas partículas pasan por el tamiz 0,125 mm, que permite alcanzar la 

autocompactabilidad del hormigón (España, Ministerio de la Presidencia, 2021; Vilanova 

Fernández, 2009). Estos distintos tipos de aditivos empleados en el HAC tienen como 

finalidad aportar la adecuada cohesión y aumentar el volumen de la pasta, que permitan 

mejorar las propiedades en estado fresco y endurecido, así como la trabajabilidad 

necesaria del hormigón en estado fresco para evitar la segregación de los áridos gruesos 

y la exudación del agua durante su colocación (Gomes, 2002; Pinedo, 2009). 

1.3.1.4 Aditivos  

Los aditivos son aquellos productos químicos, que, según el Código Estructural, que: 
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“Incorporados al hormigón antes del amasado (o durante el mismo o en el 

transcurso de un amasado suplementario) en una proporción no superior al 5% 

del peso de cemento, producen la modificación deseada, en estado fresco o 

endurecido, de alguna de sus características, propiedades o de su 

comportamiento”. (España, Ministerio de la Presidencia, 2021) 

El uso de los aditivos permite obtener la autocompactabilidad del HAC, ya que es la única 

manera de compensar la demanda de agua de las adiciones y del árido fino sin aumentar 

la relación agua/cemento. Estos aditivos pueden ser: superplastificantes o reductores 

de agua de alta actividad, moduladores de viscosidad o cohesionantes y otros aditivos 

químicos tales como: retenedores de agua, inclusores de aire, aceleradores, 

retardantes, hidrófugos o reductores de retracción (Nieto Alcolea, 2015; A. Romero 

Esquinas, 2018). 

1.3.1.5 Agua 

En términos generales, según el Código Estructural, pueden emplearse todas las aguas 

consideradas como aceptables por la práctica, que no contengan ingredientes 

perjudiciales en cantidades tales que afecten las propiedades del hormigón (España, 

Ministerio de la Presidencia, 2021). 

Debido al uso de aditivos superplastificantes, la relación agua/cemento necesario para 

la mezcla será menor en el HAC que en el hormigón convencional. Esta debe asegurar, 

el aporte mínimo de agua que garantice, la hidratación del cemento y la fabricación de 

la superficie de los áridos para un adecuado comportamiento en estado fresco (Sainz-

Aja Guerra, 2019). 

1.3.2   Propiedades mecánicas  

1.3.2.1 Resistencia a compresión 

De acuerdo con el Código Estructural la resistencia a compresión es una referencia 

imprescindible (España, Ministerio de la Presidencia, 2021). Además, la resistencia a la 

compresión suele considerarse un indicador de la calidad del HAC porque está 
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directamente relacionada con la estructura de la pasta (García Ballester, 2016; Toirac 

Corral, 2009; Vu et al., 2020). 

Para una misma relación agua/cemento (A/C) la resistencia a compresión del hormigón 

autocompactante es ligeramente mayor a la del hormigón convencional (Nieto Alcolea, 

2015; Peláez Carretero, 2014; Vilanova, 2009), esto es debido a la incorporación de 

superplastificantes así como la falta de vibración da una mayor interfase pasta-árido 

(Fernández Gómez y Burón Maestro, 2005; Peláez Carretero, 2014). 

Por otra parte, al incorporarle al HAC el árido reciclado (AR) para la fabricación del HACR 

y manteniendo la misma relación agua/cemento, la resistencia a la compresión 

disminuye con el aumento de los porcentajes de sustitución de RA (Butler et al., 2011; 

Grdic et al., 2010b; Nieto Alcolea, 2015; Poongodi, Muthi, et al., 2021; Sasanipour y 

Aslani, 2020a).  

1.3.2.2 Resistencia a tracción 

La resistencia a la tracción tiene una relación directa con la resistencia a compresión, de 

forma tal que al aumentar la resistencia a compresión también aumentará la resistencia 

a la tracción. Es por ello que, el HAC debe ser suministrado con una resistencia a 

compresión especificada (Nieto Alcolea, 2015).  

La incorporación de áridos reciclados impacta de forma negativa sobre la resistencia a 

tracción, a mayor proporción de áridos reciclados se obtiene una disminución de la 

resistencia a tracción (Chakradhara Rao et al., 2011; García-González, 2016; Kathirvel 

et al., 2022; Martínez-García, 2021). Sin embargo, diferentes investigadores señalan que 

el comportamiento de la resistencia a la tracción depende del árido reciclado a emplear 

(Dawood, 2020; Y. Wang et al., 2019). 

1.3.2.3 Módulo de elasticidad 

El módulo de deformación, es un parámetro mecánico que indica la relación entre la 

tensión y la deformación longitudinal unitaria, y es empleado para analizar la rigidez del 

material. Esta propiedad se ve influenciada por el volumen, la naturaleza y tamaño del 
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árido reciclado así como por el volumen de la pasta y la cantidad de los finos utilizados 

(Nieto Alcolea, 2015; Romero Esquinas, 2018).  

1.3.2.4  Durabilidad 

La durabilidad dependerá de las condiciones ambientales y de la permeabilidad del HAC, 

esto limita la entrada de sustancias que conlleva a acciones degradantes del HAC 

(Comisión Permanente de Hormigón, 2010; Nieto Alcolea, 2015; Peláez Carretero, 2014; 

Romero Esquinas, 2018). Además, de acuerdo con Peláez Carretero (2014) “la 

durabilidad del HAC se verá influenciada por la composición del hormigón, por el 

material seleccionado, así como el grado de supervisión durante la colocación, 

compactación, acabado y curado” (p.43). 

1.4 TÉCNICAS DE APRENDIZAJE AUTOMÁTICO PARA 

PREDECIR LAS PROPIEDADES MECÁNICAS DEL 

HORMIGÓN AUTOCOMPACTANTE CON ÁRIDOS 

RECICLADOS 

El rápido desarrollo de nuevos tipos de hormigón, estimulado por los requisitos cada vez 

exigentes en la industria de la construcción, ha motivado una mayor investigación para 

desarrollar nuevos modelos de predicción que puedan estimar las propiedades del 

hormigón. La predicción de las propiedades mecánicas del hormigón ha sido una 

importante tarea de investigación que podría satisfacer mejor los requisitos de diversos 

códigos y normas de diseño. 

Actualmente, en el campo de la ingeniería Civil, los métodos de ML han mejorado la 

seguridad, la productividad, la calidad y el mantenimiento de la construcción (Ahmad, 

Farooq, et al., 2021; X. Zhang et al., 2021) y se han utilizado para modelar y predecir las 

propiedades mecánicas del HACR (Bai et al., 2019; Sharafati et al., 2021; Y. Song et al., 

2022) . Es así como, la predicción de estas propiedades mediante el ML ahorra: tiempo 

de laboratorio, desperdicio de componentes de hormigón, energía, y coste (Bai et al., 
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2019; Kaloop et al., 2020; Koya, 2021; K. T. Nguyen et al., 2020; Nguyen-Sy et al., 2020; 

Y. Song et al., 2022). Además, permite manejar grandes volúmenes de datos y predecir 

las propiedades de los HACR con alta precisión (Ahmad, Ostrowski, et al., 2021a; Koya, 

2021; K. T. Nguyen et al., 2020). 

La relación entre las propiedades mecánicas del hormigón y sus parámetros de diseño 

de la mezcla no puede expresarse a través de una única fórmula matemática, por lo que 

se necesita modelos de optimización más avanzados para ello. Es aquí donde se destaca 

la importancia de explorar los beneficios que ofrece el Aprendizaje Automático 

(Machine Learning) (ML por sus siglas en inglés) al integrarlo a los enfoques de 

optimización.  

El aprendizaje Automático suele ser parte de la inteligencia artificial que se utiliza para 

analizar grandes volúmenes de datos, predecir comportamientos de las variables y 

tomar decisiones inteligentes. Es un método de realización de Inteligencia Artificial (IA) 

que tiene la capacidad de aprender y predecir datos (Huang et al., 2021). Adoptando el 

aprendizaje automático es posible predecir las propiedades mecánicas del hormigón 

autocompactante (HAC) con áridos reciclados (RA) que presentan diferentes 

composiciones. El uso de estas herramientas de predicción permite ahorrar lotes de 

prueba costosos y que requieren de mucho tiempo, así como el trabajo experimental 

asociado necesario para lograr la resistencia deseada del hormigón (Chaabene et al., 

2020; Yaseen et al., 2018).  

El aprendizaje automático puede desarrollarse mediante una variedad de algoritmos 

que suelen clasificarse en tres tipos de aprendizaje diferentes según su estilo de 

aprendizaje: supervisado, no supervisado y de refuerzo (Goodfellow et al., 2016; Huang 

et al., 2021). Particularmente en este trabajo se utilizarán algunas técnicas de 

aprendizaje supervisado. 

El aprendizaje supervisado es adecuado para datos que tienen características y 

etiquetas. Es decir, se proporcionan datos para predecir las etiquetas. En el diseño de 

ingeniería, los métodos asistidos por ordenador, como el aprendizaje automático y la 

estadística de datos, se han utilizado de forma eficaz y proporcionan potentes beneficios 

(Goharzay et al., 2020), especialmente cuando se trata de materiales con variables 
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complejas y una gran incertidumbre, como los materiales compuestos (Chaabene et al., 

2020). Varios estudios han demostrado que los modelos de aprendizaje automático se 

han aplicado ampliamente y se han utilizado como herramientas valiosas para la 

predicción de las propiedades mecánicas del hormigón (A. Ahmad, Ostrowski, et al., 

2021; Behnood y Golafshani, 2018; Dantas et al., 2013; de-Prado-Gil, Zaid, et al., 2022; 

Erdal et al., 2013; Kovačević et al. , 2021; Song et al., 2022). 

Particularmente, el aprendizaje supervisado se clasifica en dos tipos: de Regresión y de 

Clasificación. En este trabajo nos centraremos en las técnicas de Clasificación, entre ellas 

se encuentran los árboles de decisión, los métodos ensemble y los vecinos más 

cercanos. Más específicamente, para predecir las propiedades mecánicas: resistencia a 

compresión y resistencia a tracción del HACR se aplicarán los métodos ensemble: 

Boosting (Gradiente Boosting, Light Gradient Boosting Machine, Extreme Gradient 

Boosting, Category Boosting) y bagging (Random Forest, K-Nearest Neighbor, Extremely 

Randomized Trees). 

1.4.1   Métodos Ensemble 

Los métodos de Ensemble son algoritmos de aprendizaje que construyen un conjunto 

de clasificadores y luego clasifican nuevos puntos de datos mediante un voto ponderado 

de sus predicciones (Van Assche y Blockeel, 2007). Combina las predicciones de varios 

modelos para obtener una predicción que sea más estable y generalice mejor. La idea 

es promediar los errores individuales de los distintos modelos para reducir el riesgo de 

sobreajuste y mantener un buen rendimiento de predicción. 

En la regresión, la predicción global suele ser la media de las predicciones de los árboles 

individuales, mientras que, en la clasificación, la predicción global se basa en un voto 

ponderado con probabilidades promediadas entre todos los árboles, y la clase con la 

mayor probabilidad es la clase final predicha. 
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1.4.1.1 Métodos Bagging 

Bagging es el acrónimo de ‘Bootstrap Aggregation’. Los métodos bagging reducen la 

varianza de un clasificador de árbol de decisión y ayudan a reducir el sobreajuste debido 

a que cada submuestra aporta diferentes propiedades al predictor (Alpaydin, 2010; 

Polikar, 2012). En este caso, el objetivo es crear varios subconjuntos de datos a partir de 

una muestra de entrenamiento elegida al azar con reemplazo. Cada colección de 

subconjuntos de datos se utiliza para entrenar sus árboles de decisión. Como resultado, 

se obtiene un conjunto de modelos diferentes. Se utiliza la media de todas las 

predicciones de los diferentes árboles, lo que resulta más robusto que un único 

clasificador de árboles de decisión (Alpaydin, 2010; Berthold et al., 2010; Recarey 

Fernández, 2021). 

Entre los métodos Bagging, en este trabajo nos centraremos en los métodos: Random 

Forest (RF), K-Nearest Neighbor (KNN), Extremely Randomized Trees o Extra-Trees 

(ETR). 

1.4.1.1.1  Random Forest  

Random Forest (RF) es un método de conjunto basado en árboles y se desarrolló para 

solucionar las deficiencias del método tradicional de árbol de clasificación y regresión 

(CART). Random Forest (RF) tiene como objetivo mejorar la reducción de varianza a 

través de la construcción de árboles de clasificación menos correlacionados entre ellos 

(Recarey Fernández, 2021). El RF consiste en un gran número de aprendices de árboles 

de decisión débiles, que crecen en paralelo para reducir el sesgo y la varianza del modelo 

al mismo tiempo (Breiman, 2001). Para entrenar Random Forest, se extraen N conjuntos 

de muestras bootstrap del conjunto de datos original. Cada muestra de bootstrap se 

utiliza para hacer crecer un árbol de regresión (o clasificación) sin podar. En lugar de 

utilizar todos los predictores disponibles en este paso, sólo se selecciona un número 

pequeño y fijo de K predictores muestreados aleatoriamente como candidatos a la 

división. Estos dos pasos se repiten hasta que crecen C árboles de este tipo, y los nuevos 

datos se predicen agregando la predicción de los C árboles (M. W. Ahmad, Reynolds, 

et al., 2018). La RF utiliza el bagging para aumentar la diversidad de los árboles al 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 46 

CAPITULO I 

II 
Introducción 

cultivarlos a partir de diferentes conjuntos de datos de entrenamiento y, por tanto, 

reducir la varianza global del modelo (Cutler et al., 2012; Rodríguez-Galiano et al., 2015). 

1.4.1.1.2  Extremely Randomized Trees 

Extremely Randomized Trees (ETR) (Geurts et al., 2006a) es una técnica de aprendizaje 

automático que fue desarrollada como una extensión del algoritmo de Random Forest, 

y es menos probable que sobreajuste un conjunto de datos. Extremely Randomized 

Trees emplea el mismo principio que Random Forest y utiliza un subconjunto aleatorio 

de características para entrenar cada estimador base (John et al., 2016). Sin embargo, 

selecciona aleatoriamente la mejor característica junto con el valor correspondiente 

para dividir el nodo (John et al., 2016). ETR utiliza todo el conjunto de datos de 

entrenamiento para entrenar cada árbol de regresión. Por otro lado, RF utiliza una 

réplica bootstrap para entrenar el modelo (Cutler et al., 2012; John et al., 2016). 

1.4.1.1.3  K-Nearest Neighbor 

El algoritmo K-Nearest Neighbour (KNN) es un método de aprendizaje automático no 

paramétrico que utiliza la función de similitud o distancia d para predecir resultados 

basados en los k ejemplos de entrenamiento más cercanos en el espacio de 

características (Olu-Ajayi et al., 2022; Ortiz-Bejar et al., 2018). KNN forman una clase 

simple e intuitiva de métodos no paramétricos en el reconocimiento de patrones. El 

algoritmo KNN es una de las funciones de distancia más comunes que funciona 

eficazmente en datos numéricos (N. Ali et al., 2019). El concepto principal de KNN 

depende del cálculo de las distancias entre las muestras de datos probadas y las de 

entrenamiento para identificar a sus vecinos más cercanos. La muestra analizada se 

asigna simplemente a la clase de su vecino más cercano (Larose, 2015; Rimanic et al., 

2020). En KNN, el valor k representa el número de vecinos más cercanos. Este valor es 

el factor decisivo para este clasificador, ya que el valor k decide cuántos vecinos influyen 

en la clasificación. Cuando k = 1, el nuevo objeto de datos se asigna simplemente a la 

clase de su vecino más cercano. Los vecinos se toman de un conjunto de datos de 

entrenamiento para los que ya se conoce la clasificación correcta. La distancia euclidiana 
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es la función de distancia más utilizada con KNN (Cover y Hart, 1967; Larose y Larose, 

2014; Olu-Ajayi et al., 2022). 

1.4.1.2 Métodos Boosting 

Los métodos Boosting son una familia de algoritmos que tienen como objetivo crear un 

clasificador con un error de entrenamiento arbitrariamente pequeño partiendo de un 

conjunto de clasificadores base (Dietterich, 2000; Recarey Fernández, 2021). Los 

métodos Boosting utilizados en este trabajo son: Gradient Boosting (GB), Light Gradient 

Boosting Machine (LGBM), Extreme Gradient Boosting (XGBoost), CatBoost. 

1.4.1.2.1  Gradient Boosting 

El algoritmo Gradient Boosting (GB) es un método de aprendizaje automático que puede 

utilizarse tanto para problemas de regresión como de clasificación. Esta técnica 

algoritmo construye el modelo en etapas como otros sistemas de boosting pero 

generaliza estos mediante la mejora de una función de pérdida diferenciable arbitraria 

(Dietterich, 2000; Flores y Keith, 2019; Olu-Ajayi et al., 2022). GB utiliza un conjunto de 

modelos débiles que colectivamente forman un modelo más fuerte. Este método 

construye el modelo por etapas mediante el descenso de gradiente en el espacio de 

funciones pero además los generaliza optimizando una función de pérdida diferenciable 

arbitraria (Berk, 2006; Flores y Keith, 2019; Friedman, 200a; C.-X. Zhang y Zhang, 2009). 

1.4.1.2.2  Light Gradient Boosting Machine 

Light Gradient Boosting Machine (LGBM) es un algoritmo de elevación de gradiente 

rápido, distribuido y de alto rendimiento que se basa en un popular algoritmo de 

aprendizaje automático: el árbol de decisión (Ke et al., 2017). Puede utilizarse en tareas 

de clasificación, regresión y muchas otras tareas de aprendizaje automático. LGBM fue 

desarrollado para conseguir una mayor velocidad de entrenamiento y un menor uso de 

memoria, manteniendo al mismo tiempo una alta precisión. LGBM hace crecer el árbol 

por hojas dividiendo el nodo de la hoja mediante un algoritmo basado en el histograma, 

lo que supone grandes ventajas tanto en eficiencia como en consumo de memoria 
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(Rathakrishnan et al., 2022). Como el crecimiento del árbol por hojas conlleva una mayor 

complejidad del modelo, LGBM puede dar lugar a una mayor ganancia de precisión en 

cada iteración. Sin embargo, también implica un alto riesgo de sobreajuste, que se 

aborda mediante términos de regularización. También se implementan dos técnicas, a 

saber, el muestreo unilateral basado en el gradiente (GOSS) y la agrupación exclusiva de 

características (EFB), para hacer del LGBM un algoritmo EML rápido, eficiente y estable. 

Durante el proceso de entrenamiento, dado que las muestras de datos con alto 

gradiente contribuirán más a la ganancia de información, GOSS selecciona las muestras 

con alto gradiente y descarta las de bajo gradiente. Por otro lado, EFB agrupa 

características exclusivas en un espacio de características disperso, reduciendo así la 

dimensionalidad y mejorando la eficiencia. 

1.4.1.2.3  Extreme Gradient Boosting 

Extreme Gradient Boosting (XGBoost) es un algoritmo avanzado que se ha utilizado 

recientemente en el proceso de selección de características. Se desarrolló como una 

extensión y mejora del gradient boosting (Shi et al., 2019; Wan et al., 2021). La 

estructura principal del algoritmo depende de la construcción eficiente de árboles 

boosted (Torres-Barrán et al., 2019). En el problema de selección de características, el 

objetivo principal de XGBoost es construir árboles boosted para lograr la importancia de 

las características de las variables de entrada que se utilizan para el proceso de 

entrenamiento (Naganna et al., 2020). Los árboles boost se clasifican en árboles de 

clasificación y de regresión. La importancia de las características se extrae utilizando tres 

métodos: ganancia, frecuencia y cobertura (Hastie et al., 2009). El método de ganancia 

calcula la importancia de las características, la frecuencia calcula el número de árboles 

en los árboles boosted, y la cobertura calcula el valor relativo de la observación (Falah 

et al., 2022; Naganna et al., 2020). 

1.4.1.2.4  CatBoost 

Catboost, propuesto por la empresa Yandex, en 2017, es un novedoso algoritmo de 

refuerzo de gradiente (Kang et al., 2019; Prokhorenkova et al., 2018), que introduce 

muchas mejoras para superar el sobreajuste del modelo y hacer frente al paralelismo. 
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Es eficiente en la predicción de características categóricas (Ibrahim et al., 2020; 

Prokhorenkova et al., 2018). Catboost es un algoritmo de refuerzo ordenado (Niu et al., 

2021), es una implementación de gradient boosting, que utiliza árboles de decisión 

binarios como predictores base (Ferov y Modrý, 2016; Ibrahim et al., 2020; 

Prokhorenkova et al., 2018). Así, el diseño puede completarse en menos tiempo. Por lo 

general, el punto clave es la alta precisión de la predicción; sin embargo, también hay 

que hacer hincapié en la buena estabilidad y la menor carga de trabajo computacional 

cuando se emplean modelos de aprendizaje automático/profundo (Kang et al., 2019). 

1.4.2   Redes Neuronales Artificiales 

Las redes neuronales artificiales (a veces llamadas simplemente redes neuronales o 

modelos conexionistas) (ANN, por sus siglas en inglés) proporcionan un medio para 

tratar problemas complejos orientados a patrones, tanto de categorización como de 

series temporales (análisis de tendencias) (Walczak y Cerpa, 2003). La naturaleza no 

paramétrica de las redes neuronales permite desarrollar modelos sin tener ningún 

conocimiento previo de la distribución de la población de datos o de los posibles efectos 

de interacción entre las variables, como exigen los métodos estadísticos paramétricos 

habitualmente utilizados (Kononenko y Kukar, 2007). 

Las ANN se basan en la analogía que existe en el comportamiento y función del cerebro 

humano y el sistema nervioso. Estas redes emulan una red neuronal biológica, pero 

utilizan un conjunto reducido de conceptos de los sistemas neuronales biológicos 

(Walczak y Cerpa, 2003; Zador, 2019). En concreto, los modelos de ANN simulan la 

actividad eléctrica del cerebro y del sistema nervioso. Las ANN al tratar de emular el 

comportamiento del cerebro humano, se caracterizan por el aprendizaje a través de la 

experiencia y de la extracción del conocimiento a partir de los datos. 

Las redes neuronales aprenden a partir de ejemplos paralelos de pares de entrada y 

salida y realizan generalizaciones (Abdon Dantas et al., 2013; Abu Yaman et al., 2017), 

es decir, identifican la causalidad entre la entrada y la salida a través de un 

entrenamiento iterativo y lo utilizan para realizar pronósticos (Bingöl et al., 2013). La 

capacidad de dar respuestas correctas o casi correctas a tareas incompletas y a datos 
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ruidosos o pobres convierte a las ANN en una potente herramienta para resolver 

muchos problemas de ingeniería civil (Khademi et al., 2016; Sarıdemir, 2009). Otras 

ventajas son el número ilimitado de entradas y salidas (Abdon Dantas et al., 2013; Chou 

et al., 2011), la rapidez de implementación (Lai y Serra, 1997) y la facilidad de uso. Las 

desventajas son la sensibilidad al conjunto de datos, el proceso iterativo para 

determinar la estructura óptima y la dependencia del hardware (Lai y Serra, 1997). Las 

ANN se utilizan en el diseño de mezclas de hormigón para predecir las proporciones o 

propiedades óptimas de la mezcla, como la resistencia a la compresión y a la tracción 

(Azimi-Pour y Eskandari-Naddaf, 2018; Bui et al., 2018b; Gayatri Vineela et al., 2018; 

Getahun et al., 2018; Onyari y Ikotun, 2018), el módulo de elasticidad (Topçu y 

Sarıdemir, 2007), el asentamiento (Chandwani et al., 2015; Cihan, 2020; Öztaş et al., 

2006), la contracción por secado (Bal y Buyle-Bodin, 2013). 

Particularmente, esta investigación, se centrará en la aplicación de ANN, a través de los 

algoritmos: 

❖ Algoritmo de Levenberg-Marquardt (LM). 

❖ Las redes neuronales artificiales regularizadas bayesianas (BRANN). 

❖ Gradiente Conjugado Escalado de Retropropagación (SCGB). 

1.4.2.1 Algoritmo de Levenberg-Marquardt 

El algoritmo de Levenberg-Marquardt (LM) se desarrolló a principios de los años 60 para 

resolver problemas de mínimos cuadrados no lineales. Es un algoritmo de solución 

iterativo que da respuesta al problema de mínimos cuadrados cuando la función de 

ajuste no es lineal en sus parámetros (Gavin, 2020). El algoritmo de Levenberg-

Marquardt combina dos algoritmos de minimización numérica: el método de descenso 

del gradiente y el método de Gauss-Newton. En el método de descenso de gradiente, la 

suma de los errores al cuadrado se reduce actualizando los parámetros en la dirección 

de ascenso más pronunciado. Mientras que en el método de Gauss-Newton, la suma de 

cuadrados se reduce asumiendo que la función de mínimos cuadrados es localmente 

cuadrática en los parámetros, y encontrando el mínimo de esta cuadrática. El algoritmo 

LM actúa más como un método de ascenso gradiente cuando los parámetros están lejos 
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de su valor óptimo, y actúa más como el método de Gauss-Newton cuando los 

parámetros están cerca de su valor óptimo. 

1.4.2.2 Regularización Bayesiana 

Las redes neuronales artificiales regularizadas bayesianas (BRANN) son más robustas 

(Ceballos et al., 2011; Gouravaraju et al., 2021) que las redes de retropropagación 

estándar y pueden reducir o eliminar la necesidad de una larga validación cruzada. La 

regularización bayesiana es un proceso matemático que convierte una regresión no 

lineal en un problema estadístico "bien planteado" a la manera de una regresión de 

cresta, incorporando el teorema de Bayes al esquema de regularización (Burden y 

Winkler, 2008). Estas redes proporcionan soluciones a una serie de problemas que 

surgen en el modelado QSAR, como la elección del modelo, la robustez del modelo, la 

elección del conjunto de validación, el tamaño del esfuerzo de validación y la 

optimización de la arquitectura de la red (Ticknor, 2013; L. Ye et al., 2021). Las BRANN 

evitan el sobreajuste porque la regularización empuja los pesos innecesarios hacia cero, 

eliminándolos de forma efectiva. Son difíciles de sobreentrenar, ya que los 

procedimientos de evidencia proporcionan un criterio bayesiano objetivo para detener 

el entrenamiento (Ceballos et al., 2011). También son difíciles de sobreentrenar, porque 

BRANN calcula y entrena sobre un número de parámetros o pesos efectivos de la red, 

desactivando efectivamente los que no son relevantes (Burden y Winkler, 2008; Sariev 

y Germano, 2020; Ye et al., 2021). Este número efectivo suele ser considerablemente 

menor que el número de pesos de una red neuronal de retropropagación estándar 

totalmente conectada (Burden y Winkler, 2008). 

1.4.2.3 Gradiente conjugado escalado de retropropagación  

En el aprendizaje profundo, la técnica de retropropagación es el mecanismo central para 

que las redes neuronales aprendan sobre cualquier error en la predicción de datos. La 

propagación, por otro lado, se refiere a la transmisión de datos en una dirección 

determinada a través de un canal dedicado. 
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El algoritmo básico de retropropagación ajusta los pesos en la dirección de descenso 

más pronunciada, es decir, gradiente negativo más alto. Esta es la dirección en la que la 

función de rendimiento disminuye más rápidamente. Resulta que, aunque la función 

disminuye más rápidamente a lo largo del gradiente negativo, esto no produce 

necesariamente la convergencia más rápida (Baghirli, 2015; Hagan et al., 2002).  

En los algoritmos de gradiente conjugado (CG, por sus siglas en inglés) se realiza una 

búsqueda a lo largo de dicha dirección que produce generalmente una convergencia 

más rápida que la dirección de descenso más pronunciado, preservando al mismo 

tiempo la minimización del error conseguida en todos los pasos anteriores (Kişi y 

Uncuoğlu, 2005). Esta dirección se denomina dirección conjugada. En la mayoría de los 

algoritmos CG, el tamaño del paso se ajusta en cada iteración. Se realiza una búsqueda 

a lo largo de la dirección del gradiente conjugado para determinar el tamaño del paso, 

que minimizará la función de rendimiento a lo largo de esa línea (Baghirli, 2015).  

Todos los algoritmos CG comienzan buscando en la dirección de descenso más 

pronunciado en la primera iteración. Con frecuencia, los algoritmos CG se utilizan con la 

búsqueda de líneas. Esto significa que el tamaño del paso se aproxima con una técnica 

de búsqueda lineal, evitando el cálculo de la matriz hessiana para determinar la distancia 

óptima para moverse a lo largo de la dirección de búsqueda actual. Luego, se determina 

la siguiente dirección de búsqueda de forma que sea conjugada con la dirección de 

búsqueda anterior. Este procedimiento denominado Scaled Conjugate Gradient 

Backpropagation (SCGB) fue desarrollado por Møller (Møller, 1993), se basa en 

algoritmos CG, sin embargo evita la búsqueda de líneas en cada iteración, a diferencia 

de otros algoritmos de CG que requieren una búsqueda en cada iteración, utiliza un 

enfoque Levenberg-Marquardt para escalar el tamaño del paso (MHagan et al., 1996; 

Møller, 1993) . 
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1.4.3   Métodos de aprendizaje automático en 

ingeniería 

Particularmente, en la ingeniería civil, para el diseño de las estructuras de HACR se 

necesita predecir el comportamiento de las propiedades mecánicas del HACR, más 

específicamente la resistencia a compresión y la resistencia a la tracción son 

propiedades vitales en el diseño de las estructuras de hormigón. Las propiedades 

mecánicas dependen en gran medida del diseño de la mezcla y de la proporción de los 

materiales constitutivos (Arun Kumar et al., 2020). La predicción de estas propiedades 

se vuelve más crucial cuando se toman en cuenta para el análisis coste-beneficio y el 

tiempo (Ahmad, Farooq, et al., 2021).  

Dado que el HACR es un material compuesto, el diseño de la mezcla puede afectar 

significativamente sus propiedades. Para obtener el diseño de un objetivo, se hace 

necesario la fabricación de varias mezclas mediante métodos experimentales que 

requieren de una mano de obra calificada, desperdicio de material, consumo de tiempo 

y dinero, generación de residuos ( Ahmad, Farooq, et al., 2021; Carrasco, 2020; Naseri 

et al., 2020). Además, con estos métodos de laboratorio donde se realizan mezclas de 

pruebas finitas, el diseño de la mezcla óptima parece ser inviable (Naseri et al., 2020) . 

El empleo de métodos tradicionales en la dosificación de mezclas de HACR no logra 

optimizar al máximo la proporción de cada material que compone la mezcla con mayor 

resistencia (Carrasco, 2020). Normalmente, se han utilizado métodos estadísticos para 

modelar las propiedades mecánicas del hormigón, como la resistencia a compresión, el 

módulo de elasticidad, la resistencia a tracción y a flexión, etc. (Abdon Dantas et al., 

2013). Sin embargo, con la llegada de las mezclas complejas para cumplir con los 

exigentes requisitos del creciente desarrollo de la construcción, tales procedimientos 

estadísticos han demostrado poca precisión para determinar las propiedades mecánicas 

de los hormigones (Khademi et al., 2016; Nguyen-Sy et al., 2020). 

La inclusión de más componentes en las mezclas de HACR ha llevado a relaciones 

altamente no lineales entre los componentes de la mezcla y las propiedades mecánicas 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 54 

CAPITULO I 

II 
Introducción 

del HACR. Así, los procedimientos estadísticos tradicionales no han podido captar hasta 

qué punto estos componentes afectan a las propiedades reológicas y mecánicas del 

HACR. En consecuencia, es necesario el uso de modelos más robustos que permitan 

captar los efectos de la composición de la mezcla en las propiedades del hormigón 

(Kovačević et al., 2022; X. Pan et al., 2022; H. Song et al., 2021; Uysal y Tanyildizi, 2011) 

y que permitan optimizar al máximo la mezcla que más se ajuste a las características de 

la estructura a construir. (M.-C. Kang et al., 2021; Naseri et al., 2020) 

En este sentido, las técnicas de aprendizaje automático (ML) han ganado mucha 

atención en las últimas décadas, particularmente, en el campo de la ingeniería civil, 

debido a su notable capacidad de análisis, manejo de gran volumen de datos y 

procesamiento de datos (Kovačević et al. 2021; Y. Song et al., 2022). El empleo de las 

técnicas de aprendizaje automático puede proveer soluciones en el establecimiento de 

modelos para predecir las propiedades mecánicas del hormigón, tales como la 

resistencia a compresión y la resistencia a tracción por división. El uso de estas técnicas 

se ha convertido en un área importante de investigación en este campo, tal como lo 

demuestran investigadores como Ahmad et al. (2021); Awoyera et al. (2020); Chaabene 

et al. (2020); de-Prado-Gil et al. (2022); Song et al. (2021) y Zalapa (2021) entre otros. 

En lo que respecta a trabajar con aprendizaje automático, hay una diversidad de 

investigaciones que han aplicado los métodos de ensemble (Ahmad, Ostrowski, et al., 

2021a; de-Prado-Gil, Palencia, Silva-Monteiro, et al., 2022; D.-C. Feng et al., 2020; 

Kovačević et al., 2021; Nguyen-Sy et al., 2020; Shang et al., 2022a; Sharafati et al., 2021; 

Zhang y Zhang, 2009) para predecir la resistencia a compresión. En cuanto a la 

resistencia a la tracción, diversos investigadores (de-Prado-Gil et al., 2022; Guo et al., 

2021; Koya et al., 2021; Lyngdoh et al., 2022; Yan et al., 2013) utilizaron métodos 

ensemble para modelar y predecir esta propiedad a través de grandes volúmenes de 

datos tomados de investigaciones previas. 

Por otra parte, investigadores como Ahmad et al. (2021); Azizifar y Babajanzadeh (2018); 

de-Prado-Gil et al. (2022); Farooq et al. (2021); Kovačević et al. (2022); Liu (2009); 

Nguyen et al. (2020); Silva et al. (2020); Song et al. (2022); Xu et al. (2019) y Xu et al. 

(2021), realizaron estudios aplicando las redes neuronales artificiales (ANN) para 
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predecir el comportamiento de la resistencia a la compresión del hormigón. De igual 

manera, investigaciones como las de Behnood et al. (2015); Bui et al. (2018); de-Prado-

Gil et al. (2022); Guo et al. (2021); Nagarajan et al. (2020) y Ray et al. (2021), entre otros 

aplicaron redes neuronales para predecir la resistencia a tracción por división del 

hormigón. 

Estos trabajos reflejan la necesidad de seguir realizando investigaciones y aplicando el 

aprendizaje automático con bases de datos y que a su vez estas sean cada vez más 

numerosas (Zalapa, 2021), donde se emplean registros de datos de experimentos de 

laboratorio sin la necesidad de realizar pruebas destructivas que consumen tiempo y 

dinero, además de causar impacto en el medioambiente al generar residuos. 
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2.1  OBJETIVO GENERAL 

La industria de la construcción, para producir el hormigón autocompactante, consume 

muchos áridos naturales, así como la generación de muchos residuos de construcción y 

demolición (RCD) que impactan en el medio ambiente, es por ello que respetando las 

normativas de la UE y el marco regulador español se trata de minimizar el impacto 

medioambiental con el reciclaje de los RCD a través del uso de los áridos reciclados para 

producir el HACR.  

Se hace necesario diseñar una mezcla óptima de HACR que tenga las propiedades 

mecánicas que garanticen la resistencia deseada para la infraestructura a construir y su 

adecuado desempeño en el tiempo. Para el diseño de esta mezcla óptima y la predicción 

de las propiedades mecánicas, tradicionalmente se emplean métodos experimentales 

que manejan muestras limitadas, consumen tiempo, generan costes y además 

importante generación de residuos que causan un gran impacto medio ambiental. Es 

por ello que, para satisfacer las exigencias de la industria de la construcción, 

actualmente, se emplean las técnicas de aprendizaje automático (ML) para modelar la 

mezcla óptima y predecir las propiedades mecánicas del HACR. Estas técnicas permiten 

reducir la degradación del medio ambiente, así como reducir la relación coste-tiempo. 

Esto conduce al interés del investigador de aplicar estas técnicas novedosas para 

predecir la resistencia a compresión y resistencia a tracción del HACR, por lo tanto el 

objetivo general de este trabajo es predecir las propiedades mecánicas del hormigón 

autocompactante con áridos reciclados (HACR) a través de la aplicación de las técnicas 

de Aprendizaje Automático (ML) y Redes Neuronales Artificiales (ANN) utilizando las 

mezclas provenientes de artículos de investigación publicados en revistas científicas. 

De esta manera se busca contribuir en la minimización del impacto medioambiental que 

produce la fabricación de las mezclas de HACR para la búsqueda de la mezcla óptima y 

el comportamiento de sus propiedades mecánicas. 
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2.1.1   Objetivos específicos 

Para dar respuesta al objetivo general planteado, la investigación se centra en los 

siguientes objetivos específicos: 

1. Realizar una revisión bibliográfica del estado del arte de los aspectos necesarios 

para desarrollar la investigación, tales como:  

❖ Hormigón autocompactante, origen, normativas, difusión, propiedades y 

aplicación. 

❖ Residuos de construcción y demolición, composición, clasificación, 

normativa, impacto medioambiental. 

❖ Hormigón autocompactante con áridos reciclados, componentes, 

propiedades, normativas. 

❖ Aplicación de las técnicas de aprendizaje automática y redes neuronales en 

la predicción de la resistencia a compresión y resistencia a tracción por 

división del HACR. 

2. Predecir la resistencia a compresión a 28 días del hormigón autocompactante 

con áridos reciclados (HACR) a través de la aplicación de modos Ensemble de 

aprendizaje automático (ML). 

3. Comparar cuatro métodos de aprendizaje automático (ML): Extreme Gradient 

Boosting (XGBoost), Gradient Boosting, CatBoost y Extremely Randomized Trees 

(ETR) para predecir la resistencia a la tracción a 28 días del hormigón 

autocompactante con áridos reciclados (HACR). 

4. Predecir la resistencia a la tracción a los 28 días del hormigón autocompactante 

con áridos reciclados (HACR) utilizando la técnica de redes neuronales 

artificiales, comparando los siguientes algoritmos: Levenberg-Marquardt (LM), 

Regularización Bayesiana (BR) y Gradiente Conjugado Escalado de 

Retropropagación (SCGB). 

5. Utilizar redes neuronales artificiales (ANN) para validar y pronosticar la 

resistencia a compresión del hormigón autocompactante con áridos reciclados 

(HACR), desarrollando y comparando diferentes técnicas, como la de Levenberg-
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Marquardt (LM), Regularización Bayesiana (BR) y Gradiente Conjugado Escalado 

de Retropropagación (SCGB). 

La Tabla 3 muestra la relación entre las publicaciones de la presente investigación y los 

objetivos específicos. 

Tabla 3. Relación de objetivos y publicaciones que integran la tesis. 

Objetivos Artículos 

2 
To predict the compressive strength of self-compacting concrete with 
recycled aggregates utilizing ensemble machine learning methods 

3 
A Comparison of Machine Learning Tools that Model the Splitting 
Tensile Strength of Self-Compacting Recycled Aggregate Concrete 

4 
- Prediction of Splitting Tensile Strength of Self-Compacting Recycled 

Aggregate Concrete Using Novel Deep Learning Methods 

5 
A Study on the Prediction of Compressive Strength of Self-Compacting 
Recycled Aggregate Concrete Utilizing Novel Computational 
Approaches 

 

2.2  ESTRUCTURA DE LA PRESENTE TESIS 

DOCTORAL 

Esta tesis doctoral se presenta bajo la modalidad de compendio de publicaciones. 

Capítulo I, Introducción, donde se ha presentado una revisión bibliográfica acerca de: 

HAC, su origen y evolución, difusión, componentes, propiedades, los residuos de 

construcción y demolición (RCD), su clasificación, composición y la problemática a nivel 

mundial de los RCD, sobre el hormigón autocompactante con áridos reciclados, la 

normativa de aplicación y por último sobre aprendizaje automático. El Capítulo II, 

referido a los objetivos a alcanzar en esta tesis y estructura de la misma. 
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Capítulo III, Publicaciones, en este capítulo se recogen los cuatro artículos publicados en 

revistas internacionales indexadas en el “Incite Journal Citation Report”. Publicación 1: 

To predict the compressive strength of self compacting concrete with recycled aggregate 

utilizing ensemble machine learning models, publicado en el 2022, en la revista “Case 

Studies in Construction Materials”, una revista cuyo factor de impacto es 4.934 (para el 

año 2021), además se sitúa en el primer cuartil (Q1) de la categoría Ingeniería Civil 

(posición 27/138) del índice JCR. Publicación 2, A Comparison of Machine Learning Tools 

that Model the Splitting Tensile Strength of Self-Compacting Recycled Aggregate 

Concrete, se publicó en la revista Materials, en 2022. El factor de impacto de esta revista 

es 3.748 para el 2021, y se sitúa el pimer cuartil (Q1) de la categoría Metalurgia e 

Ingeniería Metalúrgica (posición 18/79) del índice JCR. Publicación 3: Prediction of 

Splitting Tensile Strength of Self-Compacting Recycled Aggregate Concrete Using Novel 

Deep Learning Methods, publicada en Mathematics, 2022. Esta revista tuvo un factor de 

impacto 2.592 para el 2021 y está ubicada en el primer cuartil (Q1), primer decil, de la 

categoría Matemáticas Generales (posición 21/332). Publicación 4: A Study on the 

Prediction of Compressive Strength of Self-Compacting Recycled Aggregate Concrete 

Utilizing Computational Approaches, publicada Materials, 2022. El factor de impacto de 

esta revista es 3.748 para el 2021, y se sitúa el pimer cuartil (Q1) de la categoría 

Metalurgia e Ingeniería Metalúrgica (posición 18/79) del índice JCR. 

Capítulo IV, Resumen, se presenta el resumen de la presente tesis. El Capítulo V, 

Conclusiones, se presentan las conclusiones más relevantes obtenidos en esta 

investigación, así como las futuras líneas de investigación motivadas por la presente 

tesis. Y, por último, el Capítulo VI, Referencias, donde se plasman todas las referencias 

que sustentan esta tesis. 
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3.1  PUBLICACIÓN 1 

To predict the compressive strength of self-compacting concrete with 

recycled aggregate utilizing ensemble machine learning models 

Jesús de-Prado-Gil, Covadonga Palencia, Neemías Silva-Monteiro, Rebeca Martínez-
García 
 
Case Studies in Construction Materials 2022, 16, e01046 
DOI: 10.1016/j.cscm.2022.e01046 
 
Current Impact Factor: 4.934 (Year 2021) 
JCR category rank: 27/138 (Q1) ‘Engineering Civil’ 

 

Este estudio tiene como objetivo aplicar métodos de aprendizaje automático para 

predecir la resistencia a compresión del hormigón autocompactante con áridos 

reciclados. Para ello, se aplicaron los métodos ensemble: Random Forest (RF), K-Nearest 

Neighbor (KNN), Extremely Randomized Trees (ERT), Gradiente Boosting (GB), Light 

Gradient Boosting Machine (LGBM), Extreme Gradient Boosting (XGBoost), Category 

Boosting (CB) y los modelos aditivos generalizados: Inverse Gauss (GAM1) y Poisson 

(GAM2). Para el desarrollo de los modelos se recopilaron 515 muestras de artículos de 

investigación, que fueron divididas en tres subconjuntos: entrenamiento (360), 

validación (77) y prueba (78). Las variables de entrada son: cemento, agua, componente 

mineral, áridos finos, áridos gruesos y componente química (superplastificantes) y la 

resistencia a compresión como variable de salida. Para evaluar la capacidad de los 

modelos para predecir la resistencia a la compresión se emplearon las métricas: R2, 

RMSE, MAE y MAPE. Los resultados indican los modelos RF (R2 = 0.7128, RMSE = 0.0807, 

MAE = 0.06) y GB (R2 = 0.6948, RMSE = 0.0832, MAE = 0.0569) presentan el mayor 

rendimiento para predecir la resistencia a compresión del HAC con áridos reciclados. 

Siendo RF el modelo más robusto. El análisis de sensibilidad del modelo RF indica que el 

cemento y el agua son las variables que presentan mayor incidencia en la predicción de 

la resistencia a compresión, así como el árido grueso es la de menor incidencia.  

https://jcr.clarivate.com/
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3.2 PUBLICACIÓN 2 

A Comparison of Machine Learning Tools that Model the Splitting Tensile 

Strength of Self-Compacting Recycled Aggregate Concrete 

Jesús de-Prado-Gil, Covadonga Palencia, P. Jagadesh and Rebeca Martínez-García  

Materials 2022, 15, 4164 
DOI: 10.3390/ma15124164 
 
Current Impact Factor: 3.748 (Year 2021) 
JCR category rank: 18/79 (Q1) in 'Metallurgy and Metallurgical Engineering' 

 

Actualmente diversas investigaciones emplean técnicas de Machine Learning para 

predecir las propiedades mecánicas del Hormigón. Este estudio compara cuatro 

métodos de ML: eXtreme Gradient Boosting (XGBoost), Gradient Boosting (GB), Cat 

Boosting (CB) y Extra Trees Regressor (ETR) para predecir la resistencia a tracción por 

división a los 28 días del HAC con RA. Se utilizó una base de datos de 381 muestras de la 

literatura publicada en revistas científicas. Las mismas se dividieron aleatoriamente en 

3 conjuntos: entrenamiento (70%), validación (15%) y prueba (15%), cada uno con 267, 

57 y 57 muestras respectivamente. Para evaluar los modelos se emplearon las métricas 

R2, RMSE y MAE. Para el conjunto de datos de entrenamiento los resultados mostraron 

que los cuatro modelos son capaces de predecir la resistencia a la tracción del HAC con 

RA, esto debido a que los valores de R2 para cada modelo fueron superiores a 0.75. 

XGBoost es el modelo que presenta el mejor rendimiento, mostrando el valor de R2 = 

0.8423 más alto, así como los valores más bajos de RMSE = 0.0581 y MAE = 0.0443, en 

comparación con los modelos GB, CB y ETR. Por tanto, XGBoost se considera el mejor 

modelo para predecir la resistencia a la tracción a los 28 días del HAC con RA. El análisis 

de sensibilidad revela que la variable que más contribuye a la predicción de la resistencia 

a tracción por división de este material después de 28 días fue el cemento.  

https://jcr.clarivate.com/
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3.3 PUBLICACIÓN 3 

Prediction of Splitting Tensile Strength of Self-Compacting Recycled 

Aggregate Concrete Using Novel Deep Learning Methods 

Jesús de-Prado-Gil, Osama Zaid, Covadonga Palencia and Rebeca Martínez-García 

Mathematics 2022, 10, 2245 
DOI: 10.3390/math10132245 
 
Current Impact Factor: 2.592 (Year 2021) 
JCR category rank: 21/332 (Q1) in “General Mathematics” 

 

El hormigón autocompactante (HAC) contiene un 60-70% de áridos gruesos y finos, que 

se sustituyen por residuos de la construcción, como los áridos reciclados (RA). En la 

actualidad, muchos investigadores están estudiando la predicción de las propiedades 

del hormigón mediante técnicas de soft computing, que acabarán reduciendo la 

degradación del medio ambiente y otros residuos de materiales. El objetivo de este 

trabajo es predecir la resistencia a la tracción a los 28 días del HAC con RA utilizando la 

técnica de redes neuronales artificiales, comparando los algoritmos: Levenberg-

Marquardt (LM), regularización bayesiana (BR) y gradiente conjugado escalado de 

retropropagación (SCGB). Se recogieron un total de 381 muestras de varias revistas 

publicadas. Las variables de entrada fueron el cemento, el aditivo, el agua, los áridos 

finos y gruesos y el superplastificante; los datos se dividieron aleatoriamente en tres 

conjuntos -entrenamiento (60%), validación (10%) y prueba (30%)- con 10 neuronas en 

la capa oculta. Los modelos se evaluaron a través del MSE y R. Los resultados indicaron 

que los tres modelos tienen una precisión óptima; aun así, BR dio el mejor rendimiento 

(R = 0,91 y MSE = 0,2087) en comparación con LM y SCGB, por lo tanto, BR es el mejor 

modelo para predecir la TS. El análisis de sensibilidad indicó que el cemento (30,07%) 

fue la variable que más contribuyó a la predicción de la TS a 28 días para el HAC con RA, 

y el agua (2,39%) fue la que menos contribuyó.  

https://jcr.clarivate.com/
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3.4 PUBLICACIÓN 4 

A Study on the Prediction of Compressive Strength of Self-Compacting 

Recycled Aggregate Concrete Utilizing Novel Computational Approaches 

Jesús de-Prado-Gil, Covadonga Palencia, P. Jagadesh and Rebeca Martínez-García  

Materials 2022, 15, 4164 
DOI:10.3390/ma15124164 
 
Current Impact Factor: 3.748 (Year 2021) 
JCR category rank: 18/79 (Q1) in 'Metallurgy and Metallurgical Engineering' 

 

Cada año se produce una cantidad considerable de materiales de construcción 

desechados en todo el mundo, lo que provoca la degradación del ecosistema. El 

hormigón autocompactante (HAC) tiene un 60-70% de áridos gruesos y finos en su 

composición, por lo que la sustitución de estos áridos por otro de desecho, como el árido 

reciclado (RA), reduce el coste del HAC. Este estudio compara novedosas técnicas de 

algoritmos de redes neuronales artificiales Levenberg Marquardt (LM), regularización 

bayesiana (BR) y gradiente conjugado escalado de retropropagación (SCGB) para estimar 

la resistencia a la compresión a 28 días (f'c) del HAC con RA. Se recogieron un total de 

515 muestras de varios artículos publicados, divididas aleatoriamente en entrenamiento 

(70%), validación (10%) y prueba (20%). Los estadísticos, el coeficiente de correlación 

(R) y el error medio cuadrático (MSE) se emplearon para evaluar los modelos; cuanto 

mayor sea el R y menor el MSE, más preciso será el algoritmo. El mejor resultado lo 

obtiene BR (R = 0,91 y MSE = 43,755), mientras que la precisión de LM es casi la misma 

(R = 0,90 y MSE = 48,14). LM procesa la red en un tiempo mucho menor que BR. Como 

resultado, LM y BR son los mejores modelos en la predicción de la f'c de 28 días de HAC 

con RA. El análisis de sensibilidad mostró que el cemento (28,39%) y el agua (23,47%) 

son las variables más críticas para predecir la f'c a 28 días del HAC con RA, mientras que 

el árido grueso es la que menos contribuye (9,23%). 

https://jcr.clarivate.com/
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4.1 PREDICCIÓN DE LA RESISTENCIA A LA 

COMPRESIÓN DEL HORMIGÓN 

AUTOCOMPACTANTE CON ÁRIDOS RECICLADOS 

UTILIZANDO MODELOS DE APRENDIZAJE 

AUTOMÁTICO 

A nivel mundial, el rápido desarrollo de la industria de la construcción a lo largo de los 

años ha conducido a un consumo excesivo de recursos naturales, la acumulación de una 

gran cantidad de residuos de construcción y demolición (RCD) y desechar los áridos 

reciclados (RA) en los vertederos puede ocasionar daños ambientales (B K A et al., 2021; 

K. Liu et al., 2021a; Señas et al., 2016a; Xie et al., 2018). Particularmente en las últimas 

décadas, en la Unión Europea, la industria de la construcción ha tenido un crecimiento 

exponencial, y como consecuencia de este crecimiento, la producción de RCD ha ido 

aumentando (Martínez-García, 2021b; Martínez-García et al., 2020). Con este gran 

desarrollo de la industria de la construcción, la tasa de demolición aumenta día a día, lo 

que hace necesario reutilizar eficazmente los RCD (Jagadesh et al., 2021; Padmini et al., 

2009). En general, la composición de estos residuos contiene hormigón, mampostería, 

madera, asfalto metálico, materiales cerámicos, entre otros (B K A et al., 2021; Jagadesh 

et al., 2021).  

Este desarrollo de la industria de la construcción hace que el hormigón sea uno de los 

productos más utilizados en todo el mundo (Azizifar y Babajanzadeh, 2018; B K A et al., 

2021; Farooq et al., 2021a), debido a sus diversas ventajas sobre otros materiales, por 

ejemplo, integridad, durabilidad, modularidad, economía (D.-C. Feng et al., 2020a). El 

hormigón se compone principalmente de áridos finos (arena) y áridos gruesos (piedra), 

estos áridos representan aproximadamente el 75% del total de hormigón (B K A et al., 

2021; Sims et al., 2019). 

Dado que el hormigón es el material de construcción más utilizado a nivel mundial y con 

la intención de aprovechar estos residuos de construcción para minimizar el impacto 
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medioambiental, la industria de la construcción ha desarrollado técnicas avanzadas para 

el diseño del hormigón (A. Ahmad, Ostrowski, et al., 2021a; Azizifar y Babajanzadeh, 

2018; Jagadesh et al., 2021) logrando así diferentes tipos de hormigón con diferentes 

aditivos minerales. Recientemente, la industria de la construcción está aplicando 

ampliamente una variedad de hormigones especiales, incluyendo el hormigón 

autocompactante (HAC) y el hormigón de altas prestaciones (HPC) (Azizifar y 

Babajanzadeh, 2018). La introducción del HAC brinda un potencial aceptable y atrae el 

interés por explotar materiales sustitutivos, residuos, subproductos y materiales 

secundarios como los aditivos minerales. 

El hormigón autocompactante es un hormigón fluido que se caracteriza por una mayor 

capacidad de flujo, una buena resistencia a la segregación y un asentamiento bajo su 

propio peso. Por ello, este tipo de hormigón permite rellenar el encofrado sin necesidad 

de vibración mecánica, por lo que puede utilizarse fácilmente en encofrados 

complicados, elementos estructurales reforzados y zonas de difícil acceso. Así, evita el 

sangrado y la segregación y mantiene la estabilidad al mismo tiempo (Alyamaç y Ince, 

2009; Dinakar et al., 2013). En este sentido, se utiliza en la construcción de obras civiles 

en todo el mundo, aprovechando su capacidad de compactación por la acción de la 

gravedad (Alyamaç y Ince, 2009; Nair y Jayaraj, 2020; Nalanth et al., 2014; Señas et al., 

2016a).  

La calidad del HAC se establece generalmente en función de su resistencia a la 

compresión, la cual da una referencia general de la calidad del hormigón, ya que está 

directamente relacionada con la estructura de la mezcla endurecida (García Ballester, 

2016). Generalmente, la forma de obtener la resistencia a la compresión del HAC es por 

medio de experimentos físicos, los cuales son costosos y consumen mucho tiempo para 

obtener resultados, por lo que la eficiencia de trabajo será muy baja (D.-C. Feng et al., 

2020a). Por ello, los avances tecnológicos permiten resolver problemas de ingeniería a 

un menor coste mediante otros métodos, como la regresión empírica, la simulación 

numérica y el uso de métodos de aprendizaje automático (D.-C. Feng et al., 2020a; P. F. 

S. Silva et al., 2020). Estos métodos permiten predecir la resistencia a la compresión del 
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HAC con la proporción de la mezcla diseñada de diferentes componentes (cemento, 

aditivo, agua, áridos gruesos, áridos finos y superplastificantes). 

En este sentido, hay una tendencia a utilizar la inteligencia artificial a través de técnicas 

de aprendizaje automático (ML) para predecir la resistencia a la compresión del HAC (W. 

Ahmad, Ahmad, et al., 2021; B K A et al., 2021; Farooq et al., 2021a; Xie et al., 2020; J. J. 

Xu et al., 2021), estas técnicas pueden ser utilizadas para diversos fines, tales como la 

regresión, la clasificación, la correlación, la agrupación. Por lo tanto, con el desarrollo de 

las técnicas de ML, se hace más fácil predecir la resistencia a la compresión del HAC (P. 

F. S. Silva et al., 2020), así como otras propiedades mecánicas del hormigón (J. Xu, Zhao, 

et al., 2019). En este sentido, para evaluar las propiedades mecánicas del hormigón con 

áridos reciclados Xu et al. (2019) utilizaron la regresión no lineal múltiple y las redes 

neuronales; Xu et al. ( 2021) emplearon un método de calibración probabilística basado 

en la teoría bayesiana y el método Monte Carlo basado en cadena de Markov (MCMC), 

así como Xu et al. (2019) desarrollaron tres tipos diferentes de modelos: el modelo de 

regresión multivariante (MNR) y las dos redes neuronales (es decir, BP-ANN y GA-ANN) 

para predecir el comportamiento del HAC bajo carga triaxial.  

Específicamente, la predicción de la resistencia a la compresión del hormigón 

autocompactante es una aplicación de la función de regresión ML, mediante la 

aplicación de ciertos métodos que pueden aprender de los datos de entrada y 

proporcionar resultados muy precisos. En la actualidad, se emplean diversos métodos 

de ML para predecir la resistencia a la compresión del hormigón autocompactante, 

entre los que se encuentran los métodos de ensemble (W. Ahmad, Ahmad, et al., 2021; 

DeRousseau et al., 2019b), las redes neuronales artificiales (J. Xu, Chen, et al., 2019; J. 

Xu, Zhao, et al., 2019), los modelos de regresión (Azizifar y Babajanzadeh, 2018; 

DeRousseau et al., 2019b; J. Xu, Chen, et al., 2019) y los modelos aditivos generalizados 

(GAM) (DeRousseau et al., 2019b; Mendes et al., 2017). 

Por lo tanto, el objetivo de investigación de este apartado es aplicar métodos de 

aprendizaje automático para predecir la resistencia a la compresión del hormigón 

autocompactante con áridos reciclados. 
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4.1.1   Hormigón autocompactante con áridos 

reciclados  

El hormigón autocompactante es definido como un tipo de hormigón especial capaz de 

compactarse por la acción de su propio peso, que puede asentarse en las secciones muy 

reforzadas y profundas, llenando los encofrados y discurre entre estructuras de difícil 

acceso o moldes complejos, sin necesidad de vibrado ni de cualquier otro método de 

compactación (Bermejo Núñez, 2009; Burón Maestro et al., 2006; Comisión Permanente 

de Hormigón, 2010). Este tipo de hormigón, desarrollado en Japón en los años 80 con 

los avances en las tecnologías del hormigón, una vez endurecido es denso, homogéneo 

y tiene las mismas propiedades de ingeniería y durabilidad que el hormigón de vibrado 

tradicional (Bermejo Núñez, 2009; Kushwaha et al., 2013; Nair y Jayaraj, 2020; Neto 

et al., 2010), esto debido a una dosificación estudiada y del empleo de aditivos 

superplastificantes específicos (Bermejo Núñez, 2009; Burón Maestro et al., 2006; 

Comisión Permanente de Hormigón, 2010). Presenta la característica de ser homogéneo 

así como mantener su cohesión, durante su puesta en obra, sin presentar segregación o 

sangrado, bloqueo de áridos gruesos, ni exudación de la lechada (Alyamaç y Ince, 2009; 

Comisión Permanente de Hormigón, 2010; Kovačević et al.,, 2021; Nair y Jayaraj, 2020). 

Para la elaboración de la mezcla del HAC, se emplean los mismos componentes que los 

que se usan para el hormigón convencional: cemento, áridos finos, áridos gruesos, 

conglomerante y agua (Brouwers y Radix, 2005; Comisión Permanente de Hormigón, 

2010; Gołaszewski y Cygan, 2017; Martínez-García, 2021; Singh et al., 2018), en 

proporciones correctas que permitan obtener una mezcla homogénea. Además de estos 

materiales, en la elaboración del HAC se incluyen aditivos como los superplastificantes 

y aditivos modulares de viscosidad (aditivos químicos), en diferentes proporciones, que 

ayudan a reducir la segregación y exudación durante el vaciado en obra así como la 

sensibilidad a la variación de otros elementos de la mezcla (Bermejo Núñez, 2009; 

Gołaszewski y Cygan, 2017; Martínez-García, 2021). 

El rápido desarrollo de la industria de la construcción ha generado una gran demanda 

de hormigón, trayendo como consecuencia un uso desmedido de los recursos naturales, 
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como es el caso de los áridos naturales, material empleado en la elaboración del 

hormigón, así como el aumento de los residuos de construcción y demolición. Por tal 

razón, la industria de la construcción se ha visto en la necesidad de explotar menos los 

recursos naturales, disminuir el impacto ambiental y aprovechar los residuos de 

construcción y demolición, esto se ha logrado gracias al uso de los áridos reciclados 

provenientes de los residuos del hormigón (Katar et al., 2021; Liu et al., 2021; Nair y 

Jayaraj, 2020; Nieto Alcolea, 2015; Señas et al., 201a). 

El reciclaje de los RCD para la preparación de áridos reciclados, para sustituir a los áridos 

naturales, permite la elaboración del HAC con áridos reciclados (Burón Maestro et al., 

2006; Carro-López et al., 2018; Martínez-García, 2021; Pérez-Benedicto et al., 2012), el 

cual ha sido reconocido como una manera para reducir los residuos de construcción y 

conservar el medio ambiente, además de una disminución en el coste de las obras de 

construcción (Katar et al., 2021; Nair y Jayaraj, 2020). 

Las propiedades mecánicas del HAC con áridos reciclados, tales como la resistencia a la 

compresión, resistencia a la tracción, elasticidad, resistencia a la flexión, apenas se ven 

afectadas con respecto a las del hormigón convencional (Carro-López et al., 2018; 

Martínez-García, 2021; Pérez-Benedicto et al., 2012). Martínez-García (2021) señala que 

una sustitución del 20% de áridos reciclados tiene poca incidencia en las propiedades y 

características del hormigón con áridos reciclados en comparación con las del hormigón 

convencional. EHE-8 (Comisión Permanente de Hormigón, 2010) recomienda la 

proporción de peso del 20% de áridos reciclados como el límite máximo de peso 

permitido del uso de áridos reciclados en la mezcla de hormigón. 

4.1.2   Resistencia a la compresión 

La resistencia a la compresión es una de las características mecánicas principales que 

presenta el hormigón. La resistencia a la compresión se calcula mediante la carga de 

rotura dividida por el área de la sección transversal que resiste la carga y se expresa en 

megapascales (MPa) (Bradu et al., 2016). Es considerado un valor convencional 

establecido a través de un ensayo normalizado y referido a la tensión para la que se 

alcanza el agotamiento. La resistencia a la compresión del hormigón está sujeta a la 
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proporción de áridos reciclados incorporados en la mezcla (García Ballester, 2016; Nieto 

Alcolea, 2015; Robas, 2009) por lo que su dosificación adecuada influye de forma 

significativa en la resistencia a la compresión. 

4.1.3   Aprendizaje automático 

El aprendizaje automático (ML) es uno de los enfoques principales de la inteligencia 

artificial (IA). El aprendizaje automático se utiliza actualmente en varios campos de 

investigación. Se caracteriza por la capacidad de mejorar el comportamiento, 

denominada aprendizaje, a partir de experiencias anteriores. Esta mejora consiste en 

establecer reglas lógicas que lleven a un determinado sistema a tomar decisiones más 

asertivas para un contexto determinado. El aprendizaje automático se ocupa de los 

sistemas que se entrenan a partir de los datos en lugar de ser programados 

explícitamente, utiliza algoritmos para aprender de los patrones de datos (Rouhiainen, 

2008; Song et al., 2021; Zhang y Ma, 2012). Los métodos de aprendizaje automático 

permiten el análisis de grandes cantidades de datos, siendo extremadamente eficientes 

en términos de tiempo de cálculo y procesamiento (K. Liu et al., 2021a; Nafees et al., 

2021a), proporcionando resultados más rápidos y precisos, reduciendo así las tasas de 

error a niveles insignificantes. Los métodos de aprendizaje automático pueden dividirse 

en 3 categorías: aprendizaje supervisado; aprendizaje no supervisado (Algoritmos 

clustering, Análisis de componentes principales, entre otros) y aprendizaje por refuerzo 

(Rouhiainen, 2008; Yang y Cao, 2018). Los métodos de aprendizaje supervisado están 

expuestos a grandes cantidades de datos etiquetados, incluyendo las variables de 

entrada y de salida. El algoritmo encuentra patrones entre los datos, aprende de las 

observaciones y genera predicciones hasta que el error se haya minimizado lo suficiente. 

El aprendizaje supervisado se divide en dos tipos: Clasificación y regresión (Murphy, 

2012). La Clasificación utiliza algoritmos para reconocer patrones específicos dentro del 

conjunto de datos para definir las predicciones. Entre los algoritmos de clasificación más 

comunes se encuentran: métodos de ensemble, Arboles de decisión, los vecinos más 

cercanos. La Regresión se emplea para entender la relación entre las variables 

dependientes e independientes, suele emplearse para hacer proyecciones. Entre los 
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algoritmos de regresión se encuentra: modelos lineales generalizados (GLM), modelos 

aditivos generalizados (GAM), regresión logística, entre otros. Los Métodos de 

aprendizaje no supervisados emplean conjuntos de datos que no están clasificados con 

la finalidad de encontrar patrones en fragmentos de datos reconociendo similitudes y 

agrupando los datos por categorías (Murphy, 2012). 

Los Métodos de refuerzo son un aprendizaje de ensayo y error. El sistema interactúa 

con su entorno produciendo acciones que descubren errores, los algoritmos determinan 

automáticamente el comportamiento ideal dentro de un contexto específico buscando 

maximizar su rendimiento (Murphy, 2012). Particularmente en este artículo, para 

predecir la resistencia a la compresión del hormigón autocompactante con áridos 

reciclados, se utilizan métodos de aprendizaje supervisados, específicamente nueve 

métodos ensemble: Random Forest (RF), K-Nearest Neighbor (KNN), Extremely 

Randomized Trees (ERT), Gradiente Boosting (GB), Light Gradient Boosting Machine 

(LGBM), Extreme Gradient Boosting (XGB), Category Boosting (CB) y los modelos aditivos 

generalizados: Inverse Gauss (GAM1) y Poisson (GAM2) 

4.1.3.1 Métodos ensemble 

Los métodos de ensemble son algoritmos de aprendizaje que combinan múltiples 

modelos de aprendizaje automático diferencial para mejorar el rendimiento de la 

predicción (Al Daoud, 2019; Li et al., 2018; Liu et al., 2017). El resultado es un modelo 

final que rinde más que los modelos individuales Entre los métodos de ensemble se 

encuentran: Boosting y Bagging. 

Bagging (bootstrap aggregating), busca mejorar la clasificación combinando los 

resultados de predicción de los modelos entrenados independientemente en conjuntos 

de entrenamiento generados aleatoriamente. En los métodos Bagging, la idea es 

construir varios estimadores independientes y calcular la media de las predicciones. Esto 

da como resultado un estimador con una varianza mínima en comparación con los 

estimadores independientes. Entre los métodos Bagging propuestos se encuentran: K-

Neighbor Regressor (KNN), Random Forest (RF) y Extratrees Regressor (ETR) 

(DeRousseau et al., 2019b; Jabeur et al., 2021; Marani y Nehdi, 2020; Olu-Ajayi et al., 
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2022a; Silva et al., 2020; Yang y Cao, 2018). K-Neighbor Regressor (KNN) busca encontrar 

un grupo de muestras de entrenamiento cercanas a un nuevo punto de consulta y 

predecir su valor (Altman, 1992). Random Forest (RF) es un método que tiene en cuenta 

varios árboles de decisión aleatorios y los ajusta basándose en varias submuestras de 

los datos de entrenamiento, utilizando el promedio de los árboles de decisión para 

predecir mejor y controlar el sobreajuste (Breiman, 2001). Extretrees Regressor (ETR) es 

similar a la RF, diferenciándose únicamente en la forma en que se realizan las divisiones 

aleatorias en los árboles (Geurts et al., 2006). 

Boosting es un meta-algoritmo ensemble que combina un conjunto de clasificadores 

débiles para crear un clasificador fuerte. Construye un ensemble de forma incremental 

mediante el entrenamiento iterativo de un nuevo modelo para enfatizar las muestras 

de entrenamiento mal clasificadas de los modelos anteriores. Los estimadores se 

construyen secuencialmente mientras se busca reducir el sesgo del estimador final 

combinado. Entre los métodos empleados se encuentran: Gradiente Boosting (GB), Light 

Gradient Boosting Machine (LGBM), Extreme Gradient Boosting (XGB) y Category 

Boosting (CB) (Al Daoud, 2019; Jabeur et al., 2021; Marani y Nehdi, 2020). GB construye 

progresivamente un modelo utilizando la optimización de funciones de pérdida 

diferenciables (Friedman, 2001). En cada paso, se ajusta un árbol de regresión siguiendo 

el gradiente negativo de la función de pérdida. LGBM es una variación de GB que utiliza 

árboles basados en algoritmos de aprendizaje. Como resultado, el LGBM tiene un valor 

de velocidad en la etapa de entrenamiento, garantizando una mayor eficiencia (Ke et al., 

2017). XGB es una variación de GB y tiene un algoritmo de optimización para dividir los 

árboles integrado con un componente de regularización (para evitar el sobreajuste) 

Chen y Guestrin, 2016). CB es también una variación del GB, que: utiliza árboles 

simétricos para proporcionar una ejecución más rápida, permite el uso de 

procesamiento paralelo, y utiliza boosting ordenado para evitar el sobreajuste 

(Prokhorenkova et al., 2018).  
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4.1.3.2 Modelos aditivos generalizados 

Los modelos aditivos generalizados (GAM) son una extensión de los modelos lineales 

generalizados. El GAM es un modelo lineal generalizado, en el que la variable de salida 

viene dada por una combinación lineal de funciones suaves desconocidas de algunas 

variables predictoras. Los modelos GAM no restringen la relación entre la variable 

respuesta y la explicativa a la forma lineal, permite que esta relación tenga forma 

desconocida, empleando distribuciones de la Familia Exponencial para la variable 

respuesta. En este artículo se utilizan las distribuciones exponenciales Gaussiana Inversa 

(GAM1) y Poisson (GAM2) para construir el modelo GAM (Murphy, 2012; Servén et al., 

2018; Wood, 2017) 

4.1.4   Materiales y métodos 

4.1.4.1 Base de datos experimental 

Los datos recogidos mediante la búsqueda en artículos de investigación contienen los 

resultados de 515 muestras de HAC endurecido con áridos reciclados. La Tabla 4 resume 

la base de datos incluyendo la cantidad de datos (no.) aportados por cada artículo, así 

como su proporción (porcentaje) en los datos. 

Tabla 4. Base de datos experimental. 

No Reference no. porcenta
je 

No Reference no. porcent
aje 

1 Ali y Al-Tersawy 
(201) 

18 3.49 29 Nili et al. (2019) 10 1.94 

2 Aslani et al. (2018) 15 2.91 30 Pan et al. (2019) 6 1.17 
3 Babalola et al. 

(2020) 
14 2.72 31 Pereira-De-

Oliveira et al. 
(2014) 

4 0.78 

4 Bahrami et al. 
(2020) 

10 1.94 32 Poongodi et al. 
(2021) 

9 1.75 

5 Barroqueiro et al. 
(2020) 

6 1.17 33 Revathi et al. 
(2013) 

5 0.97 

6 Behera et al. 
(2019) 

6 1.17 34 Revilla-Cuesta et 
al. (2020) 

5 0.97 
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7 Bidabadi et al. 
(2020) 

11 2.13 35 Sadeghi-Nik et al. 
(2019) 

12 2.33 

8 Chakkamalayath 
et al. (2020) 

6 1.17 36 Salesa et al. (2017) 4 0.78 

9 Duan et al. (2020) 10 1.94 37 Sasanipour y 
Aslani (2019) 

5 0.97 

10 Fiol, et al. (2018) 12 2.33 38 Sasanipour y 
Aslani (2020) 

5 0.97 

11 Gesoglu et al. 
(2015) 

24 4.66 39 Señas et al. (2016) 6 1.17 

12 Grdic et al. (2010) 3 0.58 40 Sharifi et al. (2013) 6 1.17 
13 Güneyisi et al. 

(2014) 
5 0.97 41 Silva y de Brito 

(2017) 
5 0.97 

14 Guo et al. (2020) 27 5.24 42 Singh y Jain (2015) 10 1.94 
15 Kapoor et al. 

(2016) 
8 1.55 43 Singh et al. (2019) 12 2.33 

16 Katar et al. (2021) 4 0.78 44 Sua-Iam y Makul 
(2013) 

20 3.88 

17 Khafaga (2014) 10 2.91 45 Sun et al. (2020) 10 1.94 
18 Khodair y Luqman 

(2017) 
20 3.88 46 Surendar et al. 

(2021) 
7 1.36 

19 Kou y Poon (2009) 13 2.52 47 Tang et al. (2016) 5 0.97 
20 Krishna et al. 

(2018) 
5 0.97 48 TThomas et al. 

(2016) 
4 0.78 

21 Kumar et al. 
(2017) 

4 0.78 49 Tuyan et al. (2014) 12 2.33 

22 Li et al. (2019) 4 0.78 50 Uygunoğlu et al. 
(2014) 

8 1.55 

23 Long et al., (2016) 4 0.78 51 Wang et al. (2020) 5 0.97 
24 Mahakavi y 

Chithra (2020) 
25 4.85 52 Yu et al. (2014) 3 0.58 

25 Manzi et al.(2017) 4 0.78 53 Yu et al. (2020) 6 1.17 
26 Martínez-García 

et al., 2020) 
4 0.78 54 Yu et al. (2021) 21 4.07 

27 Mo et al. (2021) 5 0.97 55 Zhou et al. (2013) 6 1.17 
28 Nieto et al. (2019) 22 4.27  51

5 
100 

 
A partir de estos artículos publicados sobre la resistencia a la compresión del HAC con 

RA, la Tabla 5 muestra los valores media, mínimos y máximos de las variables de entrada 

(cemento, admixture (componente mineral), agua, árido fino, árido grueso, 

superplastificante) y de salida (resistencia a la compresión) empleadas para la 

modelización de la resistencia a la compresión del hormigón autocompactante con 

áridos reciclados, mediante el uso de técnicas de Aprendizaje Automático. 
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Tabla 5. Valores media, máximo y mínimo de las variables de entrada y salida. 

Variables Abreviatura Media Mínimo Máximo 

Entrada 

Cemento (kg/m3) C 375.84 78.00 635.00 
Admixture (kg/m3) A 135.17 0.00 515.00 
Agua (kg/m3) W 176.87 45.50 277.00 
Árido fino (kg/m3) FA 845.10 532.20 1200.00 
Árido grueso (kg/m3) CA 784.91 328.00 1170.00 
Superplastificante (kg/m3) SP 4.50 0.00 16.00 

Salida Resistencia a compresión 
(MPa) 

FCK 44.94 7.17 87.00 

 

4.1.4.2  Análisis exploratorio de datos 

El coeficiente de correlación (r) entre las variables de entrada: cemento, admixture, 

agua, árido fino, árido grueso y superplastificante y la variable de salida resistencia a la 

compresión (fck) se calculó para evaluar la dependencia de las variables entre sí. Un 

valor absoluto elevado de r entre las variables estaría indicando que existe correlación 

entre ellas, en consecuencia, solo se tendría en cuenta una de ellas y las demás se 

excluirían. Para el cálculo de r se empleó la ecuación 1: 

𝑟 =
∑[(𝑥𝑖−�̅�)(𝑦𝑖−�̅�)]

√∑(𝑥𝑖−�̅�)2∗∑(𝑦𝑖−�̅�)2
                                                   (1) 

donde, xi = variable de entrada, 𝑥�̅� = media de la variable de entrada, yi = fck variable 

de salida,  𝑦�̅� = media fck experimental, 𝑖 = 1, … , 𝑛 y 𝑛 = número total de datos. 

Una correlación (|𝑟| > 0.8) entre variables de entrada podría señalar presencia de 

multicolinealidad entre las variables (Hassan y El-Hag, 2020), lo que afectaría a los 

resultados de la modelización, provocando un sesgo en el modelo. 

El mapa de calor de los coeficientes de correlación se muestra en la Figura 19. Se puede 

observar que no existe ninguna correlación significativa entre las variables de entrada y 

que ninguna correlación es superior a 0.8, lo cual indica que no existe multicolinealidad 

entre las variables de entrada.  

 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 166 

CAPITULO IV 

II 
Resumen 

 

 

Figura 19. Mapa de calor de los coeficientes de correlación entre las variables de 

entrada y salida. 

4.1.4.3 División del conjunto de datos 

Los métodos de aprendizaje automático requieren que los conjuntos de datos se dividan 

en subconjuntos de entrenamiento, validación y prueba, para su evaluación 

comparativa (DeRousseau et al., 2019; Farooq et al., 2021; K. Liu et al., 2021; Marani y 

Nehdi, 2020). Durante el proceso de entrenamiento, se evalúa el rendimiento del 

modelo con el conjunto de datos de validación para optimizar los hiperparámetros del 

modelo. Por último, para mostrar la precisión del modelo en la predicción de la 

resistencia a la compresión se utiliza el conjunto de datos de prueba. 

Para la modelización de la resistencia a la compresión del hormigón autocompactante 

con áridos reciclado, un total de 515 muestras fueron divididas aleatoriamente en: 360 

muestras (70%) para el proceso de entrenamiento, 77 muestras (15%) para el proceso 

de validación y 78 muestras (15%) para el proceso de prueba. La Tabla 6 muestra los 

valores media, mínimo y máximo de las variables de entrada (cemento, admixture, agua, 
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áridos fino, árido grueso, superplastificante) y de salida (resistencia a compresión) para 

los conjuntos de datos de entrenamiento, validación y prueba. 

Tabla 6 . Valores media, máximo y mínimo de las variables de entrada (kg/m3) y salida 

(MPa) de los conjuntos de datos: entrenamiento, validación y prueba. 

Conjunto Variables Media Mínimo Máximo 

Entrenamiento 
Entrada 

Cemento (kg/m3) 377.78 94.00 635.00 
Admixture (kg/m3) 131.42 0.00 390.00 
Agua (kg/m3) 176.15 45.50 277.00 
Árido fino (kg/m3) 847.52 532.20 1200.00 
Árido grueso (kg/m3) 786.41 328.00 1170.00 
Superplastificante (kg/m3) 4.61 0.00 16.00 

Salida 
Resistencia a compresión 
(MPa) 

45.01 7.17 87.00 

Validación 
Entrada 

Cemento (kg/m3) 391.35 130.00 635.00 
Admixture (kg/m3) 130.65 0.00 390.00 
Agua (kg/m3) 179.51 45.50 277.00 
Árido fino (kg/m3) 846.37 532.20 1200.00 
Árido grueso (kg/m3) 769.58 328.00 1170.00 
Superplastificante (kg/m3) 4.14 0.00 16.00 

Salida 
Resistencia a compresión 
(MPa) 

45.21 21.00 87.00 

Prueba 
Entrada 

Cemento (kg/m3) 351.56 78.00 635.00 
Admixture (kg/m3) 156.98 0.00 515.00 
Agua (kg/m3) 177.59 45.50 277.00 
Árido fino (kg/m3) 832.68 581.00 1200.00 
Árido grueso (kg/m3) 793.12 502.10 1170.00 
Superplastificante (kg/m3) 4.36 0.00 14.00 

Salida 
Resistencia a compresión 
(MPa) 

44.34 12.07 78.00 

 

4.1.4.4 Desarrollo de modelos 

En este estudio, se desarrollaron nueve métodos ML, descritos en la sección 4.1.3.1 

(KNN, RF, ETR, GB, LGBM, XGB, CB, GAM1, GAM2), para proyectar la resistencia a la 

compresión del hormigón autocompactante con áridos reciclados. Tras la preparación 

de los datos, las variables de entrada se introducen en los métodos de aprendizaje. El 

conjunto de entrenamiento se empleó para desarrollar un modelo de predicción para 

cada método, mientras que el conjunto de validación datos se utilizó para el ajuste de 
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los hiperparámetros. Cabe señalar que, en los siguientes apartados, el mejor 

hiperparámetro obtenido para los datos de validación se destaca en negrita. 

4.1.4.4.1  Métodos Bagging 

KNN, los hiperparámetros que se ajustaron para este algoritmo fueron número de 

vecinos a utilizar para la consulta, 'n_neighbors' = [1, 2, 3, 4, 5, 10, 20, 50]; pesos de los 

puntos de consulta, que pueden ser uniformes (los mismos para todos los puntos) y 

proporcionales a la inversa de la distancia al punto de consulta, pesos = ['uniform', 

'distance']; algoritrmo utilizado para calcular los vecinos más cercanos, algotirmo = 

['auto', 'ball_tree', 'kd_tree', 'brute']. 

RF se desarrolló con los siguientes hiperparámetros: el número de árboles, n_estimators 

= [2, 3, 5, 10, 20, 50, 100, 150, 200]; la profundidad máxima de cada árbol, max_depth 

= [2, 3, 5, 10, 20, 50, 100, 150, 200]; función para medir la calidad de la división de un 

árbol, criterion = ['squared_error', 'absolute_error', 'poisson']. 

ERT se desarrolló con los mismos hiperparámetros que se utilizaron en RF: el número de 

árboles, n_estimators = [2, 3, 5, 10, 20, 50, 100, 150, 200]; la profundidad máxima de 

cada árbol, max_depth = [2, 3, 5, 10, 20, 50, 100, 150, 200]; función para medir la calidad 

de la división de un árbol, criterion = ['squared_error', 'absolute_error', 'poisson']. 

4.1.4.4.2  Métodos Boosting 

GB se desarrolló utilizando los hiperparámetros: número de etapas de boosting, 

n_estimators= [2, 3, 5, 10, 20, 50, 100, 150, 200, 500]; profundidad máxima para limitar 

el número de nodos del árbol, max_depth = [2, 3, 5, 10, 20, 50, 100, 150, 200]; la tasa 

de aprendizaje, learning_rate = [0.01, 0.1, 0.5, 0.6, 0.65, 0.7, 1]. 

LGBM, los hiperparámetros que se ajustaron para este algoritmo fueron: número de 

etapas de boosting, n_estimators = [5,10,20,50,90,120,200,300,400,500]; número de 

hojas del árbol, n_leaves = [5, 10, 20, 50, 100, 150, 200]; la tasa de aprendizaje, 

learning_rate = [0.01,0.1,0.25,0.5,0.75,1].  



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 169 

CAPITULO IV 

II 
Resumen 

XGB se desarrolló utilizando los hiperparámetros: número de etapas de boosting, 

estimators = [2, 3, 5, 10, 20, 50, 100, 150, 200]; la profundidad máxima, max_depth = [2, 

3, 5, 10, 20, 50, 100, 150, 200]; la tasa de aprendizaje, learning_rate = [0.01, 0.1, 0.5, 

0.6, 0.65, 0.7, 1]. 

CB se desarrolló utilizando los hiperparámetros: número de iteraciones del algotirmo, 

iterations = [50]; profundidad máxima del árbol, depth = [2, 3, 5, 10, 12, 16]; la tasa de 

aprendizaje, learning_rate = [0.01,0.1,0.25,0.5,0.75,1].  

4.1.4.4.3  Modelos GAM 

Modelos GAMs, el hiperparámetro utilizado para ajustar los GAMs fue el número de 

funciones suaves, spline. Para el GAM1 tenemos n_spile = [5, 10, 20, 50, 100, 150, 200, 

300, 500], y para el GAM2 tenemos n_spile = [5, 10, 20, 50, 100, 150, 200, 300, 500]. 

4.1.4.5 Métricas para evaluar el rendimiento de los 

métodos de aprendizaje automático 

Se emplearon cuatro métricas estadísticas de rendimiento para determinar la eficacia y 

la precisión de las predicciones de todos los métodos de aprendizaje automático 

empleados para predecir la resistencia a la compresión del hormigón autocompactante 

con áridos reciclados: Coeficiente de Determinación (R2) (Ecuación 2), la Raíz cuadrada 

del Error Medio Cuadrático (RMSE) (Ecuación 3), Error Porcentual Absoluto Medio 

(MAPE) (Ecuación 4) y Error Absoluto Medio (MAE) (Ecuación 5) (Ahmad, Ostrowski, 

et al., 2021b; Babajanzadeh y Azizifar, 2018; DeRousseau et al., 2019; Marani y Nehdi, 

2020). 

𝑅2 = 1 −
∑(𝑦𝑖−�̂�𝑖)2

∑(𝑦𝑖−�̅�𝑖)2                                                          (2) 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑦𝑖 − �̂�𝑖)22

                                              (3) 

𝑀𝐴𝐸 =  
1

𝑛
∑|(𝑦𝑖 − 𝑦�̂�)|                                                    (4) 

𝑀𝐴𝑃𝐸 =  
100

𝑛
∑ |

(𝑦𝑖−𝑦�̂�)

𝑦𝑖
|                                                   (5) 
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donde, yi = fck (variable de salida), 𝑦�̂� = fck estimado, 𝑦�̅� = media fck experimental 

y 𝑛 = 𝑁ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑚𝑢𝑒𝑠𝑡𝑟𝑎𝑠 

Particularmente RMSE y MAE tienen las mismas unidades (MPa) que la resistencia a la 

compresión (FCK), mientras que R2 y MAPE se expresan porcentualmente. Los valores 

más bajos de RMSE, MAE y MAPE, así como los valores más altos de R2 indican una buena 

precisión del resultado de la predicción de la resistencia a la compresión del HAC con RA 

utilizando los modelos ML (Farooq et al., 2021; Feng et al., 2020; Kovačević et al., 2021; 

Li et al., 2019). 

4.1.5   Resultados y discusión 

La capacidad de los métodos Bagging (KNN, RF, ETR), Boosting (GB, LGBM, XGB, CB) y 

GAM (GAM1, GAM2) para predecir la resistencia a la compresión del HAC con RA para 

el entrenamiento, la validación y el conjunto de datos de prueba se evaluó 

exhaustivamente mediante las métricas: coeficiente de determinación (R2), raíz 

cuadrada del error medio cuadrático (RMSE), error porcentual absoluto (MAPE) y error 

absoluto medio (MAE). Sin embargo, el valor R2 también conocido como coeficiente de 

determinación, se considera el mejor de ellos para la evaluación de modelos (Nafees 

et al., 2021b). Los valores de R2 entre 0.60 y 0.75 indican resultados satisfactorios, 

valores entre 0.75 y 0.95 indican una buena predicción del modelo y valores superiores 

a 0.95 indican excelente predicción, mientras que los valores inferiores a 0.60 indican 

resultados insatisfactorios (Ahmad et al., 2021; Ahmad, Ostrowski, et al., 2021b; Marani 

y Nehdi, 2020). Además, también se llevó a cabo el análisis de sensibilidad. Los 

resultados de estos análisis se presentan en detalle en las siguientes secciones. 

4.1.5.1 Rendimiento predictivo de los modelos de 

aprendizaje automático 

4.1.5.1.1  Rendimiento predictivo de los modelos Bagging 

La Tabla 7 muestra los resultados de R2, RMSE, MAE y MAPE para los valores del 

conjunto de datos de entrenamiento, validación y de prueba de los modelos Bagging: K-
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Neighbor Regressor (KNN), Random Forest (RF), Extretrees Regressor (ETR), para la 

resistencia a la compresión del HAC con RA. En general, los errores en el conjunto de 

datos de entrenamiento presentan la adecuación del modelo desarrollado, mientras 

que los errores en los datos de prueba presentan la capacidad de generalización del 

modelo desarrollado. Se puede observar que todos los modelos: KNN, RF y ERT, 

muestran una buena concordancia con los datos de entrenamiento dado que los 

coeficientes de determinación R2 son todos superiores al 90%, demostrando que estos 

modelos son capaces de predecir la resistencia a la compresión del HAC con RA cerca de 

los valores determinados experimentalmente.  

Comparando las métricas de los métodos KNN, RF y ETR para los datos de prueba, en la 

Tabla 7, se puede observar que Random Forest (RF) supera a los modelos KNN y ERT en 

términos de su capacidad para predecir y generalizar, al observar un valor satisfactorio 

de R2 = 0.7128, así como bajos valores de MAE =0.060 y MAPE =13.0784, estos se 

consideran resultados satisfactorios para seleccionar a RF como un buen modelo. A 

pesar de que las métricas estadísticas de los modelos KNN, RF y ETR en los datos de 

prueba no difieren mucho, la Figura 20a muestra que el modelo RF supera a los otros 

modelos. En lo que respecta al rendimiento, los valores de RMSE y MAE inferiores a 0.10 

indican un buen ajuste (Figura 20b) en las predicciones de la resistencia a la compresión 

(Ahmad et al., 2021; Montaño Moreno et al., 2013; Nafees et al., 2021; Vivas et al., 

2020).  

Tabla 7. Métricas de rendimiento de los modelos Bagging propuestos. 

Conjunto Métricas 
Métodos 

KNN RF ETR 

Entrenamiento 

R2  0.9633 0.9388 0.9653 

RMSE 0.0322 0.0415 0.0313 

MAE 0.0130 0.0285 0.0121 

MAPE  2.9935 6.8785 3.0697 

Validación 

R2  0.4155 0.5766 0.5066 

RMSE 0.1248 0.1062 0.1147 

MAE 0.0810 0.0739 0.0770 

MAPE  19.6506 17.6191 18.2424 

Prueba 
R2  0.6832 0.7128 0.6739 

RMSE 0.0848 0.0807 0.0860 
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MAE 0.0582 0.0600 0.0586 

MAPE  12.8782 13.0784 13.0738 

 

En la Figura 21, se puede apreciar que los métodos: KNN, RF y ERT parecen predecir bien 

las mediciones reales. Sin embargo, puede apreciarse que para el modelo realizado con 

RF los valores predictivos fueron bastante similares a los datos medidos, esto se refleja 

en la gráfica de predicción donde los valores se agrupan a lo largo de la recta de 

predicción y presentan menos dispersión en comparación con los modelos KNN y ERT. 

Estos resultados indican que RF tienen una gran capacidad para aprender de los datos 

de entrenamiento. En general, puede decirse que Random Forest (RF) puede predecir la 

resistencia a la compresión, generando resultados fiables con un alto grado de 

adecuación en comparación con los valores reales, lo que es similar a los hallazgos de 

estudios anteriores (Kang et al., 2021; Liu et al., 2021). El rendimiento superior del 

modelo de RF puede atribuirse a su estructura (Liu et al., 2021). 

 

  
(a) (b) 

Nota. Métricas: a) R2, (b) RMSE, MAE y MAPE. 

Figura 20. R2, RMSE, MAE y MAPE de los métodos Bagging. 
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(b) 

 
(c) 

Nota. Métodos Bagging: (a) KNN, (b) RF and (c) ERT. 

Figura 21. Comparación de la predicción de la resistencia a la compresión con los 

métodos Bagging, a partir del conjunto de datos de prueba. 

4.1.5.1.2  Rendimiento predictivo de los modelos Boosting 

La tabla 8 presenta un resumen de las métricas de precisión de los modelos Boosting: 

Gradiente Boosting (GB), Light Gradient Boosting Machine (LGBM), Extreme Gradient 

Boosting (XGB), Category Boosting (CB), de los conjuntos de datos de entrenamiento, 

validación y prueba. Se puede observar que, en el conjunto de datos de entrenamiento, 

los valores de R2 para todos los modelos fueron superiores a 0.95, por lo que todos los 

modelos muestran una buena concordancia con los datos de entrenamiento. Esto indica 

que estos modelos pueden realizar una excelente predicción (Ahmad et al., 2021; 

Ahmad, Ostrowski, et al., 2021b; Marani y Nehdi, 2020) de la resistencia a la compresión 

del HAC con RA. 
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Tabla 8. Métricas de rendimiento de los métodos Boosting propuestos. 

conjuntos Métricas 
Métodos   

GB LGBM XGB CB 

Entrenamiento 

R2  0.9653 0.9530 0.9648 0.9644 

RMSE 0.0313 0.0364 0.0315 0.0317 

MAE 0.0134 0.0205 0.0148 0.0164 

MAPE  3.1342 4.4857 3.5297 3.8346 

Validación 

R2  0.5257 0.5455 0.4783 0.4551 

RMSE 0.1124 0.1100 0.1179 0.1205 

MAE 0.0771 0.0788 0.0791 0.0833 

MAPE  18.2233 18.2537 18.7161 19.7652 

Prueba 

R2  0.6948 0.6905 0.6643 0.6837 

RMSE 0.0832 0.0838 0.0873 0.0847 

MAE 0.0569 0.0592 0.0595 0.0614 

MAPE  12.8259 13.2913 12.6654 13.6472 

 

Ahora bien, para evaluar el rendimiento predictivo del modelo, las métricas se basan en 

el conjunto de los datos de prueba, que sirve como una base más objetiva para una 

evaluación insesgada de la precisión del modelo en la predicción de la resistencia a la 

compresión. La tabla 8 muestra que, para los datos de prueba, en los cuatro modelos 

los valores de R2 son superiores a 0.65, lo que indica que estos modelos predicen la 

resistencia a la compresión de manera satisfactoria. Sin embargo, el modelo GB (Figura 

22) presenta un R2 = 0.6948 superior al de los modelos: LGBM, XGB y CB, así como 

valores bajos de RMSE = 0.0832, MAE = 0.0569 que indican un buen ajuste en las 

predicciones al ser inferiores a 0.10 (Montaño Moreno et al., 2013; Vivas et al., 2020). 

Estos resultados se pueden corroborar en la Figura 23, donde se aprecia que para el 

modelo GB los valores estimados se ajustan bastante a la línea de predicción, estos 

presentan una menor dispersión que en comparación con los modelos LGBM, XGB y CB. 
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(a) (b) 

Nota. Métricas: a) R2, (b) RMSE, MAE y MAPE. 

Figura 22. R2, RMSE, MAE and MAPE de los métodos Boosting. 

 
 

(a) (b) 

  
(c) (d) 

Nota. Boosting: (a) GB, (b) LGBM, (c) XGB and (d) CB. 

Figura 23. Comparación de la predicción a la compresión de la resistencia a la 

compresión con los métodos Boosting, a partir del conjunto de prueba. 

4.1.5.1.3  Rendimiento predictivo de los modelos GAM 

La tabla 9 muestra las métricas de precisión de los modelos GAM: Gaussiana Inversa 

(GAM1) y Poisson (GAM2), para los conjuntos de datos de entrenamiento, validación y 

prueba. Se puede apreciar que para los datos de entrenamiento el modelo GAM 1 

presenta un R2 = 0.3534, similar resultado presenta GAM2 con un R2 = 0.3630, estos 

resultados son insatisfactorios para predecir la resistencia a la compresión, siendo 

valores inferiores a 0.6 (Ahmad et al., 2021; Ahmad, Ostrowski, et al., 2021b; Marani y 

Nehdi, 2020). Por lo tanto, los modelos GAM1 y GAM2 son pobres para predecir la 

resistencia a la compresión del HAC con RA. 
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Tabla 9. Métricas de rendimiento de los modelos GAM. 

Conjuntos Métricas 
Métodos 

GAM1 GAM2 

Entrenamiento 

R2  0.3534 0.3630 

RMSE 0.1351 0.1340 

MAE 0.1073 0.1070 

MAPE  24.8118 25.0538 

Validación 

R2  0.2593 0.2755 

RMSE 0.1405 0.1389 

MAE 0.1124 0.1113 

MAPE  23.0691 23.0500 

Prueba 

R2  0.2722 0.2662 

RMSE 0.1285 0.1290 

MAE 0.0978 0.0989 

MAPE  23.7784 24.2997 
 

4.1.5.1.4  Rendimiento predictivo de los mejores modelos de 

aprendizaje automático 

Una vez analizados los modelos Bagging, Boosting y GAM, se obtuvo como resultados 

que los mejores modelos para predecir la resistencia a la compresión del HAC con RA 

son los modelos Gradiente Boosting (GB) y Random Forest (RF). En la tabla 10 se 

presentan las métricas de los modelos GB y RF, donde se puede observar que para los 

datos de entrenamiento, ambos modelos presentan valores de R2 superiores a 0.90, 

indicando esto que GB y RF son buenos predictores de la resistencia a la compresión 

(Ahmad, Ostrowski, et al., 2021b; Marani y Nehdi, 2020). Sin embargo, al evaluar el 

desempeño predictivo de los modelos, a través de la comparación de las métricas para 

los datos de prueba, se puede apreciar que el modelo RF presenta un valor de R2 = 

0.7128 superior al de GB (Figura 24), así como bajos valores de MAE = 0.060 y RMSE = 

0.0807 que indican un buen ajuste en las predicciones de la resistencia a la compresión 

(Ahmad et al., 2021; Nafees et al., 2021; Vivas et al., 2020). 
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Tabla 10. Métricas de rendimiento de los mejores métodos. 

Conjunto de datos Métricas 
Métodos 

GB RF 

Entrenamiento 

R2  0.9653 0.9388 
RMSE 0.0313 0.0415 
MAE 0.0134 0.0285 
MAPE  3.1342 6.8785 

Validación 

R2  0.5257 0.5766 
RMSE 0.1124 0.1062 
MAE 0.0771 0.0739 
MAPE  18.2233 17.6191 

Prueba 

R2  0.6948 0.7128 
RMSE 0.0832 0.0807 
MAE 0.0569 0.0600 
MAPE  12.8259 13.0784 

 

 

 

 

 
(a) (b) 

Nota. Métricas: a) R2, (b) RMSE, MAE and MAPE. 

Figura 24. R2, RMSE, MAE and MAPE de los mejores modelos ML. 

La Figura 25 muestra como en el modelo RF los valores estimados son más similares a 

los resultados experimentales, estos se agrupan a lo largo de la línea de predicción, 

presentando menos dispersión con respecto al modelo predictivo GB. En resumen, el 

modelo Random Forest (RF) mostró una mejor capacidad de predicción, por lo tanto, se 

considera el mejor modelo para predecir la resistencia a la compresión del HAC con RA. 

0,68

0,69

0,7

0,71

0,72

GB RF

R
2

12,6
12,7
12,8
12,9
13
13,1

0
0,02
0,04
0,06
0,08

0,1

GB RF
M

A
P

E

R
M

SE
/M

A
E

RMSE MAE MAPE



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 178 

CAPITULO IV 

II 
Resumen 

 
(a) 

 
(b) 

Nota. Modelos: (a) GB and (b) RF. 

Figura 25. Comparación de la predicción de la resistencia a la compresión de los 

mejores modelos: a partir del conjunto de datos de prueba. 

4.1.5.2  Análisis de sensibilidad  

El análisis de sensibilidad es una técnica que ayuda a comprender la influencia de cada 

variable de entrada en la variable de salida. Las variables de entrada con altos valores 

de sensibilidad tienen mayor incidencia en la variable de salida. Según Ahmad et al. 

(2021) las variables de entrada tienen un impacto considerable en la predicción de la 

variable de salida. 

Para evaluar la contribución de cada una de las variables de entrada: cemento, 

admixture, agua, áridos finos, áridos gruesos y superplastificantes en la incertidumbre 

de la variable de salida, resistencia a la compresión (fck), se empleó el análisis de 

sensibilidad. La sensibilidad de la resistencia a la compresión de cada variable de entrada 

se determinó mediante las ecuaciones 6 y 7: 

 𝑆𝑖 =
𝑁𝑖

∑ 𝑁𝑖
𝑛
𝑖=1

∗ 100                                                                             (6) 
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𝑁𝑖 = 𝑓𝑚𝑎𝑥(𝑥𝑖) − 𝑓𝑚𝑖𝑛(𝑥𝑖) , 𝑖 = 1, … , 𝑛                                         (7) 

donde, 𝑓𝑚𝑎𝑥(𝑥𝑖) 𝑦 𝑓𝑚𝑖𝑛(𝑥𝑖) son la resistencia a la compresión máxima y mínima 

estimada en relación con la variable de entrada. 

Cada una de las variables de entrada: cemento, admixture, agua, áridos finos, áridos 

gruesos y superplastificantes juega un papel importante en la predicción de la 

resistencia a la compresión del HAC con RA. La Figura 26 muestra los resultados de este 

análisis de sensibilidad, se puede observar que el cemento y el agua son las variables de 

entrada más influyentes en la predicción de la resistencia a la compresión del HAC con 

RA. El cemento tiene una contribución de 28.39% y el agua de 23.47%. En este sentido, 

Ahmad et al. (2021) afirmaron que el cemento es un factor decisivo que influye en la 

predicción de la resistencia a la compresión. Por otro lado, se aprecia que las variables 

de entrada: admixture, superplastificante y áridos finos tienen una contribución en 

niveles similares de 14.51%, 12.61% y 11.79% respectivamente. Los resultados del 

análisis demostraron que los áridos gruesos (9.23%) es la variable menos efectiva en la 

contribución de la predicción de la resistencia a la compresión, estos resultados 

coinciden con los hallazgos de investigaciones anteriores (W. Ahmad et al., 2021). 

 

Figura 26. Contribución de las variables de entrada a la resistencia a la compresión en 

el modelo RF. 
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4.1.6  Conclusiones parciales 

Para la predicción de la resistencia a la compresión del HAC con RA, se tomaron en 

cuenta seis variables de entrada: cemento, agua, admixture, áridos finos, áridos gruesos 

y superplastificante. La capacidad de predicción de los modelos se evaluó mediante las 

siguientes métricas: R2, RMSE, MAE y MAPE. 

1. Este estudio ha descrito la aplicación de los modelos Bagging: KNN, RF y ERT; 

Boosting: GB, LGBM, XGB y CB, así como los modelos GAM: GAM1 y GAM2 para la 

predicción de la resistencia a la compresión del HAC con RA. Para el desarrollo de 

estos modelos se obtuvo una base de datos de 515 muestras procedentes de varios 

estudios experimentales y divididas en 3 grupos: entrenamiento (70%), validación 

(15%) y prueba (15%). 

2. Los resultados del conjunto de datos de prueba, mostraron que los modelos Bagging 

RF (R2 = 0.7128, RMSE = 0.0807, MAE = 0.06) y Boosting GB (R2 = 0.6948, RMSE = 

0.0832, MAE = 0.0569) presentan el mayor rendimiento con una alta precisión de 

predicción. Sin embargo, también se evidenció que los modelos GAM1 (R2 = 0.2722) 

y GAM2 (R2 = 0.27662) no son buenos modelos para predecir la resistencia a la 

compresión, esto se comprobó con los valores presentados de R2 que son mucho 

menores a 0.60.  

3. Random Forest (RF) (R2 = 0.7128, RMSE = 0.0807, MAE = 0.06) es el mejor modelo 

para la predicción de la Resistencia a la compresión. 

4. El análisis de sensibilidad del modelo RF señala que, el cemento con una 

contribución del 28.39%, es la principal variable que influye en la resistencia a la 

compresión. En el mismo contexto, el agua está presente con una contribución de 

23.47% como otra variable importante en la predicción de la resistencia a la 

compresión. Por otro lado, la variable de menor incidencia fue el árido grueso 

(9.23%). Todo ello indica que la resistencia a la compresión del HAC con RA aumenta 

más con el cemento y el agua, mientras que los áridos gruesos la disminuyen. Por 

otra parte, el admixture, los áridos finos y los superplastificantes contribuyen 
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modestamente al desarrollo del modelo RF. Por lo tanto, el nivel de contribución de 

cada variable de entrada es identificada por el modelo RF. 

4.2  COMPARACIÓN DE HERRAMIENTAS DE 

APRENDIZAJE AUTOMÁTICO PARA MODELAR LA 

RESISTENCIA A LA TRACCIÓN DEL HORMIGÓN 

AUTOCOMPACTANTE CON ÁRIDOS RECICLADOS 

En la actualidad, el hormigón, como material de construcción, tiene una gran demanda, 

debido al rápido y avanzado crecimiento del desarrollo de la infraestructura en muchos 

países y utilizándose habitualmente en estructuras de ingeniería en todo el mundo (W. 

Ahmad et al., 2021; Koya, 2021; Silva et al., 2020), esto exige que la tecnología cambie 

permanentemente, buscando mejoras e innovaciones. Es por ello que, recientemente, 

han surgido determinados tipos de hormigón, como el hormigón autocompactante 

(HAC), representando un potencial aceptable, a la vez que atrae el interés por el uso de 

los áridos reciclados (RA) (Carro-López et al., 2018; Ghalehnovi et al., 2019; Nieto 

Alcolea, 2015; Santos et al., 2019; Santos et al., 2017) provenientes de los residuos de 

construcción y demolición (RCD) como sustituto de los áridos convencionales (Azizifar y 

Babajanzadeh, 2018; Belalia Douma et al., 2017; J. Xu, Zhao, et al., 2019), minimizando 

o eliminando potencialmente los impactos ambientales producidos por estos RCD 

(Pacheco et al., 2019), permitiendo combinar el desarrollo económico con la 

sostenibilidad y la protección del ambiente (Martínez-García, 2021).  

El HAC fabricado con RA es uno de los materiales más utilizados en la construcción 

(Farooq et al., 2021; Kaloop et al., 2020), debido a sus características de compactación 

(sin vibración mecánica) y a su fluidez. Es un hormigón de alta resistencia y eficacia que 

garantiza uniformidad. Sin embargo, su compleja estructura requiere un exigente 

proceso de diseño de la mezcla, compuesta por: cemento (Cmt), agua (W), aditivo 

mineral (MA), áridos finos (FA), áridos gruesos (CA) y superplastificantes (SP); esto 

significa que es necesario conocer el comportamiento de sus propiedades mecánicas, 

como: la resistencia a la tracción (fst), resistencia a la compresión (fck), la resistencia a 
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la flexión, módulo de ruptura, entre otras (Farooq et al., 2021). Por lo general, estas 

propiedades se identifican y miden realizando experimentos a gran escala, que suelen 

ser largos, costosos y laboriosos (Koya, 2021; Koya et al., 2021). Por lo tanto, para 

predecir con exactitud el comportamiento de estas propiedades, se han empleado 

técnicas de inteligencia artificial, como el aprendizaje automático (ML), por su 

simplicidad, fiabilidad y su capacidad para aprender de los datos experimentales (Koya, 

2021; J. Xu, Zhao, et al., 2019). 

Particularmente, en Ingeniería Civil, los métodos de ML han mejorado la seguridad, la 

productividad, la calidad y el mantenimiento de la construcción (Ayhan y Tokdemir, 

2019; Bai et al., 2019), se han utilizado para modelar y predecir las propiedades 

mecánicas del HAC (Ahmad, Farooq, et al., 2021; Behnood y Golafshani, 2020; 

Kovačević, et al., 2021; Koya et al., 2021; Lyngdoh et al., 2022). Por lo que, la predicción 

de estas propiedades mediante ML permite ahorrar: tiempo de laboratorio, desperdicio 

de los componentes del hormigón, energía y coste (Behnood y Golafshani, 2020; Farooq 

et al., 2021; Koya, 2021; Koya et al., 2021; Kumar et al., 2022; Zhang et al., 2021). ML 

también puede manejar grandes volúmenes de datos, y predecir las propiedades 

mecánicas del HAC con gran precisión (Koya, 2021; Silva et al., 2020; Xu, Zhao, et al., 

2019). 

Entre los métodos de ML más utilizados para predecir estas propiedades del hormigón 

se encuentran: Decision Tree Regressor (DTR) (Ahmad, Ostrowski, et al., 2021; Shang et 

al., 2022; Sharafati et al., 2021; Song et al., 2022), Random Forest (RF) (Shaqadan, 2016; 

Song et al., 2022; Zhang et al., 2021), Extreme Gradient Boosting (XGBoost) (K. T. Nguyen 

et al., 2020; Nguyen-Sy et al., 2020), Support Vector Regressor (SVR) (Farooq et al., 2021; 

Kapoor et al., 2016; Kovačević et al., 2021), Artificial Neural Network (ANN) (Ahmad, 

Farooq, et al., 2021; Ahmad, Ostrowski, et al., 2021; Awoyera et al., 2020; Golafshani y 

Pazouki, 2018; Mazloom y Yoosefi, 2013; T. T. Nguyen et al., 2020; Shang et al., 2022) y 

Gradient Boosting Regressor (GBR) (K. T. Nguyen et al., 2020; Nguyen-Sy et al., 2020; 

Song et al., 2022). Por ejemplo, Lyngdoh et al. (2022) emplearon K-nearest neighbor 

(KNN), Support vector machine (SVM), XGBoost, Neural network (NN), Selección de 

operadores y Contracción del menor Absoluto (LASSO), Random forest (RF), para 
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predecir la resistencia a la tracción y la resistencia a la compresión del hormigón. Por su 

parte, Bui et al. (2018) desarrollaron un sistema experto basado en el modelo de red 

neuronal artificial (ANN) y apoyado por un algoritmo de luciérnaga modificado (MFA) 

para predecir la resistencia a la tracción y la resistencia a la compresión del hormigón 

de alto rendimiento. Nguyen et al. (2021) utilizaron cuatro algoritmos de predicción: 

support vector regression (SVR), perceptrón multicapa (MLP), gradient boosting 

regressor (GBR), y extreme gradient boosting (XGBoost) para estimar la resistencia a la 

compresión y a la tracción del hormigón de alto rendimiento. Concluyeron que los 

modelos XGBoost y GBR predecían mejor la resistencia a la tracción y a la compresión 

del hormigón del alto rendimiento. Por último, Awoyera et al. (2020) modelaron varias 

propiedades del hormigón autocompactante geopolímero, a saber, la resistencia a la 

compresión, la resistencia a la rotura y la resistencia a la flexión, aplicando técnicas de 

programación genética (GEP) y redes neuronales artificiales (ANN), y concluyeron que 

tanto los métodos GEP como los ANN arrojan buenas predicciones a partir de los datos 

experimentales, con errores mínimos. 

En particular, la resistencia a la tracción es uno de las propiedades mecánicas de 

importancia en el diseño de estructuras de hormigón (Eluozo, 2019; Yan et al., 2013), 

porque la fisuración en el hormigón se debe generalmente a las tensiones de tracción 

que se producen bajo carga, o debido a los cambios ambientales (Druta, 2003). Se han 

empleado métodos de aprendizaje automático para predecir la resistencia a la tracción 

del hormigón, siendo los más utilizados las Redes Neuronales (ANN) (Awoyera et al., 

2020; Behnood et al., 2015; Bui et al., 2018; Guo et al., 2021; Nagarajan et al., 2020; 

Nazari y Riahi, 2011; Shivaraj et al., 2015), Support Vector Machine (SVM) (Behnood et 

al., 2015; Guo et al., 2021; Guo et al., 2020; Koya et al., 2021; Lyngdoh et al., 2022; H. 

Nguyen et al., 2021; Ray et al., 2021; Shivaraj et al., 2015; Yan et al., 2013; Q. Zhang y 

Habibi, 2021), eXtreme Gradient Boosting (XGBoost) (Guo et al., 2021; Lyngdoh et al., 

2022; H. Nguyen et al., 2021), Random Forest (RF) (Koya et al., 2021; Lyngdoh et al., 

2022; Q. Zhang y Habibi, 2021), Decision Tree Regressor (DTR) (Koya et al., 2021; Shang 

et al., 2022), Gradient Boosting Regressor (GBR) (Koya et al., 2021; H. Nguyen et al., 

2021) y por último perceptrón multicapa (MLPs) (H. Nguyen et al., 2021; Q. Zhang y 

Habibi, 2021). 
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4.2.1  Importancia de la investigación 

Esta publicación tiene como objetivo Comparar cuatro métodos de aprendizaje 

automático (ML): XGBoost, GB, CB y ETR, para la estimación de la resistencia a la tracción 

del HAC con RA a los 28 días, con datos obtenidos de la literatura. Según el conocimiento 

de los autores, no se ha realizado ninguna investigación considerable sobre la 

comparación de los métodos ML en la resistencia a la tracción del hormigón 

autocompactante con áridos reciclados, lo que marca la novedad del presente estudio. 

El rendimiento de los modelos ML se evaluó por medio de las métricas R2, RMSE y MAE 

para determinar el algoritmo de ML más adecuado para obtener predicciones fiables de 

la resistencia a la tracción. 

4.2.2  Antecedentes de la investigación 

4.2.2.1 Métodos de aprendizaje automático 

Los métodos de ML aprenden de los datos para luego realizar la clasificación y la 

predicción. Son cada vez más populares, debido a la creciente potencia computacional 

utilizada en el sector de la construcción para estimar el rendimiento de los materiales 

(Awoyera et al., 2020; H. Nguyen et al., 2021). En el presente estudio se aplicaron cuatro 

métodos de ML para predecir la resistencia a la tracción del HAC con RA: XGBoost, GB, 

CB y ETR. Estos métodos fueron seleccionados en base a su amplio uso en 

investigaciones relacionadas. En la Figura 27 se presenta el proceso de ML. A 

continuación, se presenta una visión resumida de estos métodos. 

4.2.2.1.1  Extreme Gradient Boosting (XGBoost) 

Extreme Gradient Boosting (XGBoost) fue desarrollado por Chen y Guestrin (2016), 

como un método de aprendizaje de conjunto escalable, para el refuerzo de árboles, útil 

tanto para el ML como para la minería de datos. XGBoost emplea una formalización más 

regularizada de la técnica para controlar el sobreajuste y lograr un mejor rendimiento. 

Como resultado, se la complejidad del modelo decrece y se evita en gran medida el 
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sobreajuste (Chang et al., 2018; Guelman, 2012). XGBoost puede emplearse como un 

método avanzado de GB con procesamiento distribuido en paralelo, esto es resultado 

de la comparación de XGBoost con GB, realizada por Chen y Guestrin (2016). En este 

sentido, GB sufre los inconvenientes del sobreajuste y la lentitud. Por lo tanto XGBoost 

es un método de ML que presenta dos funciones reguladoras autocompatibles 

(contracción de columnas y submuestreo), lo que lo hace más confiable (Kang et al., 

2021).  

 

Figura 27. Proceso del aprendizaje automático. 

Además, presenta mejor capacidad de predicción, lo que significa que cuando hay gran 

volumen de datos, el tiempo de procesamiento es menor para XGBoost que para GB. 

Marani y Nehdi (2020) señalan que XGBoost emplea una función de regularización junto 

con la función de pérdida para evaluar la "bondad" del modelo. La Figura 28 muestra el 

diagrama esquemático de XGBoost. 
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Figura 28. Diagrama esquemático de XGBoost. 

4.2.2.1.2 Gradiente Boosting (GB) 

Gradient Boosting (GB) es un método supervisado de ML que se utiliza tanto para 

problemas de regresión como de clasificación (Marani y Nehdi, 2020; Olu-Ajayi et al., 

2022). Fue diseñado, en el 2001, por Friedman (Friedman, 2001) como un método que 

combina un conjunto de modelos débiles para formar un modelo más robusto utilizando 

modelos aditivos. GB conecta numerosos aprendices de base como una suma 

ponderada para reducir el sesgo y la varianza y preponderar los datos que fueron mal 

clasificados (Ben Jabeur et al., 2021; Kang et al., 2021), La función de pérdida sirve para 

minimizar empleando aprendices de base en la iteración de Boosting (Friedman, 2002; 

Ben Jabeur et al., 2021; Kang et al., 2021). Varios métodos de ML supervisado 

desarrollados recientemente, como XGBoost, LightGBM y CatBoost, utilizan GB como 

base para mejorar su capacidad de adaptarse a las necesidades del momento, 

mejorando la escalabilidad (Ben Jabeur et al., 2021). La Figura 29 muestra el diagrama 

esquemático de Gradient Boost. 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 187 

CAPITULO IV 

II 
Resumen 

 

Figura 29. Diagrama esquemático de Gradient Boost. 

4.2.2.1.3   Cat Boosting (CB) 

Cat Boosting (CB) es una implementación de GB, propuesta por Prokhorenkova et al. 

(2018) que utiliza árboles de decisión binarios como base de predicción. Dos avances 

algorítmicos fundamentales introducidos en CB son la implementación de boosting 

ordenado (una alternativa al algoritmo clásico basada en permutaciones) y un algoritmo 

innovador para procesar características categóricas (Dorogush et al., 2018; 

Prokhorenkova et al., 201b). CB emplea técnicas de permutación one_hot_max_size 

(OHMS) y estadísticas basadas en objetos enfocándose en columnas categóricas (Al 

Daoud, 2019b). Mediante el uso del método Greedy, la división en árbol resuelve el 

crecimiento exponencial de la combinación de características (Prokhorenkova et al., 

2018). Para cada característica que tiene más categorías que OHMS (un parámetro de 

entrada), CB divide aleatoriamente (en subconjuntos) los registros y convierte las 

etiquetas en números enteros y codifica las características categóricas convirtiéndolas 

en numéricas (Al Daoud, 2019), lo que significa que el trabajo exitoso con características 

categóricas se lleva a cabo con la menor pérdida de información (Dorogush et al., 2018) 
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4.2.2.1.4  Extra Trees Regressor (ETR) 

Extra Trees Regressor (ETR) es otro método supervisado de ML, propuesto por Geurts 

et al. (2006), en el 2005, el mismo puede utilizarse en problemas de regresión y de 

clasificación. ETR selecciona aleatoriamente características y puntos de corte dividiendo 

un nodo del árbol para entrenar los estimadores (M. W. Ahmad, Mourshed, et al., 2018; 

M. W. Ahmad, Reynolds, et al., 2018; Geurts et al., 2006). ETR se desarrolló como una 

extensión de GB, empleando el mismo principio (M. W. Ahmad, Reynolds, et al., 2018). 

Sin embargo, es menos probable que sobreajuste un conjunto de datos (Geurts et al., 

2006). Una de las diferencias críticas entre estos dos algoritmos es que ETR selecciona 

el mejor aspecto y valor relacionado para una división más discriminativa (Marani y 

Nehdi, 2020). Además, ETR, a diferencia GB, utiliza todo el conjunto de datos de 

entrenamiento para entrenar cada árbol de regresión y no utiliza boostrapping para el 

entrenamiento (M. W. Ahmad, Mourshed, et al., 2018; M. W. Ahmad, Reynolds, et al., 

2018; Geurts et al., 2006). La Figura 30 muestra el diagrama esquemático de Extra Trees 

Regressor. 

 

Figura 30. Diagrama esquemático de Extra Trees Regressor. 
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4.2.3 Materiales y métodos 

4.2.3.1  Base de datos experimental 

La base de datos para este estudio fue conformada por 381 muestras de HAC con RA 

procedentes de artículos de investigación publicados en revistas científicas, como se 

muestra en la Tabla 11. En la cual se indica el autor, el número de mezclas (# mix) y la 

proporción (% data) aportada a la base de datos. 

De estos artículos publicados sobre la resistencia a la tracción del HAC con RA, la Tabla 

12 muestra los valores mínimos, máximo, media, desviación estándar, asimetría y 

kurtosis de las variables de entrada: Cement (Cmt), Aditivo Mineral (MA), agua (W), 

árido fino (FA), árido grueso (CA), Superplastificante (SP) y de salida resistencia a la 

tracción (fst) las cuales fueron empleadas para modelar la resistencia a la tracción del 

HAC con RA, a través del uso de técnicas de ML. Además, la distribución de la frecuencia 

con la curva Normal de cada una de las variables de entrada se muestra en la Figura 31, 

donde se puede apreciar el comportamiento de cada una de las variables. 

Tabla 11. Experimental database. 

No Reference # 
mix 

% 
data 

No Reference # 
mix 

% 
data 

1 Ali y Al-Tersawy (2012a) 18 4.73 22 Nieto et al. (2019a) 22 5.78 
2 Aslani et al. (2018a) 15 3.94 23 Nili et al. (2019a) 10 2.63 
3 Babalola et al. (2020a) 14 3.68 24 Pan et al. (2019a) 6 1.57 
4 Bahrami et al. (2020a) 10 2.63 25 Revathi et al. (2013a) 5 1.31 
5 Behera et al. (2019a) 6 1.57 26 Revilla-Cuesta et al. 

(2020a) 
5 1.31 

6 Chakkamalayath et al. 
(2020) 

6 1.57 27 Sadeghi-Nik et al. (2019a) 12 3.15 

7 Duan et al. (2020a) 10 2.63 28 Señas et al. (2016) 6 1.57 
8 Fiol et al. (2018) 12 2.33 29 Sharifi et al. (2013) 6 1.57 
9 Gesoglu et al. (2015a) 24 6.3 30 Sherif y Ali (2014) 15 3.94 
10 Grdic et al. (2010a) 3 0.79 31 Silva et al. (2016)  5 1.31 
11 Güneyisi et al. (2014) 5 1.31 32 Singh et al. (2019)  12 3.15 
12 Guo et al. (2020a) 11 2.89 33 Sun et al. (2020) 10 2.63 
13 Katar et al. (2021) 4 1.05 34 Surendar et al. (2021) 7 1.84 
14 Khodair et al., 2017 

Khodair y Luqman 
(2017a) 

20 5.25 35 Tang et al. (2016)  5 1.31 

15 Kou & Poon (2009a) 13 3.41 36 Thomas et al. (2016) 4 1.05 
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16 Krishna et al. (2018) 5 1.31 37 Tuyan et al. (2014) 12 3.15 
17 Kumar et al. (2022) 4 1.05 38 Uygunoğlu et al (2014) 8 2.10 
18 Long et al. (2016b) 4 1.05 39 Wang et al. (2020) 5 1.31 
19 Mahakavi y Chithra 

(2020a) 
25 6.56 40 Yu et al. (2014) 3 0.79 

20 Manziz (2017) 4 1.05 41 Zhou et al. (2013)  6 1.57 
21 Martínez-García et al. 

(2020) 
4 1.05  Total 381 100 

 

Tabla 12. Valores mínimo, máximo, media, desviación estándar, asimetría y kurtosis de 

las variables de entrada y salida. 

Parámetros 
Cmt 
(kg/m3) 

MA 
(kg/m3) 

W 
(kg/m3) 

FA 
(kg/m3) 

CA 
(kg/m3) 

SP 
(kg/m3) 

Fst 
(MPa) 

Min 78.00 0.00 45.50 532.20 328.00 0.00 0.96 
Max 550.00 515.00 246.00 1200.00 1170.00 16.00 7.20 
media 368.73 138.26 167.29 844.71 796.05 5.07 3.52 
SD 98.38 94.94 31.01 130.52 154.06 3.12 1.00 
As -0.849 0.396 -0.365 0.593 -0.292 0.852 0.896 
K 0.252 -0.280 1.696 0.728 1.173 1.047 1.477 

Nota: Min = valor mínimo, Max= valor máximo, SD= desviación estándar, As= 
asimetría, K= kurtosis 

 

 

 
(a) 

 
(b) 

 
(c) 

 
(d) 
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(e) 

 
(f) 

Nota. Variables de entrada: (a) Cemento; (b) Aditivo Mineral; (c) Agua; (d) Árido Fino; (e) Árido 
grueso; (f) Superplastificante. 

 

Figura 31. Distribución de frecuencia con curva Normal de las variables de entrada. 

4.2.3.2 Preprocesamiento de los datos 

El pre-procesamiento de los datos es necesario para que los datos sean adecuados para 

un modelo de ML. La normalización es un procedimiento de pre-procesamiento de los 

datos; elimina la influencia de las escalas, ya que varias características suelen tener 

diferentes escalas y dimensiones (Alshdaifat et al., 2021; Liu et al., 2020). La 

normalización garantiza que todas las características estén en la misma escala. Para ello, 

los datos de cada característica se convierten en un número entre cero y uno; esto evita 

que las variables en rango numérico superior dominen a las de rango numérico inferior. 

Este proceso es fundamental para eliminar la influencia de la dimensión particular y 

evitar errores durante el desarrollo del modelo (Liu et al., 2020; Özkan et al., 2022). Para 

normalizar variables de entrada y de salida usadas para modelar de la resistencia a la 

tracción del HAC con RA, se usó MaxAbs Scaler, donde cada característica se escala 

empleando su valor máximo, según la Ecuación 8: 

𝑥𝑠𝑐𝑎𝑙𝑒𝑑 =
𝑥

𝑚𝑎𝑥(|𝑥|)
                                                            (8) 

donde: x es un dato. 

4.2.3.3 Visualización de los datos 

Se analizó la correlación entre las características de entrada (variables independientes) 

para ver si existe o no dependencia entre las diferentes características, este análisis 
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estadístico contribuye a la optimización del modelo predictivo (Rathakrishnan et al., 

2021a), porque maximiza la predicción de los resultados. Para ello se calcula la matriz 

de correlación de Pearson (mapa de calor) (Figura 32), analizando la correlación entre 

las variables independientes (variables de entrada). A pesar de que hubo una correlación 

relativamente alta entre algunas de las características, como aditivo mineral y cemento 

(r = -0.608) y los áridos gruesos y áridos finos (r = -0.685), ninguna correlación entre las 

característica fue superior a 0.80, lo que indica que no existe multicolinealidad (Hassan 

y El-Hag, 2020; Koya, 2021). 

 

Figura 32. Matriz de correlación de las características de entrada. 

4.2.3.4 División de los datos 

Para realizar el modelado de la resistencia a la tracción a los 28 días del HAC con RA, se 

realizó una partición aleatoria de los datos en tres conjuntos diferentes: entrenamiento, 

validación y prueba, lo que ayudó a evaluar la capacidad de generalización del modelo 

predictivo. El conjunto de datos de entrenamiento se conformó con 267 mezclas (70%), 

el conjunto de datos de validación con 57 mezclas (15%) y el conjunto de datos de 

prueba con 57 mezclas (15%). La tabla 13 muestra el rango y la descripción de las 

variables de entrada y de salida para los tres conjuntos de datos. 
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Table 13. Mínimo, máximo, media, desviación estándar, asimetría y kurtosis de las 

variables de entrada y salida, para cada conjunto de datos. 

Conjunto de 
datos 

Parametro Cmt MA W FA CA SP fst 

Entrenamiento 

Unit kg/m3 kg/m3 kg/m3 kg/m3 kg/m3 kg/m3 MPa 
Min 94.00 0.00 45.50 581.00 328.00 0.00 1.40 
Max 520.00 390.00 246.00 1200.00 1170.00 16.00 7.10 
Media 371.83 135.10 168.03 846.72 790.32 4.83 3.51 
SD 93.32 92.02 31.63 129.38 154.51 2.91 0.99 
As -0.91 0.30 -0.20 0.695 -0.53 0.62 0.91 
K 0.52 -0.68 1.60 0.79 1.35 0.53 0.15 

Validación 

Min 78.00 0.00 45.50 532.50 335.00 0.00 0.96 
Max 520.00 515.00 246.00 1200.00 1170.00 16.00 6.40 
Media 375.55 143.57 167.53 851.13 789.75 5.86 3.45 
SD 95.29 107.03 32.34 142.14 151.80 3.40 0.13 
As -1.01 0.92 -1.13 0.25 0.01 1.07 0.76 
K 1.50 1.32 3.21 .17 1.06 1.50 0.32 

Prueba 

Min 111.00 0.00 104.30 532.20 530.00 0.00 1.45 
Max 550.00 320.00 203.40 1200.00 1150.00 16.00 7.20 
Media 347.36 147.79 163.56 828.85 829.21 5.41 3.61 
SD 121.12 69.60 26.69 127.79 152.64 3.62 1.06 
As -0.43 0.05 -0.57 0.53 0.57 1.07 0.96 
K -1.02 -1.14 -0.40 1.55 -0.02 0.89 1.70 

Nota: Min = valor mínimo, Max= valor máximo, SD= desviación estándar, As= asimetría, K= 
kurtosis. 

4.2.3.5 Evaluación de los modelos 

Se utilizaron cuatro métricas para evaluar el rendimiento de los modelos: Coeficiente de 

Determinación (R2) (Ecuación 2), Raíz del Error Medio Cuadrático (RMSE) (Ecuación 3) y 

Error Absoluto Medio (MAE) (Ecuación 4). Estas métricas estiman los errores en las 

predicciones de la resistencia a la tracción a los 28 días del HAC con RA cuando se 

comparan con las observaciones reales (Azizifar y Babajanzadeh, 2018; Kang et al., 2021; 

Nafees et al., 2021; Olu-Ajayi et al., 2022). 

Ahora bien, el valor R2 se considera el mejor de estas métricas para la evaluación de 

modelos (Nafees et al., 2021; Rathakrishnan et al., 2021). La Tabla 14 muestra el rango 

de valores de R2 para las evaluaciones de los modelos de predicción (Marani y Nehdi, 

2020; Nafees et al., 2022; Ray et al., 2021) . 
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Tabla 14. Criterios estadísticos para R2. 

R2 Tasa de rendimiento Poder de pronóstico 

  ≥ 0.95 Excelente Predicción muy precisa  
0.75 - 0.95 Muy bueno  Predicción buena  
0.65 - 0.75 Satisfactorio Predicción aceptable 
  < 0.65 Insatisfactorio Imprecisa para la predicción 

 

 Por otro lado, mientras más cercanos a cero sean los valores de la raíz del error medio 

cuadrático y del Error Absoluto Medio, mejor será el rendimiento del modelo ML en la 

predicción de la resistencia a la tracción del HAC con RA a los 28 días (Farooq et al., 2021; 

Kovačević et al., 2021; Olu-Ajayi et al., 2022; Song et al., 2021). 

4.2.4   Resultados y discusión 

4.2.4.1  Comparación del rendimiento predictivo de los 

modelos ML 

Dado que la métrica R2 es más intuitivo y conveniente para Comparar el rendimiento de 

diferentes modelos ML (Nafees et al., 2021; Rathakrishnan et al., 2021), en el siguiente 

análisis se adopta como índice métrico principal. La precisión de la predicción se refleja 

en el valor de R2, y un valor elevado de esta métrica indica que el modelo presenta una 

alta precisión de la predicción. También, se consideraron los valores de las métricas 

RMSE y MAE; los valores inferiores a 0.05 indican que el modelo ML presenta un buen 

ajuste (Rathakrishnan et al., 2021; Schermelleh-Engel et al., 2003) para predecir la 

resistencia a la tracción del HAC con RA a los 28 días. La tabla 15 muestra los resultados 

de R2 tanto del conjunto global de datos como los del conjunto de datos de 

entrenamiento y prueba de los modelos: XGBoost, GB, CB y ETR. Los valores de R2 del 

conjunto global de datos de los cuatro modelos oscilaron entre 0.7717 y 0.8428 MPa, 

mostrando valores superiores a 0.75. Estos valores indican que los modelos tienen una 

buena capacidad de predicción, según los criterios estadísticos establecidos para R2 

(Nafees et al., 2022; Ray et al., 2021). Además, los valores de la raíz del error medio 

cuadrático y del Error Absoluto Medio oscilaron entre 0.0225 y 0.0270 MPA y 0.0066 y 
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0.0078 MPa, respectivamente. Estos valores, tan cercanos a cero, indican que los 

modelos de predicción XGBoost, GB, CB y ETR presentan una gran concordancia entre 

los datos predichos y los datos experimentales reales obtenidos del HAC con RA.  

Por otro lado, en lo que respecta a los datos de entrenamiento, se puede observar que 

los valores de R2 oscilan entre 0.9292 y 0.9421 (Tabla 15), siendo todos los valores 

superiores a 0.90, esto muestra que los cuatro modelos son buenos predictores de la 

resistencia a la tracción para el HAC con RA.  

Tabla 15. Rendimiento de XGBoost, GB, CB y ETR con diferentes parámetros. 

Parámetros  XGBoost GB CB ETR 

R2 

Prueba 0.8423 0.7709 0.7736 0.8143 
Entrenamiento 0.9421 0.9292 0.9382 0.9484 
Global 0.8428 0.7717 0.7744 0.8149 

RMSE 
Prueba 0.0581 0.0700 0.0696 0.0636 
Entrenamiento 0.0329 0.0365 0.0341 0.0311 
Global 0.0225 0.0270 0.0269 0.0244 

MAE 
Prueba 0.0443 0.0525 0.0516 0.0451 
Entrenamiento 0.0188 0.0239 0.0217 0.0127 
Global 0.0066 0.0078 0.0077 0.0067 

 

Para seleccionar el modelo que mejor se ajusta a una buena predicción de la resistencia 

a la tracción a los 28 días (del HAC con RA), se realizó una comparación de las métricas 

de los datos de prueba. El modelo XGBoost tuvo el mejor rendimiento predictivo, con el 

valor más alto de R2 = 0.8423 (Tabla 15). Considerando así, que XGBoost predice la 

resistencia a la tracción con muy buena precisión (Nafees et al., 2022; Ray, Rahman, 

Haque, et al., 2021); así como los valores de RMSE y MAE más bajos (0.0581 MPa y 

0.0443 MPa, respectivamente), indican que es un buen ajuste del modelo y una gran 

capacidad para generalizar. Según Guo et al. (2021) la alta precisión del modelo XGBoost 

puede atribuirse a su arquitectura, que permite una mejor representación de la relación 

entre las variables de entrada y salida.  

La Figura 33 muestra el comportamiento predictivo del modelo XGBoost, superando a 

los modelos GB, CB y ETR en lo que respecta al valor de R2, además de tener los valores 

más bajos de la raíz del error medio cuadrático y del Error Absoluto Medio, lo que indica 
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que el modelo XGBoost presenta un buen ajuste en la predicción de la resistencia a la 

tracción a los 28 días del HAC con RA (Guo et al., 2021; Lyngdoh et al., 2022; H. Nguyen 

et al., 2021). 

 

Figura 33. R2, RMSE, MAE and MAPE de los modelos ML. 

Por otro parte, la Figura 34 muestra la correlación entre la resistencia a la tracción 

experimental y la predicha para los datos de prueba, donde puede observarse que todos 

los modelos predicen bien las mediciones reales.  
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(b) 

 
(c) 

 
(d) 

Nota. Modelos: (a) XGBoost; (b) GB; (c) CB; (d) ETR. 

Figura 34. Comparación de la resistencia a la tracción de los modelos, para la data de 

prueba. 

Sin embargo, en el gráfico de dispersión del modelo XGBoost (Figura 34a) los valores se 

agrupan mejor con respecto a la línea de predicción en comparación con los otros 

modelos, presentando así menos dispersión. Estos resultados muestran que el modelo 

XGBoost puede predecir razonablemente la resistencia a la tracción, estos resultados 

son similares a hallazgos de estudios anteriores (Guo et al., 2021; Lyngdoh et al., 2022; 

H. Nguyen et al., 2021). Por el contrario, GradientBoost (GB) fue el modelo que mostró 

la precisión más baja con un valor de R2= 0.9292 (Tabla 15), esto se ve reflejado en el 

gráfico de dispersión (Fig 34b), donde se aprecian una mayor dispersión de los valores 

alrededor de la línea de predicción. Este resultado coincide con los hallazgos de (H. 

Nguyen et al., 2021), al contrastar los valores de XGBoost con Gradient Boost. 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 198 

CAPITULO IV 

II 
Resumen 

4.2.4.2 Comparación de los resultados de los modelos 

ML 

La Figura 35 muestra la resistencia a la tracción del HAC con RA experimental y predicha 

para los modelos: XGBoost, GB, CB y ETR, donde el número de muestras igual a 267 es 

el margen de los resultados de los datos de entrenamiento y de prueba, este está 

representado por la línea pespunteada vertical azul. Las curvas dadas ilustran que los 

valores predichos a partir de los modelos XGBoost, GB, CB y ETR están bien 

correlacionados con los valores experimentales de la resistencia a la tracción. Estos 

modelos permiten reconocer los patrones incrustados en los datos experimentales. Las 

líneas de color azul reflejan el comportamiento de los datos experimentales en cada 

gráfico, mientras que las de color rojo muestran los valores predichos. Cuanto más 

significativa es la diferencia entre las líneas de los valores experimentales y los valores 

predichos, esto indica mayores errores. Así el gráfico que mejor ajuste presenta es la del 

modelo XGBoost (Figura 35a). Esto sugiere que el modelo XGBoost puede predecir con 

precisión la resistencia a la tracción mejor que GB, CB y ETR, por tanto, es el mejor 

modelo. 

 
(a) 
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(b) 

 
(c) 

 
(d) 

Nota. Modelos: (a) XGB; (b) GB; (c) CB; (d) ETR. 

Figura 35. Resistencia a la tracción experimental y predicha para los modelos. 

4.2.4.3 Análisis de sensibilidad 

El análisis de ayuda a comprender la influencia de cada variable de entrada sobre la 

variable de salida. Cuanto más alto sean los valores de sensibilidad, más significativo 

será la incidencia de las variables de entrada sobre la variable de salida. Según Shang et 

al. (2022) las variables de entrada tienen un impacto notable en la predicción de la 

variable de salida. Para evaluar el efecto de cada variable de entrada: cemento, aditivo 

mineral, agua, áridos finos, áridos gruesos y superplastificantes en la incertidumbre de 

la resistencia a la tracción (del HAC con RA) se determinó el análisis de sensibilidad 

mediante las ecuaciones 6 y 7.  

 Cada una de las anteriores variables de entrada juega un papel importante en la 

predicción de la resistencia a la tracción del HAC con RA, tal como se muestra en la Figura 

36. El cemento (30.07%), el árido fino (22.83%) y el aditivo mineral (22.08%) son las que 

más contribuyen en la predicción del fst del HAC con RA. En relación a esto, Shang et al. 
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(2022) afirmaron que el cemento es un elemento que influye decisivamente en la 

predicción de la resistencia a la tracción del hormigón autocompactante fabricado con 

áridos reciclados. También se puede observar que las variables de entrada árido grueso 

y superplastificante tuvieron contribuciones similares de 13.02% y 9.61% 

respectivamente. Finalmente, el agua (2.39%) fue la variable menos influyente en la 

predicción de la resistencia a la tracción, estos resultados coinciden con los hallazgos de 

investigaciones anteriores (Shang et al., 2022). 

 
Nota. Cmt = Cemento; FA= árido fino; MA = aditivo mineral; CA = árido grueso; SP = superplastificante 
y W = agua. 

Figura 36. Contribución de las variables de entrada a la resistencia a la tracción en el 

modelo XGBoost. 

4.2.5  Conclusiones parciales 

El objetivo de este apartado fue Comparar las capacidades para predecir la resistencia a 

la tracción a los 28 días del HAC con RA de cuatro métodos de ML: XGBoost, GB, CB y 

ETR. Además, se investigó la contribución de cada variable de entrada en la predicción 

de la resistencia a la tracción a los 28 días del HAC con RA a través del análisis de 

sensibilidad. Para este propósito se consideraron las siguientes variables de entrada: 

cemento, agua, aditivo mineral, áridos finos, áridos gruesos y superplastificante. Para 

evaluar la capacidad predictiva de los modelos se utilizaron las métricas: R2, RMSE y 

MAE. De esta investigación se extrajeron las siguientes conclusiones: 

1. Para el desarrollo de los modelos ML: XGBoost, GB, CB y ETR se utilizó una base de 

datos de 381 muestras procedentes de literatura publicada en revistas científicas. 

Las mismas se dividieron aleatoriamente en tres conjuntos de datos: 
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entrenamiento, validación y prueba, cada uno con 267 (70%), 57 (15%) y 57 (15%) 

muestras, respectivamente. 

2. Los cuatro métodos de ML predijeron la resistencia a la tracción del HAC con RA con 

una precisión satisfactoria; los valores de R2 de los datos de entrenamiento para 

XGBoost, GB, CRB y ETR iguales 0.9421; 0.9292; 09382 y 0.9484, respectivamente, 

y todos los modelos alcanzaron un valor superior a 0.75. 

3. XGBoost fue el modelo con mejor rendimiento, al mostrar para el conjunto de datos 

de prueba, el valor más alto de R2 = 0.8423, así como los valores más bajos de RMSE 

= 0.0581 y MAE = 0.0443, en comparación con los modelos GB, CB y ETR.  

4. XGBoost se considera el mejor modelo para predecir la resistencia a la tracción a los 

28 días del HAC con RA 

5. El análisis de sensibilidad reveló que el cemento es la variable de entrada que más 

contribuye (30.07%) a la predicción de la resistencia a la tracción a los 28 días del 

HAC con RA, seguido de áridos finos y aditivos minerales con una contribución 

superior al 20%. En cambio, el agua es el parámetro que menos contribuye (2.39%) 

a la misma predicción. 

4.3  PREDICCIÓN DE LA RESISTENCIA A LA 

TRACCIÓN DEL HORMIGÓN AUTOCOMPACTANTE 

CON ÁRIDOS RECICLADOS USANDO MÉTODOS 

DE APRENDIZAJE PROFUNDO 

El hormigón es el material de construcción más utilizado en todo el mundo. Una de las 

principales tareas arduas es producir un hormigón duradero sin excesivos huecos y con 

una larga vida útil (Bilim et al., 2009). Debido a una amplia investigación, la tecnología 

de diseño del hormigón ha mejorado en los últimos años mediante la adición de 

determinados aditivos (Li, 2011; Saidova et al., 2021). El hormigón autocompactante, 

creado en Japón en la década de 1980 para conseguir edificios de hormigón de alto 

rendimiento y larga duración, es uno de los resultados de la mejora de la tecnología de 
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diseño del hormigón (Okamura y Ouchi, 2003; Zaid et al., 2021; Zaid, Hashmi, et al., 

2022). La principal distinción entre el hormigón autocompactante y el convencional es 

la proporción de mezcla de los materiales (Smirnova et al., 2021; Yakovlev et al., 2021; 

Zaid, Mukhtar, et al., 2022). El HAC se asienta bajo su peso haciendo su recorrido como 

un fluido (Nikbin et al., 2014; Smirnova, 2018; Smirnova et al., 2021). El HAC se considera 

innovador porque puede utilizarse fácilmente en zonas congestionadas donde el 

hormigonado no es fácil. Con el HAC se reduce la contaminación acústica y se mejora la 

capacidad de llenado y la velocidad de construcción (Althoey et al., 2022; Nikbin et al., 

2014; Zaid et al., 2021). 

La población está creciendo a un ritmo alarmante en todo el mundo con la adopción e 

implementación de nuevas tecnologías de diseño de hormigón, lo que provoca un mayor 

consumo de recursos y la degradación del medio ambiente. En consecuencia, ha 

aumentado la cantidad de residuos de la construcción (Borrero et al., 2021; Tam et al., 

2007). En cuanto a la composición del hormigón, los áridos gruesos (piedra natural 

triturada) y los finos (arena) constituyen la mayor parte del hormigón autocompactante, 

aproximadamente el 60-70% (Aslam et al., 2022; Daungwilailuk et al., 2017; Huang et 

al., 2020; Jiradilok et al., 2020). Al mismo tiempo, los recursos naturales se están 

agotando a gran velocidad debido a la urbanización moderna (J. Ahmad et al., 2021; 

Aslam et al., 2022; Smirnova et al., 2022). La principal fuente de áridos de buena calidad, 

es decir, las montañas, se está agotando a un ritmo alarmante (Carvalho, 2017; Zaid, 

Hashmi, et al., 2022; Zaid, Martínez-García, et al., 2022). Por ello, las catástrofes 

naturales han golpeado a muchos países del mundo (Kaewunruen y Meesit, 2020; 

Smirnova, 2019; Smirnova, 2020). Por otra parte, cada año se derriban muchos edificios 

a causa de los terremotos o después de completar su vida útil (Daungwilailuk et al., 

2017; Kaewunruen y Meesit, 2020; H. Y. T. Nguyen et al., 2018). Por ello, cada año se 

genera una cantidad considerable de residuos de la construcción. Para contrarrestar 

esta situación, la revolución más sostenible es utilizar áridos reciclados en el hormigón 

autocompactante. Los áridos reciclados (RA) son productos de desecho abundantes 

mediante la demolición del edificio y su posterior trituración, cribado y limpieza 

adecuada (Berndt, 2009). El segundo procedimiento consiste en obviar todos estos 
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trabajos experimentales, reduciendo así la degradación medioambiental y otros 

desperdicios de materiales naturales.  

En la actualidad, muchos investigadores están trabajando en el uso de técnicas de soft 

computing. Una de estas técnicas es el uso de una red neuronal artificial (ANN) para 

validar y predecir parámetros específicos del hormigón. La técnica de las redes 

neuronales artificiales está generalmente motivada por nuestro cerebro humano, que 

está compuesto por miles de millones de neuronas. La ANN funciona de forma similar, 

aprendiendo de las experiencias y utilizando los datos para predecir diferentes 

parámetros (Dabiri et al., 2022; Nikoo et al., 2015). 

4.3.1   Literatura de referencia 

4.3.1.1 Redes neuronales artificiales 

Las Redes Neuronales Artificiales (ANNs) son una técnica fundamental en el Aprendizaje 

Profundo. El Aprendizaje Profundo (DL) es un subconjunto del Aprendizaje Automático 

(ML) que permite el cálculo de redes neuronales multicapa. El Aprendizaje Automático 

es un subconjunto de la Inteligencia Artificial (IA) que utiliza métodos estadísticos para 

permitir que los ordenadores se desarrollen a lo largo del tiempo, a diferencia del tema 

principal de la IA, que permite a las máquinas imitar el comportamiento humano. La 

principal diferencia entre el ML y el DL es que, en el Aprendizaje Profundo, la máquina 

hace la extracción de características, y la clasificación. Sin embargo, en el Aprendizaje 

Automático, debemos realizar la extracción de características nosotros mismos, y la 

máquina hace la clasificación y la predicción (Du et al., 2016). 

Una red neuronal artificial (ANN) es un modelo matemático o informático inspirado en 

la enorme red neuronal biológica del cerebro humano (Schmidhuber, 2015). Puede 

mejorar su rendimiento aprendiendo de sus errores, que es como una Red Neuronal 

Artificial recibe la información, es decir, aprendiendo. Se compone de varias funciones 

y pesos que operan como neuronas artificiales y se conectan en red. Se utilizan 

principalmente en proyectos de inteligencia artificial que resuelven problemas 

complicados y complejos (Nikoo et al., 2015). Las ANN pueden funcionar mediante 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 204 

CAPITULO IV 

II 
Resumen 

algoritmos específicos que son únicos en su género. Desde el punto de vista del artículo, 

a continuación, se analizan LM, BR y SCGB. 

4.3.1.1.1  Algoritmo Levenberg-Marquardt 

El algoritmo de Levenberg-Marquardt (LM) es un procedimiento compuesto por varias 

iteraciones. Estas iteraciones se utilizan para encontrar el valor mínimo de una función 

multivariante escrita como la suma de cuadrados de funciones no lineales de valor real 

(Levenberg, 1944; Marquardt, 1963). Los investigadores han adoptado recientemente 

este enfoque para resolver problemas complejos de mínimos cuadrados no lineales en 

una amplia gama de campos (Mittelmann, 2004). En el algoritmo LM, se combinan dos 

métodos para acelerar las iteraciones y minimizar el error, es decir, el descenso más 

pronunciado y el método de Gauss-Newton. Cuando el resultado actual es correcto, el 

algoritmo se convierte en el método de Gauss-Newton más rápido que otro. Y cuando 

el resultado es incorrecto, se comporta como el descenso Steepest que es relativamente 

lento pero siempre converge (Madsen et al., 2004). Este algoritmo generalmente utiliza 

más memoria, pero menos tiempo.  

4.3.1.1.2  Regularización Bayesiana 

Las redes de retropropagación estándar son menos fiables que las redes neuronales 

artificiales regularizadas bayesianas (BRANNs), que pueden disminuir o eliminar el 

requisito de una validación cruzada prolongada (Mackay, 1992). De la misma manera 

que la regresión de cresta convierte una regresión no lineal en una cuestión estadística 

"bien planteada", la regularización bayesiana hace lo mismo con la regresión no lineal. 

Utilizan más tiempo, pero el modelo tiene numerosas ventajas sobre los datos 

complejos (Winkler y Burden, 2000). La ventaja de utilizar las BRANNs es que los 

modelos son fiables y no es necesario el procedimiento de validación (Hawkins et al., 

2003; Mackay, 1992). Estas redes abordan varias cuestiones que surgen en el modelado 

de la relación cuantitativa estructura-actividad (QSAR), incluyendo la selección del 

modelo, la robustez, la selección del conjunto de validación y la optimización de la 

arquitectura de la red (Lučić et al., 2000). Los criterios bayesianos se detienen para el 

entrenamiento por los procesos empíricos, haciendo imposible el sobreentrenamiento. 
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4.3.1.1.3  Gradiente escalado conjugado de retropropagación 

Los pesos se sintonizan en la dirección de descenso más pronunciada, es decir, la más 

negativa del gradiente, mediante el método fundamental de retropropagación. Este es 

el camino de reducción más rápido para la función de rendimiento. Se observa que, 

aunque la función se reduce más rápidamente junto con el negativo del gradiente, esto 

no conduce a la convergencia más rápida (Hagan et al., 2002) 

Los algoritmos de gradiente conjugado buscan en un camino que produce generalmente 

una convergencia más rápida que la dirección de descenso más aguda, manteniendo la 

reducción de error realizada en las fases anteriores (Kişi y Uncuoğlu, 2005). La dirección 

conjugada es el nombre dado a esta dirección. El tamaño del paso se modifica en la 

mayoría de los algoritmos de gradiente conjugado en cada iteración. Se realiza una 

búsqueda a lo largo de la dirección del gradiente conjugado para calcular el tamaño de 

paso que disminuirá la función de rendimiento a lo largo de esa línea (Demuth et al., 

2009). También es razonable aproximar el tamaño del paso utilizando un método 

distinto a la metodología de búsqueda de líneas. El objetivo es fusionar el método de la 

región de confianza del modelo del algoritmo de Levenberg con la técnica del gradiente 

conjugado. SCG es el nombre dado a este método, que fue descrito por primera vez en 

la literatura por Møller (1993) En cada usuario de la iteración, los parámetros de diseño 

se actualizan de forma independiente, lo que es crítico para el éxito del algoritmo. Esta 

es una ventaja esencial de los algoritmos basados en la búsqueda de líneas (Møller, 

1993). 

4.3.1.2  Importancia de la investigación 

Esta publicación tuvo como objetivo validar y predecir la resistencia a la tracción del 

hormigón autocompactante incorporado con áridos reciclados mediante Redes 

Neuronales Artificiales. No se han realizado estudios significativos sobre la aplicación de 

diferentes métodos de aprendizaje profundo para predecir la resistencia a la tracción 

del HAC con RA. Para ello, se implementaron diferentes algoritmos, a saber, los 

algoritmos de Levenberg Marquardt (LM), de Regularización Bayesiana (BR), y de 

Gradiente Escalado Conjugado de Retropropagación (SCGB). Se seleccionó el mejor 
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modelo tras Compararlos mediante indicadores estadísticos: coeficiente de correlación 

(R) y error medio cuadrático (MSE). Al final, se realizó un análisis de sensibilidad para ver 

cómo afectaba cada variable de entrada a la de salida 

4.3.2 Metodología 

4.3.2.1   Recogida de datos 

Los datos se recogen de varios artículos de investigación. La Tabla 16 muestra la base de 

datos que contiene un total de 381 muestras que comprenden la resistencia a la tracción 

del hormigón autocompactante con áridos reciclados con diversas variables como agua, 

cemento, aditivos, áridos gruesos, agua, áridos finos y superplastificantes. La base de 

datos incluye el número de referencia que indica el número total de artículos de 

investigación, las referencias de los autores, la cantidad de datos (# datos) que aporta 

cada artículo y el porcentaje (% datos) de los datos globales.  

Tabla 16. Base de datos experimental. 

No Referencia # data 
% 
data 

No Referencia # data 
% 
data 

1 
Ali y Al-Tersawy 
(2012) 

18 4.72 22 
Nieto et al. 
(2019) 

22 5.77 

2 Aslani et al. (2018) 15 3.94 23 Nili et al. (2019) 10 2.62 

3 
Babalola et al. 
(2020) 

14 3.67 24 Pan et al. (2019) 6 1.57 

4 
Bahrami et al. 
(2020) 

10 2.62 25 
Revathi et al. 
(2013) 

5 1.31 

5 Behera et al. (2019) 6 1.57 26 
Revilla-Cuesta et 
al. (2020) 

5 1.31 

6 
Chakkamalayath et 
al. (2020) 

6 1.57 27 
Sadeghi-Nik et al. 
(2019) 

12 3.15 

7 Duan et al. (2020) 10 2.62 28 
Señas et al. 
(2016) 

6 1.57 

8 Fiol et al. (2018) 12 3.15 29 
Sharifi et al. 
(2013) 

6 1.57 

9 
Gesoglu et al. 
(2015) 

24 6.30 30 Khafaga (2014) 15 3.94 

10 Grdic et al. (2010) 3 0.79 31 Silva et al. (2020) 5 1.31 

11 
Güneyisi et al. 
(2014) 

5 1.31 32 
Singh et al. 
(2019) 

12 3.15 

12 Guo et al. (2020) 11 2.89 33 Sun et al. (2020) 10 2.62 
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13 Katar et al. (2021) 4 1.05 34 
Surendar et al. 
(2021) 

7 1.84 

14 
Khodair & Luqman 
(2017) 

20 5.25 35 Tang et al. (2016) 5 1.31 

15 Kou & Poon (2009) 13 3.41 36 
Thomas et al. 
(2016) 

4 1.05 

16 Krishna et al. (2018) 5 1.31 37 
Tuyan et al. 
(2014) 

12 3.15 

17 Kumar et al. (2022) 4 1.05 38 
Uygunoğlu et al. 
(2014) 

8 2.10 

18 Long et al. (2016) 4 1.05 39 
Wang et al. 
(2020) 

5 1.31 

19 
Mahakavi & Chithra 
(2020) 

25 6.56 40 Yu et al. (2014) 3 0.79 

20 Manzi et al. (2017) 4 1.05 41 Zhou et al. (2013) 6 1.57 

21 
Martínez-García et 
al. (2020) 

4 1.05  Total 381 100 

 

La Tabla 17 presenta las características estadísticas, como el mínimo, el máximo, la 

media, la mediana, la moda y la desviación estándar, de ciertas variables como entradas 

(agua, cemento, aditivos, áridos gruesos, agua, áridos finos y superplastificantes) y una 

posible salida de estos artículos de investigación publicados, es decir, la resistencia a la 

tracción del hormigón autocompactante de áridos reciclados. Su representación gráfica 

se muestra en la Figura 37 y la Figura 38. 

Tabla 17. Valores mínimos, medios y máximos de las variables de entrada y salida. 

                   Variables Abreviatura Mínimo Media Máximo 

Entrada 
(kg/m3) 

Cemento  C 78.00 368.73 550.00 
Aditivos  A 0.00 138.27 515.00 
Agua  W 45.50 167.29 246.00 
Áridos fino  FA 532.20 844.71 1200.00 
Áridos gruesos  CA 328.00 196.05 1170.00 
Superplastificantes SP 0.00 5.07 16.00 

Salida 
(MPa) 

Resistencia a la 
tracción  

TS 0.96 3.52 7.20 
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Figura 37. Características estadísticas de las variables de entrada. 

 

Figura 38. Características estadísticas de la variable de salida. 

4.3.2.2 Visualización de datos 

La correlación entre las variables de entrada: agua, cemento, aditivos, agregados 

gruesos, agregados finos y superplastificantes, y la variable de salida: resistencia a la 

tracción (TS), se investigó para ver si había una relación entre ellos; este análisis 

estadístico ayudó a la creación del modelo de predicción mediante el aumento de la 

precisión de la predicción del resultado (Rathakrishnan et al., 2021). Para ello, se generó 

la matriz de correlación de Pearson (mapa de calor), como se muestra en la Figura 39, 

que analizó la correlación entre las variables de entrada independientes. Una 

correlación (|r|>0,8) entre las variables de entrada podría indicar que existe 

actualmente multicolinealidad entre las variables, lo que podría alterar los resultados 
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de la modelización y sesgar el modelo. Como se ve en el mapa de calor, aunque existe 

correlación entre algunas de las características, como entre los aditivos y el cemento (r 

= -0.608) y entre los áridos gruesos y los finos (r = -0.685), ninguna de las características 

correlaciona más de 0,80, lo que demuestra que no se produce multicolinealidad (Koya, 

2021; Nayyar Hassan y El-Hag, 2020). 

 

Figura 39. Mapa de calor del coeficiente de correlación entre las variables de entrada y 

salida. 

4.3.2.3 Redes neuronales artificiales para el 

entrenamiento, validación y la predicción de la 

resistencia a tracción 

Una red neuronal artificial (ANN) es un modelo matemático o computacional 

influenciado por las características estructurales y/o funcionales de las redes neuronales 

biológicas. Puede mejorar su rendimiento aprendiendo de sus errores. Las redes 

neuronales artificiales, al igual que los cerebros humanos, adquieren conocimientos 

mediante el aprendizaje. Están formadas por una red de neuronas artificiales que se 

comunican entre sí y analizan los datos mediante un enfoque conexionista de la 

computación. Se emplean principalmente para simular complicadas interacciones de 
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entrada-salida o patrones de datos (Althoey et al., 2022). El entrenamiento, la validación 

y la prueba son las tres fases de las ANNs. El modelo se repite hasta alcanzar el resultado 

deseado en la fase de entrenamiento. Los errores de la fase de validación se detectan 

durante la fase de entrenamiento (Khademi et al., 2016). 

Un modelo de ANN suele constar de varias capas, la primera de las cuales es la de 

entrada y salida, que contiene los datos de entrada y salida. Dependiendo del modelo, 

entre estas capas existen una o varias capas ocultas. Se compone de neuronas que están 

unidas por pesos. La salida de cada neurona viene determinada por su función de 

activación. Las funciones de activación tienen varias formas diferentes. Las funciones de 

activación no lineales, como la sigmoidea y la escalonada, se emplean habitualmente 

(Bilim et al., 2009). La estructura general de la ANN se muestra en la Figura 40. 

 

Figura 40. Estructura general de ANN. 

Al crear un modelo de ANN hay que tener en cuenta una serie de factores. El primer 

paso es seleccionar la estructura más adecuada para el modelo de ANN. A continuación, 

se insertan los datos en el modelo de ANN seleccionado en términos de entrada y salida. 

A continuación, en la función de activación, el número de capas y el número de capas 

ocultas, así como algunas neuronas en cada capa oculta deben seleccionarse por 

experiencia (Hanbay et al., 2008; Uysal y Tanyildizi, 2011). 

En esta investigación, en relación con la Tabla 16 y la Tabla 17, la red se realiza utilizando 

seis parámetros de entrada y uno de salida con una capa oculta. La capa de entrada 

consiste en variables como el cemento, los aditivos, el agua, los áridos finos y gruesos y 

el superplastificante. El parámetro de salida se seleccionó mediante la resistencia a la 
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tracción del hormigón autocompactante de áridos reciclados. En este estudio se utilizó 

la red neuronal feedforward backpropagation. La arquitectura de la presente 

investigación de la RNA se muestra en la Figura 41. 

Cabe destacar que en este estudio se utilizaron y Compararon tres algoritmos, a saber, 

Levenberg-Marquardt (LM), Regularización Bayesiana (BR) y Gradiente Conjugado 

Escalado (SCG). El diseño y la ejecución de la red se realizaron en el software MATLAB. 

El algoritmo de Levenberg-Marquardt suele necesitar más memoria, pero tarda menos 

tiempo. El entrenamiento termina cuando la generalización deja de mejorar, como 

demuestra el aumento del error cuadrático medio de las muestras de validación. Pero 

en el caso de la Regularización Bayesiana, aunque esta técnica lleva más tiempo, puede 

proporcionar una fuerte generalización para conjuntos de datos complejos, diminutos o 

ruidosos. La reducción adaptativa del peso hace que el entrenamiento llegue a su fin 

(regularización). Por otro lado, el algoritmo de retropropagación de Gradiente 

Conjugado Escalado utiliza menos memoria que el anterior. El entrenamiento termina 

automáticamente cuando la generalización deja de mejorar, como lo demuestra el 

aumento del error cuadrático medio de las muestras de validación (Baghirli, 2015; 

Demuth et al., 2009; Hanbay et al., 2008; Kişi y Uncuoğlu, 2005).  

 

Figura 41. Arquitectura de la red neuronal artificial. 
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La red se dividió en tres fases, es decir, entrenamiento, validación y prueba. En la etapa 

de entrenamiento, se seleccionan 10 neuronas para la capa oculta. La red elige 

aleatoriamente los datos para el entrenamiento (60%), validación (10%) y prueba (30%) 

según el porcentaje seleccionado, con 229 muestras para entrenamiento, 38 muestras 

para validación y 114 muestras para la etapa de prueba. En el caso de la Regularización 

Bayesiana (BR), la validación no es necesaria, por lo que el número de muestras tomadas 

para el entrenamiento y la prueba fueron 267 y 114, respectivamente. Esto se debe a 

que la validación suele emplearse como un tipo de regularización, mientras que los 

algoritmos de BR tienen su forma de validación incorporada. La división de los datos se 

resume en la Tabla 18.  

Tabla 18. División de los datos para la prueba del modelo. 

Paso Porcentaje % No. de muestras 

Levenberg-Marquardt Algorithm 

Entrenamiento 60 229 
Validación 10 38 
Prueba 30 114 
Total 100 381 

Regularización Bayesiana 

Entrenamiento 70 267 
Validación - 0 
Prueba 30 114 
Total 100 381 

Gradiente conjugado escalado de retropropagación 

Entrenamiento 60 229 
Validación 10 38 
Prueba 30 114 
Total 100 381 

 

4.3.2.4 Evaluación del modelo de red ANN 

Utilizando la herramienta ANN para el desarrollo de la Red Neuronal, se evaluó el 

rendimiento de los modelos utilizando dos medidas, el Coeficiente de Correlación (R) 

(ecuación 1) y el Error Medio Cuadrático (MSE) (Azizifar y Babajanzadeh, 2018; Olu-Ajayi 

et al., 2022) como se indica en la Ecuación 9. 
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MSE=
1

n
∑(yi-ŷi)

2
                   (9) 

Donde, n = número de puntos de datos, Yi = valores observados y Ŷi = valores predichos. 

La regresión se considera la mejor medida de evaluación para comprobar la precisión de 

la red global. La correlación entre las salidas y los objetivos predichos se midió mediante 

los valores R. Una relación fuerte tiene un R de 1, mientras que una relación aleatoria 

tiene un R de 0 (Ali y Al-Tersawy, 201b; Azizifar y Babajanzadeh, 2018). 

La distancia media al cuadrado entre los resultados y los valores estimados se conoce 

como Error Medio al Cuadrado. Cuanto más bajo sea el valor, mejor. No hay error si el 

valor es cero. 

4.3.3 Resultados y discusión 

El modelo se ha ejecutado en base a tres algoritmos: LM, BR y SCG por separado y sus 

resultados se comparan y discuten a continuación 

4.3.3.1  Algoritmo Levenberg-Marquardt 

La red se entrenó una y otra vez para encontrar el modelo más adecuado. El rendimiento 

del modelo se muestra en la Figura 42 con 10 neuronas. La Figura contiene líneas de 

diferentes colores que indican el entrenamiento, la validación y la prueba. El modelo 

comenzó a entrenarse con un MSE elevado, que finalmente se reduce en función de los 

parámetros de validación para evitar el sobreajuste de los datos. Muestra que después 

de 44 epochs, el error de entrenamiento seguía disminuyendo, pero los errores de 

validación y prueba aumentaban. Por lo tanto, después de seis epochs más, se detuvo 

el entrenamiento del modelo y se produjo un modelo optimizado con un MSE mínimo. 
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Figura 42. Rendimiento del modelo del algoritmo LM. 

En la figura 43 se muestra el histograma de errores del modelo entre el entrenamiento, 

la validación y la prueba. El gráfico muestra que las barras de error convergen a la línea 

de error cero. Los resultados de los criterios de rendimiento muestran que el modelo es 

adecuado para predecir los resultados de la resistencia a la tracción del HAC con RA.  

 

Figura 43. Histograma de error del modelo del algoritmo LM. 

A continuación, se realizó un análisis de regresión. La Figura 44 muestra la correlación 

de entrenamiento, validación y prueba entre los valores de entrada y salida del modelo. 

La precisión global del modelo, es decir, la correlación total, se muestra en la Figura 44d. 
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En cada escenario, se muestra la línea de predicción de color negro. Cabe destacar que 

el valor R Total fue de 0.86, lo que muestra que la correlación estaba muy cerca de un 

ajuste lineal, lo que confirma que se trata de un buen modelo para predecir los valores 

de la resistencia a la tracción del HAC utilizando RA. Finalmente, todos los resultados de 

los parámetros de rendimiento, es decir, R y el MSE del modelo global con 

entrenamiento, validación y prueba, se resumen en la Tabla 19. En general, estos 

resultados indican que el algoritmo de Levenberg-Marquardt es un buen algoritmo para 

predecir la resistencia a la tracción del hormigón autocompactante con áridos 

reciclados. 

  
(a) (b) 

  
(c) (d) 

Nota. Conjunto de datos de: (a) Entrenamiento; (b) Validación; (c) Prueba y (d) Total. 

Figura 44. Gráficos de regresión del algoritmo LM entre la resistencia a la tracción 

experimental y la predicha. 
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Tabla 19. Resumen de los diferentes parámetros de evaluación del modelo del 

algoritmo LM. 

Paso Función MSE R 

Entrenamiento trainlm 0.1508 0.9267 
Validación trainlm 0.3992 0.7899 
Prueba trainlm 0.3282 0.8294 
Total trainlm 0.2927 0.8573 

 

4.3.3.2 Regularización Bayesiana 

De la misma manera, el modelo fue entrenado utilizando el enfoque de Regularización 

Bayesiana. El rendimiento del modelo se muestra en la Figura 45 con el mismo número 

de neuronas. En la Figura se muestran dos líneas de color que indican sólo el 

entrenamiento (azul) y la prueba (roja), ya que la BR no necesita un paso de validación 

porque tiene una forma de validación incorporada en el paso de entrenamiento. El 

modelo comenzó a entrenarse con un MSE elevado, que finalmente se redujo gracias a 

que los parámetros de entrenamiento evitaron el sobreajuste de los datos. Como la BR 

requiere más tiempo, la Figura muestra que el modelo tardó varias epochs, y después 

de 100 epochs, las líneas de error de entrenamiento y prueba se redujeron 

considerablemente y se convirtieron aproximadamente en una línea recta. El modelo se 

entrena aún más para validar a fondo, y el entrenamiento se detiene a las 190 epochs. 

El modelo optimizado tiene un indicador de rendimiento de 0.14403 a las 189 epochs. 

 

Figura 45. Rendimiento del modelo BR. 
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En la Figura 46 se muestra el histograma de errores del modelo entre el entrenamiento 

y la prueba. La Figura 46 muestra que la convergencia de las barras a la línea de error 

cero es excelente, y el error también es pequeño en comparación con el algoritmo LM. 

Los resultados de este criterio de rendimiento muestran que el modelo es perfecto para 

predecir los resultados de la resistencia a la tracción del HAC con RA. A continuación, se 

realiza un análisis de regresión de la misma manera.  

 

Figura 46. Histograma de error del modelo BR. 

 

La Figura 47 muestra la correlación de entrenamiento y prueba entre los valores de 

entrada y salida del modelo. La correlación Total se muestra en la Figura 47c. En cada 

escenario, se muestra una línea de tendencia de color negro. Se observa que el valor R 

global es de 0.91. El modelo entrenado por la Regularización Bayesiana tiene una 

excelente precisión para predecir la salida, es decir, la resistencia a la tracción de SCC 

con RA. Finalmente, todos los resultados de los parámetros de rendimiento: R y el MSE 

del modelo global, así como de entrenamiento y prueba, se resumen en la tabla 20. En 

general, estos resultados indican que la Regularización Bayesiana puede ser adoptada 

para predecir la resistencia a la tracción del hormigón autocompactante con áridos 

reciclados. 
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(a) (b) 

 
(c) 

Nota. Conjunto de datos de: (a) Entrenamiento; (b) Prueba y (c) Total. 

Figura 47. Gráficos de regresión de regularización bayesiana entre la resistencia a la 

tracción experimental y la predicha. 

Tabla 20. Resumen de los diferentes parámetros de evaluación del modelo de BR. 

Paso Función MSE R 

Entrenamiento trainbr 0.1440 0.9254 
Prueba trainbr 0.2734 0.8638 
Total trainbr 0.2087 0.9049 
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4.3.3.3 Gradiente conjugado escalado de 

retropropagación 

El modelo se entrena utilizando el enfoque de retropropagación de gradiente conjugado 

escalado. El rendimiento del modelo se muestra en la Figura 48 con 10 neuronas. La 

Figura contiene líneas de diferentes colores que indican el entrenamiento (azul), la 

validación (verde) y la prueba (amarilla). El modelo empieza a entrenarse con un MSE 

elevado, que se reduce finalmente gracias a los parámetros de validación que evitan el 

sobreajuste de los datos. La Figura muestra que el MSE no se redujo mucho en 

comparación con los otros dos algoritmos. Muestra que después de 66 epochs, los 

errores de entrenamiento disminuyen, pero los errores de validación y prueba 

aumentan un poco. Por lo tanto, después de ocho epochs más, se detuvo el 

entrenamiento del modelo y se produjo un modelo optimizado, con un MSE mínimo. 

 

Figura 48. Rendimiento del modelo SCG. 

En la Figura 49 se muestra el histograma de errores del modelo entre el entrenamiento, 

la validación y la prueba. La Figura muestra que las barras de error convergen a la línea 

de error cero con baja precisión. Los resultados de este criterio de rendimiento 

muestran que el modelo tiene valores de error elevados en comparación con otros 

algoritmos y está por debajo del par para predecir los resultados de la resistencia a la 

tracción del HAC con RA. A continuación, se realiza un análisis de regresión.  
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Figura 49. Histograma de error del modelo de SCG. 

 

La Figura 50 muestra la correlación de entrenamiento, validación y prueba entre los 

valores de entrada y salida del modelo. La precisión global del modelo, es decir, la 

correlación, se muestra en la figura 50d. En cada escenario, se muestra una recta de 

predicción de color granate. Cabe señalar que el valor R global fue de 0.64, lo que 

muestra que la correlación estaba lejos del ajuste lineal, lo que confirma un modelo por 

debajo de la media para predecir los valores de la resistencia a la tracción del HAC 

utilizando el RA. 

Finalmente, todos los resultados de los parámetros de rendimiento, es decir, el valor R 

y el MSE del modelo global, así como de entrenamiento, validación y la prueba, se 

resumen en la Tabla 21. Estos resultados indican que la retropropagación del gradiente 

conjugado escalado se clasifica como un algoritmo inferior a LM y BR para predecir la 

resistencia a la tracción del hormigón autocompactante de áridos reciclados. 
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(a) (b) 

 
 

(c) (d) 

Nota. Conjunto de datos de: (a) Entrenamiento; (b) Validación; (c) Prueba y (d) Total. 

Figura 50. Gráficos de regresión del algoritmo SCG entre la resistencia a la tracción 

experimental y la predicha. 

Tabla 21. Resumen de los diferentes parámetros de evaluación del modelo del 

Algoritmo SCGB. 

Paso Función MSE R 

Entrenamiento trainscg 0.4588 0.6920 
Validación trainscg 0.5189 0.6616 
Prueba trainscg 0.8925 0.5425 
Total trainscg 0.6234 0.6368 

 

4.3.3.4 Comparación de los enfoques LM, BR y SCG 

La comparación entre los tres algoritmos se realizó a partir de los resultados 

experimentales y los resultados predichos por la ANN. La Figura 51 muestra la 
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comparación entre los valores experimentales y los predichos de un modelo entrenado 

por los enfoques LM, BR y SCG, respectivamente. En el eje y, la línea azul indica los 

valores predichos, y la línea roja muestra los valores experimentales de la resistencia a 

la tracción del HAC con áridos reciclados. En el eje de las abscisas, se indica el conjunto 

de datos de 381 muestras.  

La Figura 51 indica que los valores predichos por los tres algoritmos se correlacionan 

bien con los valores experimentales. La diferencia más significativa entre ambas líneas 

indica un elevado error entre los dos parámetros. El valor de R total y el error medio 

cuadrático de los tres algoritmos se muestran en la Figura 52.  

Así, las Figuras 51 y 52 confirman que el gráfico que mejor se ajusta es el de la 

regularización bayesiana (Figura 51b), que tiene el valor de R más significativo y un MSE 

mínimo. El enfoque de la BR obtuvo mejores resultados debido a la heterogeneidad de 

los datos, ya que puede proporcionar una fuerte generalización para conjuntos de datos 

complejos (Suescum-Morales et al., 2021). 

Se concluye que entre los tres algoritmos: Levenberg-Marquardt, Regularización 

Bayesiana y Gradiente Conjugado Escalado de Retropropagación; la Regularización 

Bayesiana tuvo la mayor precisión (>90%) y pudo predecir con precisión la resistencia a 

la tracción del Hormigón Autocompactante con Áridos Reciclados. 
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(a) 

 
(b) 

 
(c) 

Figura 51. Comparación de los valores experimentales y predichos por de los 

algoritmos ANN: a) LM,b)  BR, y c) SCGB. 
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Figura 52. R y MSE de los algoritmos LM, BR y SCGB. 

4.3.3.5 Análisis de sensibilidad 

El análisis de sensibilidad permite ver cómo cada variable de entrada afecta a la variable 

de salida. Cuanto más significativa sea la influencia de las variables de entrada en la 

variable de salida, mayores serán los valores de sensibilidad. Según Shang et al. (2022), 

las variables de entrada tienen una influencia significativa en la predicción de la variable 

de salida. El análisis de sensibilidad se utilizó para examinar el impacto de cada variable 

de entrada - árido fino, cemento, árido grueso, agua y superplastificantes en la 

variabilidad de la resistencia a la tracción del hormigón autocompactante con agregados 

reciclados. Las ecuaciones 6 y 7 se utilizaron para determinar el análisis de sensibilidad. 

Como se indica en la Figura 53, cada una de las variables de entrada –cemento, áridos 

gruesos, agua, superplastificantes, áridos finos y aditivos minerales- tuvo un impacto 

considerable en la predicción de la resistencia a la tracción del hormigón 

autocompactante con áridos reciclados. Las contribuciones más significativas a la 

estimación de la resistencia a la tracción del hormigón autocompactante con áridos 

reciclados fueron el cemento (30.07 %), el árido fino (22.83 %) y el aditivo mineral (22.08 

%). Según. Shang et al. (2022), el cemento es un factor que impacta significativamente 

en la predicción de la resistencia a la tracción del HAC con AR. Las variables de entrada 

de árido grueso y superplastificante tuvieron una contribución del 13.02 % y 9.61 %, 

respectivamente. Por otro lado, el agua fue la variable menos eficiente en la predicción 
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de la resistencia a la tracción del HAC con RA (2.39 %); estos resultados son consistentes 

con estudios anteriores (Suescum-Morales et al., 2021) 

 

 

Figura 53. Contribución de las variables de entrada a la resistencia a la tracción por 

hendidura del HAC con RA en el enfoque BR.  

4.3.4 Conclusiones parciales 

Este estudio tuvo como objetivo predecir y Comparar los resultados de la predicción de 

la resistencia a la tracción del HAC modificado con RA utilizando diferentes algoritmos 

de Red Neural Artificial, a saber, LM, BR y SCG. El modelo fue entrenado con seis 

parámetros de entrada: cemento, agua, aditivos, áridos gruesos y finos, y 

superplastificante. Para la evaluación, se utilizaron dos métricas, R y MSE. De este 

estudio se extrajeron las siguientes conclusiones. 

1. Se recogió un conjunto de datos de 381 muestras a través de revistas y se dividió 

aleatoriamente en un 60%, 10% y 30% para el entrenamiento (267), la validación 

(38) y la prueba (114), respectivamente, para el desarrollo de los modelos LM, BR y 

SCG. Sin embargo, en el caso de BR, la proporción fue del 70% para el 

entrenamiento y del 30% para la prueba debido a la función de validación 

incorporada en el paso de entrenamiento.  
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2. Para este estudio se entrenaron y probaron diferentes algoritmos, a saber, LM, BR 

y SCG, que dieron una precisión global del 85%, 91% y 64%, con un MSE de 0.2927; 

0.2087 y 0.6234. 

3. El algoritmo SCG fue un modelo pobre para predecir la resistencia a la tracción del 

HAC con RA, obtuvo el R más bajo y el MSE más alto. 

4. La Regularización Bayesiana dio el mejor rendimiento con un alto coeficiente de 

correlación (R>90%) y un MSE mínimo (0.2087) respecto a LM y SCG.  

5. Los resultados mostraron que el algoritmo BR es un buen modelo y puede ser 

adoptado para la predicción de la resistencia a la tracción a 28 días del hormigón 

autocompactante modificado con áridos reciclados 

6. Según el análisis de sensibilidad, el cemento es la variable de entrada esencial en la 

predicción de la resistencia a la tracción a 28 días del HAC con RA (30.07 %). Por 

otro lado, el agua tuvo la menor influencia en la resistencia a la tracción a 28 días 

del HAC con RA (2.39 %). 

Este apartado tiene algunas limitaciones en cuanto a la recogida de datos. Como no 

había suficientes datos experimentales, no se pudo reunir grandes conjuntos de datos 

para esta investigación. Como resultado, se deben recoger más conjuntos de datos para 

futuras investigaciones sobre este tema para evitar esta limitación y hacer un modelo 

de predicción más preciso. Con más datos, se pueden examinar más a fondo varias 

entradas y salidas. 

4.4  ESTUDIO DE LA PREDICCIÓN DE LA 

RESISTENCIA A COMPRESIÓN DEL HORMIGÓN 

AUTOCOMPACTANTE UTILIZANDO NOVEDOSOS 

ENFOQUES COMPUTACIONALES 

El componente más importante de la construcción es el hormigón. Debido a que la 

durabilidad se ha convertido en una de las cuestiones más críticas en la construcción de 
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estructuras de hormigón armado con una larga vida útil y con el desarrollo de las 

tecnologías de la construcción en los últimos años, es necesario fabricar un hormigón 

bien diseñado como material robusto para la construcción (Mehta, 2002; Yüksel et al., 

2007; Zaid, Hashmi, et al., 2022).  

El hormigón es el material de construcción más utilizado en todo el mundo. Dado que 

se están creando numerosos tipos de hormigón con diferentes aditivos, se ha ampliado 

el conocimiento de los procedimientos avanzados de diseño del hormigón (Zaid, 

Mukhtar, et al., 2022). El hormigón autocompactante es uno de los resultados del 

hormigón avanzado, desarrollado en Japón (1980) para producir estructuras de 

hormigón de alta resistencia y durabilidad (De Schutter et al., 2015; Okamura y Ouchi, 

2003). 

La diferencia fundamental entre el hormigón autocompactante y el ordinario es la 

cantidad de componentes utilizados en el proceso de mezcla. El HAC es reconocido 

como el hormigón más creativo de la era, con la capacidad de autocompactarse en las 

zonas de construcción sin necesidad de energía vibratoria. El hormigón 

autocompactante se hunde bajo su peso siguiendo un curso fluido (Shi et al., 2015). El 

HAC destaca por ser novedoso, ya que puede utilizarse en regiones densas donde el 

hormigón es difícil de acceder (Nikbin et al., 2014) 

El crecimiento sin precedentes del sector de la construcción a lo largo de las décadas ha 

dado lugar a un uso desproporcionado de las recursos naturales, los residuos de 

demolición y construcción (RCD) se han acumulado en un gran volumen, y el vertido de 

áridos reciclados (RA) puede causar la destrucción del medio ambiente (B K A et al., 

2021; Señas et al., 201a; Zaid, Hashmi, et al., 2022). El sector de la construcción en la 

Unión Europea ha experimentado una expansión exponencial en las últimas décadas y, 

debido a este crecimiento, la producción de RCD ha aumentado. Con el rápido 

crecimiento del sector de la construcción, las tasas de demolición crecen cada día, lo 

que hace necesario la reutilización efectiva de los RCD (Ali et al., 2020; Jagadesh et al., 

2021; Padmini et al., 2009). Los áridos finos (arena) y los áridos gruesos (piedra) 

constituyen la mayor parte del hormigón, representando aproximadamente el 75% del 

volumen total (de-Prado-Gil et al., 2022; Zaid, Martínez-García, et al., 2022) 
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Al mismo tiempo, los recursos naturales están disminuyendo a causa de una 

urbanización rápida moderna. Las montañas, el principal suministro de áridos de alta 

calidad, disminuyen rápidamente (Althoey et al., 2022; Carvalho, 2017). Como 

consecuencia, numerosas naciones del mundo han sufrido catástrofes naturales 

(Kaewunruen y Meesit, 2020). Por otro lado, muchas estructuras son demolidas cada 

año por los terremotos o porque han superado su utilidad (Daungwilailuk et al., 2017; 

H. Y. T. Nguyen et al., 2018). Por tanto, cada año se produce una cantidad significativa 

de basura de construcción en todo el mundo. 

Los recientes avances en la investigación de materiales de hormigón han allanado el 

camino para que materiales alternativos sustituyan a largo plazo a los tradicionales 

(Adesina y Awoyera, 2019; J. Ahmad et al., 2021; Zaid, Aslam et al. 2021). El uso de áridos 

reciclados en el hormigón autocompactante es la primera y más sostenible revolución 

para contrarrestar estos problemas. Los áridos reciclados (RA) se fabrican mediante el 

reprocesamiento de materiales minerales de desecho, siendo los escombros de 

construcción y demolición la fuente más común. Para la misma cantidad de áridos, el 

hormigón de áridos reciclados (RC) tiene un rendimiento inferior al del hormigón de 

áridos naturales (NC). Varios aditivos pueden compensar las deficiencias mecánicas y de 

durabilidad (J. Ahmad et al., 2021; El Ouni et al., 2022; Zaid, Ahmad et al., 2021). En 

consecuencia, un buen diseño de la mezcla es esencial para que el hormigón fabricado 

con RA tenga las propiedades necesarias (Fonseca et al., 2011; Grdic et al., 2010; Kou y 

Poon, 2009b; Uysal y Yilmaz, 2011) 

La segunda técnica consiste en omitir todo el trabajo experimental, disminuyendo el 

deterioro medioambiental y el desperdicio de recursos naturales. Actualmente, muchos 

investigadores se centran en estrategias de computación blanda. Estos enfoques 

computacionales, como el aprendizaje automático o las técnicas de redes neuronales 

artificiales, últimamente, han surgido como herramientas prácticas para modelar y 

estimar diversas cuestiones, especialmente modelando las características de concreto 

(Deifalla et al., 2021). El cerebro humano, que comprende miles de millones de 

neuronas, es un modelo para las redes neuronales artificiales. Al igual que un humano 
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aprende a través de la experiencia, una red neuronal artificial (ANN) utiliza datos para 

anticipar variables (Nikoo et al., 2015). 

En ANN, existen diferentes algoritmos. En este estudio, se seleccionaron tres algoritmos 

en función de sus prestaciones. El algoritmo de Levenberg-Marquardt suele requerir 

más memoria, pero es más rápido. La Regularización Bayesiana, aunque requiere más 

tiempo, puede producir una fuerte generalización para conjuntos de datos difíciles, 

pequeños o complejos. Por otro lado, el algoritmo de Gradiente Conjugado Escalado de 

Retropropagación utiliza menos memoria que los anteriores. 

El objetivo principal de esta publicación es utilizar las redes neuronales artificiales para 

validar y pronosticar la resistencia a la compresión del HAC utilizando RA. Para ello se 

desarrollan y comparan diferentes técnicas, como la de Levenberg-Marquardt (LM), la 

de Regularización Bayesiana (BR) y la de Gradiente Conjugado Escalado (SCGB). 

4.4.1   Revisión de literatura  

4.4.1.1 Redes neuronales artificiales 

En el aprendizaje profundo, las redes neuronales artificiales (ANN) son un método 

crucial. Un subconjunto del aprendizaje automático denominado aprendizaje profundo 

(DL) permite el cálculo de redes neuronales multicapa. En contraste con el objetivo 

principal de la inteligencia artificial de permitir que las máquinas imiten el 

comportamiento humano, el aprendizaje automático emplea técnicas estadísticas para 

permitir que los ordenadores crezcan con el tiempo. El contraste clave entre el 

aprendizaje automático y el aprendizaje profundo es que, en el DL, la extracción de 

patrones y la categorización se completan automáticamente. Sin embargo, con el 

aprendizaje automático, la extracción de características sigue siendo necesaria, y el 

ordenador se encarga de la categorización y la predicción (Du et al., 2016).  

Una red neuronal artificial (ANN) es un modelo matemático y computacional complejo 

que se basa en la extensa red neuronal biológica del cerebro humano (Schmidhuber, 

2015). Puede aumentar su rendimiento aprendiendo de sus errores, que es como 

conoce una red neuronal artificial. Está formada por una red de funciones y pesos que 



 

 
Predicción de resistencia a compresión y a tracción de hormigones autocompactantes con áridos 

reciclados utilizando métodos de Machine Learning y algoritmos de redes neuronales 230 

CAPITULO IV 

II 
Resumen 

actúan como neuronas artificiales. Suelen utilizarse en aplicaciones de inteligencia 

artificial que requieren que analicen problemas difíciles y complicados (Nikoo et al., 

2015). 

Cada algoritmo único y específico puede utilizarse para ejecutar una ANN. En las 

siguientes secciones se tratan los algoritmos LM, BR y SCGB desde el punto de vista de 

la investigación. 

4.4.1.1.1 Algoritmo Levenberg-Marquardt 

El algoritmo de Levenberg-Marquardt (LM) busca iterativamente el menor valor de la 

función. Una función multidimensional puede expresarse como la suma de cuadrados 

de funciones no lineales de valor real (Levenberg, 1944; Marquardt, 1963). Este método 

ha sido aplicado por los investigadores a problemas de mínimos cuadrados no lineales 

en varios diferentes dominios (El Ghaoui y Lebret, 1997). En este algoritmo, se fusionan 

dos enfoques, el descenso más pronunciado y el método de Gauss-Newton, para 

acelerar las iteraciones y reducir el error. El algoritmo pasa al enfoque de Gauss-Newton 

más rápidamente que el otro cuando el resultado más reciente es preciso. Cuando el 

resultado es incorrecto, actúa como un declive más pronunciado, lento pero siempre 

capaz de aproximar (Wang et al., 2022). La principal ventaja es que, aunque esta 

aproximación requiere más memoria, requiere poco tiempo. 

4.4.1.1.2  Regularización Bayesiana 

Las redes neuronales artificiales regularizadas bayesianas (BPNNs), que pueden acortar 

o eliminar el requisito de la validación cruzada, que requiere mucho tiempo, son más 

fiables que las redes neuronales tradicionales de retropropagación (BPNNs), las cuales 

son menos fiables (Mackay, 1992). La Regularización Bayesiana transforma de la misma 

manera una regresión no lineal en un problema estadístico preciso utilizando la 

Regresión Ridge. Llevan más tiempo, pero el modelo ofrece muchas ventajas sobre los 

datos difíciles (Winkler y Burden, 2000). La ventaja de utilizar BRANNs es que no se 

requiere una fase de validación porque los modelos son resistentes (Hawkins et al., 

2003; Mackay, 1992). Los retos del modelado de la relación cuantitativa estructura-
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actividad (QSAR) incluyen la predicción, la fiabilidad, la elección de los conjuntos de 

validación adecuados y la optimización del diseño de la red. Los procesos empíricos 

impiden el uso de criterios Bayesianos para el entrenamiento, lo que hace casi imposible 

el sobreentrenamiento (Lučić et al., 2000) 

4.4.1.1.3  Gradiente conjugado escalado de retropropagación 

El método básico de retropropagación se utiliza para modificar los pesos en la dirección 

de la caída más pronunciada o del gradiente negativo más alto. Este es el método a 

través del cual la función de rendimiento puede degradarse más rápidamente. Aunque 

la función desciende el gradiente negativo más rápidamente, está demostrado que esto 

no indica necesariamente la integración más rápida (Hagan et al., 2002). 

Los algoritmos de gradiente conjugado (CG) buscan una dirección que logre una 

convergencia más rápida que la vía de descenso más pronunciado, manteniendo la 

reducción de error alcanzada en las etapas anteriores, y esta actividad se conoce como 

la dirección conjugada. En la mayoría de los algoritmos CG, el tamaño del paso cambia 

con cada iteración. Se realiza una búsqueda a lo largo de la dirección del gradiente 

conjugado para determinar el tamaño del paso que minimizará la función de 

rendimiento a lo largo de esa línea (Özgür y Erdal, 2005). 

Un método distinto al enfoque de búsqueda de líneas también puede estimar el tamaño 

del paso. El objetivo es combinar el modelo de región de confianza del algoritmo LM con 

la metodología CG. Esta estrategia se conoce como SCGB, que fue reportada 

inicialmente en la literatura por Møller (1993). 

Los parámetros de diseño se ajustan por separado para cada usuario de la iteración, lo 

que es esencial para el éxito del algoritmo. Esta es una ventaja sustancial sobre las 

búsquedas de algoritmos basados en líneas (Møller, 1993). 

4.4.1.2  Importancia de la investigación 

En este estudio se valida y predice la resistencia a la compresión del hormigón 

autocompactante que contiene áridos reciclados mediante redes neuronales artificiales. 
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En base al mejor conocimiento del autor sobre la investigación actualmente disponible, 

no se ha realizado un estudio significativo sobre el uso de varias técnicas de aprendizaje 

profundo para predecir la resistencia a la compresión del HAC con RA, lo que marca su 

novedad. Para este objetivo se aplican varias técnicas, como los algoritmos de 

Levenberg-Marquardt (LM), de Regularización Bayesiana (BR) y Gradiente Conjugado 

Escalado de Retropropagación (SCGB). Dos indicadores estadísticos, el coeficiente de 

correlación (R) y el error medio cuadrático (MSE), son empleados para la selección del 

mejor modelo. El análisis de sensibilidad se lleva a cabo para determinar el impacto de 

cada variable de entrada en la variable de salida. El presente estudio proporcionará un 

conocimiento exhaustivo a los lectores sobre estos tres algoritmos para la predicción y 

validación del HAC con RA. 

4.4.2 Materiales y métodos 

4.4.2.1   Plan experimental 

La información se obtiene de numerosos artículos de investigación. La Tabla 22 presenta 

la base de datos que contiene 515 muestras de la resistencia a la compresión f'c de HAC 

con RA, incluyendo seis variables denominadas X1 a X6 y una salida Y, es decir, la 

resistencia a la compresión. Las variables de entrada incluyen cemento Portland (X1), 

materiales cementantes suplementarios (X2), agua (X3), FA (X4), CA (X5), y aditivos (X6). 

La base de datos comprende el número, que muestra la colección global de artículos, las 

referencias de los autores, la cantidad de información (# datos) suministrada por cada 

artículo y el porcentaje de los datos totales (% datos). 
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 Tabla 22. Datos experimentales. 

No Referencia 
# 
mix 

% 
data 

No Referencia 
# 
mix 

% 
data 

1  Ali et al. (2012) 18 3.50 28 Nili et al. (2019) 10 1.94 
2 Aslani et al. (2018)  15 2.91 29 Pan et al. (2019) 6 1.17 

3 Babalola et al. (2020) 14 2.72 30 
Pereira-de-Oliveira et al. 
(2014) 

4 0.78 

4 Bahrami et al. (2020) 10 1.94 31 Poomgodi et al. (2020) 9 1.75 

5 
Barriqueiro et al. 
(2020) 

6 1.17 32 Revathi et al. (2013) 5 0.97 

6 Behera et al (2019) 6 1.17 33 
Revilla Cuesta et al. 
(2020) 

5 0.97 

7 Bidabadi et al. (2020) 11 2.14 34 Sadeghi-Nik et al. (2019) 12 2.33 

8 
Chakkamalayath et al. 
(2020) 

6 1.57 35 Salesa et al. (2017) 4 0.78 

9 Duan et al. (2020) 10 1.94 36 Sasanipour et al. (2019) 10 1.94 
10 Fiol et al. (2018) 12 2.33 37 Señas et al. (2016) 6 1.17 
11 Gesoglu et al. (2015) 24 4.66 38 Sharifi et al. (2013) 6 1.17 

12 Grdic et al. (2010) 3 0.58 39 
Ali and Al-Tersawy 
(2014) 

15 2.91 

13 Guneyisi et al. (2014) 5 0.97 40 Silva et al. (2016) 15 2.91 
14 Guo et al. (2020) 27 5.24 41 Singh et al. (2019) 12 2.33 
15 Kapoor et al. (2016) 8 1.55 42 Sua-iam et al. (201.) 20 3.88 
16 Katar et al. (2021) 4 0.78 43 Sun et al. (2020) 10 1.94 
17 Khodair et al. (2017) 20 3.88 44 Surendar et al. (2021) 7 1.36 
18 Kou et al. (2009) 13 2.52 45 Tang et al. (2016) 5 0.97 
19 Krishna et al. (2018) 5 0.97 46 Thomas et al. (2016) 4 0.78 
20 Kumar et al. (2017)  4 0.78 47 Tuyan et al. (2014) 12 2.33 
21 Li et al. (2019) 4 0.78 48 Uygunoglu et al. (2014) 8 1.55 
22 Long et al. (2016) 4 0.78 49 Wang et al. (2020) 5 0.97 

23 
Mahakavi and Chitra 
(2019) 

25 4.85 50 Yu et al. (2014) 3 0.58 

24 Manzi et al. (2017) 4 0.78 51 Yu et al. (2019) 3 1.14 

25 
Martínez-García et al. 
(2020) 

4 0.78 52 Yu et al. (2021) 21 4.08 

26 Mo et al. (2021) 5 0.97 53 Zhou et al. (2013) 6 1.17 

27 Nieto et al. (2018)  22 4.27  Total 515 100 

 

La Tabla 23 ilustra el valor mínimo, máximo y media de las variables determinadas como 

entrada (cemento, materiales cementantes suplementarios, árido fino, agua, áridos 

gruesos y superplastificantes) y salida potencial (resistencia a la compresión del 
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hormigón autocompactante de áridos reciclados) basado en estas publicaciones de 

investigación. Las Figuras 54 y 55 ilustran su representación gráfica.  

Tabla 23. Valores mínimo, media y máximo de las variables de entrada y salida. 

 Variables Abreviatura Mínimo Media Máximo 

Entrada 

Cemento (kg/m3) C 78.00 375.84 635.00 
Aditivo Mineral (kg/m3) MA 0.00 135.17 515.00 
Agua (kg/m3) W 45.50 176.87 277.00 
Áridos fino (kg/m3) FA 532.20 845.10 1200.00 
Áridos grueso (kg/m3) CA 328.00 784.91 1170.00 
Superplastificantes 
(Kg/m3) 

SP 0.00 4.50 16.00 

Salida 
Resistencia a compresión 
(MPa) 

f’c 7.17 44.94 87.00 

 

 

Figura 54. Valores mínimo, media y máximo de las variables de entrada. 

 

Figura 55. Valores mínimo, media y máximo de la variable de salida. 
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4.4.2.2 Visualización de datos 

4.4.2.2.1  Distribución de frecuencias 

Las variables de entrada de X1 a X5 tienen un amplio rango de valores, pero la variable X6 tiene 

un rango de valores limitado. El contenido de cemento (X1) oscila entre 78 y 635 (kg/m3), 

estando la mayor parte entre 180 y 600 (kg/m3). El número máximo de muestras se sitúa 

alrededor de 40, lo que corresponde a una concentración de cemento de 635 kg/m3. Asimismo, 

el aditivo mineral (X2) varía entre 0 y 515 kg/m3. El contenido de agua (X3) varía entre unos 45 

y 277 (kg/m3), como se indica en la Figura 56.  

  
(a) (b) 

 
 

(c) (d) 

  

(e) (f) 

Figura 56. Análisis de frecuencia (histograma) de las variables de entrada: a) Cemento; 

b) Aditivo Mineral; c) Agua; d) Áridos Finos; e) Áridos gruesos y f) Superplastificantes.  
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El contenido de áridos finos o arena (X4) oscila entre 532 y 1200 (kg/m3), con la mayoría de los 

valores entre 770 y 1000 (kg/m3). Los áridos gruesos (X5) oscilan entre 328 y 1170 (kg/m3), con 

valores típicos entre 680 y 920 (kg/m3). El contenido de superplastificante (X6) está entre 0 y 16 

kg/m3. En la Figura 56, se puede ver la contribución de cada de las 515 muestras a la respectiva 

variable de entrada. 

4.4.2.2.2  Gráfico de multicorrelación (Mapa de calor) 

El análisis estadístico ayuda en el desarrollo del modelo de predicción mejorando la 

precisión de la predicción del resultado. Se investigó la relación entre las variables de 

entrada (Áridos Finos, Agua, Cemento, Aditivos, Superplastificantes y Áridos Gruesos) y 

la variable de salida (Resistencia a la Compresión) para ver si había una asociación 

(Rathakrishnan et al., 2021). La matriz de correlación de Pearson (mapa de calor) se crea 

para analizar la correlación entre las variables de entrada (independientes), como se 

muestra en la Figura 57. Las predicciones del modelo pueden estar sesgadas si las 

variables de entrada tienen correlaciones (|R|>0,8) que sugieren multicolinealidad 

entre las variables. Aunque varias características están significativamente 

correlacionadas, por ejemplo, el cemento y los aditivos minerales tienen una correlación 

de -0.639 mientras que la CA y la FA tienen una correlación de -0.605. Sin embargo, 

ninguna de las características mostró una correlación (|R|) superior a 0,80, lo que 

demuestra la ausencia de multicolinealidad (Koya, 2021; Nayyar Hassan y El-Hag, 2020). 

 

Figura 57.Gráfico de multicorrelación entre las variables de entrada y salida. 
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4.4.2.3 Metodología de modelos de redes neuronales 

artificial 

Una red neuronal artificial es un marco de predicción de datos basado en las 

características actuales desarrolladas a partir de la estructura de la mente humana 

conocida como red neuronal artificial (ANN). Este sistema está formado por neuronas, 

que son bloques funcionales. Los pesos unen las neuronas, que generalmente se eligen 

inicialmente de forma aleatoria. Varios epochs aumentan o reducen la importancia de 

un proceso de aprendizaje para producir finalmente la red ideal que pueda predecir con 

bastante precisión (Park y Lek, 2016). 

Como resultado, una red neuronal entrenada puede producir la salida deseada al recibir 

las entradas y considerar los pesos actualizados, como se muestra en la Figura 58. El 

sistema se fortalece calculando el error y comparando la entrada y la salida requeridas. 

ANN incluye tres pasos: entrenamiento, validación y prueba. El modelo se ejecuta 

repetidamente durante la fase de entrenamiento hasta que se obtiene el resultado 

deseado. Los errores de la fase de validación se descubren durante el entrenamiento 

(Khademi et al., 2016). El hecho de que el modelo de aprendizaje automático mejore 

con el tiempo implica que la precisión del modelo de predicción puede aumentar y que 

los resultados proyectados son fiables. Las funciones de activación no lineales, como la 

sigmoidea (tansig y logsig), se utilizan habitualmente debido a su excepcional capacidad 

de respuesta (Bilim et al., 2009). 

 

Figura 58. Estructura general de la ANN. 
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Cuando se desarrolla un modelo de ANN, hay que tener en cuenta varios aspectos. El 

paso inicial es elegir la estructura más óptima del modelo de ANN. Los datos de entrada 

y salida deben introducirse en el modelo de ANN elegido. Después, hay que utilizar la 

experiencia para seleccionar la función de activación, el número de capas, el número de 

capas ocultas y el número de neuronas en cada capa (Hanbay et al., 2008; Uysal y 

Tanyildizi, 2011). 

Con respecto a las Tablas 22 y 23, la red en este estudio comprende seis variables de 

entrada, una de salida y una sola capa oculta. El cemento, los aditivos, el agua, los áridos 

finos y gruesos y el superplastificante son todas las variables de la capa de entrada. El 

parámetro de salida se eligió como la resistencia a la compresión del hormigón 

autocompactante con áridos reciclados. Esta investigación emplea una red neuronal de 

retropropagación de avance. La Figura 59 muestra la arquitectura de la presente 

investigación de ANN. 

 

Figura 59. Arquitectura del modelo de ANN. 

En este trabajo se emplearon y Compararon las técnicas de Levenberg-Marquardt (LM), 

Regularización Bayesiana (BR) y Gradiente Conjugado Escalado de Retropropagación 

(SCGB). Se utilizó el software MATLAB para diseñar y ejecutar la red. 

Aunque el método de Levenberg-Marquardt es más rápido, frecuentemente utiliza más 

memoria. Como se observa por el aumento del error medio cuadrático de las muestras 

de validación, el entrenamiento termina automáticamente cuando la generalización 

deja de mejorar. Sin embargo, aunque la Regularización Bayesiana lleva más tiempo, 

puede producir una buena generalización para conjuntos de datos complicados, 

menores o difíciles. El entrenamiento llega a su fin debido a la pérdida de peso 
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adaptativa (regularización). Por otro lado, la técnica de Gradiente Conjugado Escalado 

de Retropropagación utiliza menos memoria que las anteriores. Cuando la 

generalización deja de mejorar, el entrenamiento termina automáticamente, por el 

aumento del error medio cuadrático de las muestras de validación (Baghirli, 2015; 

Møller, 1993). 

Las tres fases de la red son entrenamiento, validación y prueba. La Tabla 24 muestra la 

división de los datos para el entrenamiento, la validación y la prueba del modelo. El 

setenta por ciento de los datos se elige para el entrenamiento, mientras que el diez y el 

veinte por ciento restantes se selecciona para las fases de validación y prueba. 

Tabla 24. División de los datos para el entrenamiento, validación y prueba del modelo. 

Algoritmo de Levenberg-Marquardt 

Paso Porcentaje % No. de muestras 

Entrenamiento 70 360 
Validación 10 52 
Prueba  20 103 
Total 100 515 

Regularización Bayesiana  

Entrenamiento 80 412 
Validación - 0 
Prueba  20 103 
Total 100 515 

Gradiente Conjugado Escalado de Retropropagación 

Entrenamiento 70 360 
Validación 10 52 
Prueba  20 103 
Total 100 515 

 

En la primera fase, se eligen diez neuronas para la capa oculta. En función de su 

porcentaje, la red seleccionó aleatoriamente 360 muestras para el entrenamiento, 52 

para la validación y 103 para la prueba. Para la Regularización Bayesiana (BR), no se 

requiere la validación, por lo que las muestras de entrenamiento y prueba son 412 y 

103, respectivamente. Esto es así porque la regularización suele implicar una validación, 

sin embargo, las técnicas de BR ya incluyen una validación de tipo in-built-in. La 

metodología del trabajo de investigación se muestra en la Figura 60. 
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Figura 60. Metodología del trabajo de investigación. 

4.4.2.4 Evaluación del modelo de red ANN 

Para evaluar el rendimiento del modelo se utilizó el error medio cuadrático (MSE) 

(ecuación 9) y el coeficiente de correlación (R) (ecuación 1) (Azizifar y Babajanzadeh, 

2018; Olu-Ajayi et al., 2022), como se muestra en las ecuaciones 17 y 18, 

respectivamente.. 

El coeficiente de correlación es reconocido como la métrica más importante para 

determinar la precisión general de una red. Los valores de R se utilizan para evaluar la 

relación entre las salidas y los objetivos previstos. El valor de R de una asociación fuerte 

es 1, mientras que el valor R de una relación aleatoria es 0 (Azizifar y Babajanzadeh, 

2018). 

El error medio cuadrático es la diferencia media al cuadrado entre los resultados y los 

objetivos. Es preferible que el valor sea lo más bajo posible. Si el valor es 0, no hay error.  
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4.4.3 Resultados y discusión 

El modelo se realizó utilizando tres algoritmos diferentes: LM, BR y SCG con los 

resultados comparados y explicados a continuación. 

4.4.3.1   Algoritmo Levenberg-Marquardt 

Para encontrar el mejor modelo, el algoritmo se entrena continuamente. El rendimiento 

del modelo con 10 neuronas totales se muestra en la Figura 61. En la Figura se presentan 

varias líneas de color que representan el entrenamiento (azul), la validación (verde) y la 

prueba (amarilla). Para evitar el sobreajuste de los datos, el modelo comienza con un 

MSE alto y posteriormente decrece en función de los criterios de validación. Después de 

47 epochs, el error de entrenamiento sigue disminuyendo, pero los errores de validación 

y prueba fueron aumentando. Como resultado, el proceso de entrenamiento del modelo 

concluyó tras otras cinco epochs, y en la 47ª iteración se creó un modelo optimizado con 

el MSE más bajo de 61.6038. 

El epoch 47 resulta ser el más adecuado para el entrenamiento de la red con el algoritmo 

LM porque, mientras que los errores en los datos de entrenamiento disminuyen con el 

tiempo, los errores en los datos de validación y prueba aumentan. En el método 

Levenberg-Marquardt, Mu es la tasa de aprendizaje, y se eligió 0.01 después de 

determinadas iteraciones (Figura 62b). El proceso de entrenamiento se ha detenido tras 

seis fallos de validación. 

 

Figura 61. Rendimiento del modelo usando el algoritmo LM. 
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(a) 

 

(b) 

 

(c) 

Figura 62. Estado de entrenamiento del algoritmo LM: a) Gráfico de gradiente en epoch 

53; b) Gráfico de Mu en epoch 53; c) Gráfico de comprobaciones de validación en epoch 

53. 

La Figura 63 representa el histograma de errores del modelo para el entrenamiento, la 

validación y la prueba. Las barras convergen a la línea roja centrada, que indica un error 

cero en la Figura. Estos resultados concluyen que el modelo LM es apropiado para 

predecir los resultados de la resistencia a la compresión del HAC con AR. 
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Figura 63. Histograma de error del modelo del algoritmo LM. 

A continuación, se realiza el análisis de regresión. La Figura 64 ilustra la correlación de 

entrenamiento, validación y prueba entre los parámetros de entrada y salida del 

modelo. La Figura 64d representa la correlación global del modelo. Se presenta la línea 

de predicción de color negro en cada caso. El valor R total de 0.90 indica que la 

correlación es bastante cercana a la línea de predicción, indicando que LM, es un modelo 

robusto para predecir los valores de resistencia a la compresión de HAC. 

 

  
(a) (b) 
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(c) (d) 

Figura 64. Análisis de Regresión entre la resistencia a la compresión experimental y 

predicha mediante el algoritmo LM, Conjunto de datos de: a) entrenamiento; b) 

validación; c) prueba; d) total. 

En la tabla 25 se resumen los resultados de las medidas de rendimiento, el valor R y el 

MSE de todo el modelo con el entrenamiento, la validación y la prueba. Por lo tanto, 

estos resultados sugieren que el método de Levenberg-Marquardt es adecuado para 

estimar la Resistencia a la Compresión del Hormigón Autocompactante utilizando Áridos 

Reciclados. 

Tabla 25. Resumen de los parámetros de evaluación del modelo del algoritmo LM. 

Paso Función MSE R 

Entrenamiento trainLM 32.41 0.921 
Validación trainLM 61.60 0.823 
Prueba trainLM 50.42 0.890 
Total trainLM 48.14 0.902 

4.4.3.2 Regularización Bayesiana 

Del mismo modo, el enfoque de Regularización Bayesiana se utiliza para entrenar el 

modelo. El rendimiento del modelo con el mismo número de neuronas se representa en 

la Figura 65. En la Figura 65 se observan líneas de dos colores que sólo indican el 

entrenamiento (azul) y la prueba (amarilla) porque este algoritmo ya lleva incorporado 

un tipo de validación durante la etapa de entrenamiento. Para evitar el sobreajuste de 

los datos, el modelo comienza con un MSE alto y reduce gradualmente su dependencia 
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de los parámetros de entrenamiento. La Figura muestra que el modelo necesitó varios 

epochs, ya que la RB requiere un tiempo ligeramente superior. Después de 94 epochs, 

las líneas de error de entrenamiento y de prueba habían disminuido significativamente, 

y eran casi rectas. El modelo se sigue entrenando para garantizar una validación 

completa, y el entrenamiento se detiene después de 190 epochs. El modelo evaluó que 

el mejor rendimiento de entrenamiento por parte del algoritmo BR se encuentra en la 

iteración 94, es decir, un MSE mínimo de 38.172. 

 

Figura 65. Rendimiento del modelo utilizando el algoritmo BR. 

En la Figura 66a se observa que los errores de los datos de entrenamiento disminuyen 

con el tiempo. Sin embargo, los errores de los datos de validación y de prueba 

aumentan. Por lo tanto, el modelo se entrena más en 186 epochs para una validación 

completa, y epochs 94 resulta ser la opción más adecuada para el entrenamiento de esta 

red, como se muestra en la Figura 65. Como Mu es el parámetro de control para 

entrenar en el Algoritmo BR, se eligió 5 x 1010 después de varias rondas, como se ve en 

la Figura 66b. Los parámetros efectivos utilizados por este algoritmo fueron 

aproximadamente 74 a 186 epochs. La Figura 66e muestra además que no se realizaron 

comprobaciones de validación, ya que BR tiene un tipo de validación incorporada 

durante la etapa de entrenamiento, negando la necesidad de un paso de validación. 
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(a) 

 
(b) 

 
(c) 

 
(d) 

 
(e) 

Figura 66. Estado de entrenamiento del algoritmo BR: a) Gráfico de gradiente en epochs 

186; b) Gráfico de Mu en epochs 186; c) Gráfico de parámetros numéricos en epochs 186; 

d) Gráfico de S.S.X. en epochs 186; e) Gráfico de comprobaciones de validación en epochs 

186. 

La Figura 67 muestra el histograma de errores del modelo entre el entrenamiento y la 

prueba. La Figura ilustra que, en comparación con el enfoque LM, la aproximación de la 

barra a la línea de error cero es bastante excepcional y el error es muy bajo. De acuerdo 

con los resultados de este criterio de rendimiento, el modelo realiza un trabajo 

aceptable de predicción de los resultados de las características de compresión del HAC 

con RA. 
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Figura 67. Histograma de errores del modelo del algoritmo BR. 

A continuación, se llevó a cabo un análisis de regresión de la misma manera. Las 

correlaciones de entrenamiento y prueba entre los valores de entrada y salida del 

modelo se muestran en la Figuras 68, que representan la correlación global. En cada 

escenario se presenta una línea de estimación de color negro. El valor total de R de 0.91 

indica que el modelo entrenado utilizando la Regularización Bayesiana tiene un alto nivel 

de precisión en la predicción de la salida, es decir, la resistencia a la compresión del HAC 

utilizando RA. 

La Tabla 26 concluye resumiendo todos los resultados del parámetro de rendimiento, 

incluyendo el valor R y el MSE del modelo completo con el entrenamiento y la prueba. 

En general, nuestros resultados implican que la Regularización Bayesiana puede ser 

utilizada para calcular la resistencia a la compresión del hormigón autocompactante 

construido a partir de recursos reciclados. 

Tabla 26. Resumen de los parámetros de evaluación del modelo del algoritmo BR. 

Paso Función MSE R 

Entrenamiento trainbr 38.17 0.9154 
Prueba trainbr 49.34 0.8923 
Total trainbr 43.755 0.9100 
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(a) (b) 

 
(c) 

Figura 68. Análisis de regresión utilizando el algoritmo BR entre la resistencia a la 

compresión experimental y la predicha. Conjunto de datos: a) Entrenamiento; b) Prueba; 

c) Global. 

4.4.3.3 Gradiente Conjugado Escalado de 

Retropropagación 

El Gradiente Conjugado Escalado de Retropropagación (SCGB) se utiliza para el 

entrenamiento del modelo. El rendimiento del modelo con 10 neuronas en total se 

muestra en la Figura 69. El gráfico se compone de varias líneas de color, que representan 

el entrenamiento (azul), la validación (verde) y la prueba (amarilla). Para evitar el 
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sobreajuste de los datos, el modelo comienza con un MSE alto y lo reduce gradualmente 

en función de los parámetros de validación. Según la figura 69, el MSE no disminuyó 

significativamente en comparación con los otros dos enfoques. El error de 

entrenamiento disminuyó después de 37 epochs, sin embargo, los errores de validación 

y prueba aumentaron un poco. El entrenamiento del modelo terminó después de seis 

repeticiones más, y se produjo el modelo optimizado con el MSE más bajo. 

 

Figura 69. Rendimiento del modelo utilizando el algoritmo SCGB. 

Epoch 37 es una opción adecuada para el entrenamiento de esta red porque mientras 

los errores de los datos de entrenamiento disminuyen con el tiempo, los errores de 

validación y los datos de prueba aumentan. La figura 70b deja claro que el proceso de 

entrenamiento se detuvo tras seis fallos de validación. 

Para el entrenamiento, la validación y la prueba, la Figura 71 muestra el histograma de 

errores del modelo. La Figura muestra la inexactitud con la que las barras de error 

parecen converger a la línea de error cero. Los resultados concluyen que el modelo tiene 

unos valores de error elevados en comparación con los algoritmos LM y BR y tiene un 

bajo rendimiento en la predicción de los resultados de la resistencia a la compresión de 

HAC con RA. 
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(a) 

 
(b) 

Figura 70. Estado de entrenamiento del algoritmo SCG: a) Gráfico de gradiente en la 

epoch 43; b) Gráfico de comprobaciones de validación en la epoch 43. 

 

Figura 71. Histograma de errores del modelo del algoritmo SCG. 

A continuación, se realiza un estudio de regresión. La Figuras 72 ilustra la relación entre 

el entrenamiento, la validación y la prueba para los valores de entrada y salida del 

modelo. La Figura 72d muestra la precisión o correlación global del modelo. La recta de 

predicción se muestra en negro en cada caso. El valor R total de 0.70, indica un modelo 

mediocre o promedio para la predicción de la resistencia a la compresión del HAC 

utilizando el RA, el valor de R debería dejar claro que su conexión no es lineal. 
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(a) (b) 

  
(c) (d) 

Figura 72. Análisis de regresión mediante el algoritmo SCG entre la resistencia a la 

compresión experimental y la predicha. Conjunto de datos: a) Entrenamiento; b) 

Validación; c) Prueba; d) global. 

La Tabla 27 presenta los resultados de las medidas de rendimiento, el valor R y el MSE 

para el modelo total, así como entrenamiento, validación y prueba. De acuerdo con 

nuestra investigación, el algoritmo SCGB es menos preciso que LM y BR en la predicción 

de la resistencia a la compresión del hormigón autocompactante que incorpora áridos 

reciclados. 
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Tabla 27. Resumen de los parámetros de evaluación del modelo del algoritmo SCGB. 

Paso Función MSE R 

Entrenamiento trainSCG 95.62 0.732 
Validación trainSCG 104.36 0.704 
Prueba trainSCG 140.27 0.581 
Total trainSCG 113.42 0.701 

 

4.4.3.4 Comparación de algoritmos 

Los tres enfoques se Compararon basándose en los datos experimentales y en las 

predicciones de ANN. La Figura 73 compara los valores experimentales y los predichos 

de los modelos entrenados con los algoritmos LM, BR y SCG, respectivamente. La línea 

roja en el eje Y representa los valores proyectados, mientras que la línea azul representa 

los valores experimentales de la resistencia a la compresión de HAC utilizando áridos 

reciclados. El conjunto de datos de 515 muestras se muestra en el eje X. 

La mayor discrepancia entre las dos líneas muestra el mayor error entre los dos 

parámetros. Los valores predichos por los algoritmos LM y BR se correlacionan bien con 

los valores experimentales, como se evidencia en la Figura 73. En cambio, el algoritmo 

SCG indica una diferencia más significativa entre las dos líneas. La Figura 74 representa 

el valor R total (en porcentaje) y el error medio cuadrático de los todos los algoritmos. 

Como se muestra en las Figuras 73 y 74, tanto el algoritmo de Regularización Bayesiana 

como el de Levenberg-Marquardt tienen casi los mismos gráficos de mejor ajuste, y 

ambos tienen aproximadamente el mismo valor R y MSE.  
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(b) 

 
(c) 

Figura 73. Comparación de los valores experimentales de resistencia a la compresión y 

los predichos por los diferentes algoritmos empleados en la ANN. Algoritmos de ANN: a) 

LM; b) BR, y c) SCG. 

 

Dada la variedad de los datos, la técnica de BR obtuvo mejores rendimientos porque 

puede ofrecer una generalización significativa para conjuntos de datos complicados 

(Suescum-Morales et al., 2021) También se concluye que utilizando el extenso conjunto 

de datos actuales, el algoritmo de Levenberg-Marquardt tiene una alta velocidad y casi 

la misma tasa de predicción que el algoritmo BR y puede predecir la Resistencia a la 

compresión del Hormigón Autocompactante utilizando áridos reciclados con alta 

precisión. El algoritmo SCG mostró resultados pobres en comparación con los otros dos 

algoritmos 
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Figura 74. Valor R (%) y MSE de los algoritmos LM, BR y SCG. 

4.4.3.5 Análisis de sensibilidad 

El análisis de sensibilidad demuestra cómo una sola variable de entrada influye en la 

variable de salida. El impacto de las variables de entrada en la variable de salida aumenta 

con el incremento de los niveles de sensibilidad. La variable de entrada tiene una 

influencia considerable en las variables de predicción de salida, como afirman Shang et 

al. (2022). El análisis de sensibilidad se llevó a cabo para evaluar el impacto de una sola 

variable de entrada, incluyendo el árido fino, el cemento, el agua, el aditivo, el 

superplastificante y los áridos gruesos, en la variabilidad de la resistencia a la 

compresión del hormigón autocompactante que incorpora áridos reciclados. El análisis 

de sensibilidad se calcula utilizando las ecuaciones 6 y 7. 

El árido fino, el cemento, el agua, el aditivo, el superplastificante y el árido grueso son 

factores de entrada importantes para estimar la resistencia a la compresión del 

hormigón autocompactante con árido reciclado. Los resultados de este estudio de 

sensibilidad se muestran en la Figura 75, donde se puede demostrar que el agua y el 

cemento Portland son los factores de entrada críticos en la determinación de la 

resistencia a la compresión del HAC con áridos reciclado. El cemento Portland 

representa el 28.39 % del total, mientras que el agua representa el 24.37 %. Shang et al. 

(2022) señalan que el cemento Portland es un elemento crítico en la predicción de la 

resistencia a la compresión. Sin embargo, las variables de entrada, tales como, los áridos 
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finos, el aditivo y el superplastificante muestran contribuciones comparables de 14.51 

%, 12.61 % y 11.79 %, respectivamente. Los resultados del estudio revelaron que CA 

(9,32 %) es la variable menos eficiente en la predicción de la resistencia a la compresión, 

lo cual es consistente con los resultados de investigaciones anteriores (W. Ahmad, 

Ahmad, et al., 2021). 

 

Figura 75. Contribución de las variables de entrada a la resistencia a la compresión del 

HAC con RA. 

4.4.4   Conclusiones parciales 

Esta investigación tiene como objetivo predecir y Comparar la resistencia a la 

compresión del hormigón autocompactante (HAC) modificado con áridos reciclados (RA) 

utilizando tres algoritmos diferentes de redes neuronales artificiales (ANN): LM, BR y 

SCG. Los seis parámetros de entrada que entrenan el modelo son el cemento, el agua, 

los aditivos, los áridos gruesos, los áridos finos y el superplastificante. Se emplearon R y 

el MSE como medidas de evaluación. De esta investigación se obtuvieron las siguientes 

conclusiones. 

1. Para el desarrollo de los modelos LM, BR y SCG, se adquirieron un total de 515 

muestras de artículos de investigación y se distribuyeron aleatoriamente en un 70%, 

10% y 20% para el entrenamiento (360), validación (52) y prueba (103), 

respectivamente. Debido al mecanismo de validación incorporado en la fase de 
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entrenamiento del algoritmo de la RB, la proporción pasó a ser del 80% para 

entrenamiento y del 20% para prueba. 

2. Se entrenaron y evaluaron tres algoritmos, LM, BR y SCG, que dieron una precisión 

global del 90%, 91% y 70%, respectivamente, con un MSE de 48.14, 43.75 y 113.42. 

El algoritmo SCG es el peor modelo para pronosticar la resistencia a la compresión 

del HAC con RA, teniendo una baja correlación y error medio cuadrático alto. 

3. La Regularización Bayesiana arrojó mejores resultados que LM y SCG, con el mayor 

coeficiente de correlación (R=91%) y el menor MSE (43.75). Sin embargo, mientras 

tanto, el algoritmo LM también dio casi el mismo coeficiente de correlación (R=90%) 

con un tiempo de procesamiento mucho más corto que el algoritmo BR.  

4. Los hallazgos demostraron que los algoritmos LM y BR son modelos adecuados y 

pueden adaptarse para predecir la resistencia a la compresión a 28 días del 

hormigón autocompactante modificado con áridos reciclados.  

5. De acuerdo al análisis de sensibilidad del modelo, el parámetro más significativo 

que determina la resistencia a la compresión es el cemento, con una contribución 

del 28.39%. El agua tiene una contribución del 23.47%, siendo otra variable 

relevante en la predicción de la resistencia a la compresión en el mismo fraguado. 

Por el contrario, la variable con menor incidencia es el árido grueso (9.23%). Todos 

los datos sugieren que el cemento y el agua mejoran la resistencia a la compresión 

del HAC con RA, pero el árido grueso la disminuye. Por otro lado, el aditivo, los 

áridos finos y los superplastificantes juegan un papel menor en el desarrollo del 

modelo.  
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5.1  CONCLUSIONES GENERALES 

A continuación, se presentan las principales conclusiones de las publicaciones que 

componen el capítulo de publicaciones de la presente Tesis. Dichas conclusiones se 

organizan a la luz de los objetivos específicos planteados en la presente investigación.  

1. Objetivo específico 2: Predecir la resistencia a compresión a 28 días del hormigón 

autocompactante con áridos reciclados (HACR) a través de la aplicación de modos 

Ensemble de aprendizaje automático (ML). 

❖ Los resultados del conjunto de datos de prueba, mostraron que los modelos 

Bagging RF (R2 = 0.7128, RMSE = 0.0807, MAE = 0.06) y Boosting GB (R2 = 0.6948, 

RMSE = 0.0832, MAE = 0.0569) presentan el mayor rendimiento con una alta 

precisión de predicción. Sin embargo, también se evidenció que los modelos 

GAM1 (R2 = 0.2722) y GAM2 (R2 = 0.27662) no son buenos modelos para predecir 

la resistencia a la compresión, esto se comprobó con los valores presentados de 

R2 que son mucho menores a 0.60.  

❖ El modelo Random Forest (RF) (R2 = 0.7128, RMSE = 0.0807, MAE = 0.06) es el 

mejor modelo para la predicción de la Resistencia a la compresión, en 

comparación con los otros modelos.  

❖ El cemento y el agua son los componentes de la mezcla que tienen más influencia 

en la resistencia a la compresión del HAC con RA, con una contribución, cada 

uno, superior al 20%. 

❖ El árido grueso es el componente de la mezcla que menos contribuye a la 

resistencia a la compresión del HAC con RA 

❖ La resistencia a la compresión del HAC con RA aumenta más con el cemento y el 

agua, mientras que los áridos gruesos la disminuyen. 

2. Objetivo específico 3: Comparar cuatro métodos de aprendizaje automático (ML): 

Extreme Gradient Boosting (XGBoost), Gradient Boosting, CatBoost y Extremely 

Randomized Trees (ETR) para predecir la resistencia a la tracción a 28 días del 

hormigón autocompactante con áridos reciclados (HACR). 
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❖ Los cuatro métodos de ML predijeron la resistencia a la tracción del HAC con RA 

con una precisión satisfactoria; los valores de R2 de los datos de entrenamiento 

para XGBoost, GB, CRB y ETR iguales 0.9421; 0.9292; 09382 y 0.9484, 

respectivamente, y todos los modelos alcanzaron un valor superior a 0.75. 

❖ XGBoost fue el modelo con mejor rendimiento, al mostrar para el conjunto de 

datos de prueba, el valor más alto de R2 = 0.8423, así como los valores más bajos 

de RMSE = 0.0581 y MAE = 0.0443, en comparación con los modelos GB, CB y 

ETR.  

❖ El modelo XGBoost se considera el mejor para predecir la resistencia a la 

tracción a los 28 días del HAC con RA 

❖ El cemento es el componente de la mezcla que más contribuye (30.07%) a la 

predicción de la resistencia a la tracción a los 28 días del HAC con RA.  

❖ El agua es el componente que menos contribuye (2.39%) a la predicción de la 

resistencia a la tracción a los 28 días del HAC con RA. 

❖ La resistencia a la tracción a los 28 días del HAC con RA, aumenta al aumentar 

la proporción de cemento en la mezcla. 

3. Objetivo específico 4: Predecir la resistencia a la tracción a los 28 días del hormigón 

autocompactante con áridos reciclados (HACR) utilizando la técnica de redes 

neuronales artificiales, comparando los siguientes algoritmos: Levenberg-

Marquardt (LM), Regularización Bayesiana (BR) y Gradiente Conjugado Escalado de 

Retropropagación (SCGB). 

❖ Los algoritmos: LM, BR y SCG, que dieron una precisión global del 85%, 91% y 

64%, con un MSE de 0,2927, 0,2087 y 0,6234. 

❖ SCG no es un buen algoritmo para predecir la resistencia a la tracción del HAC 

con RA, debido a que el R es muy bajo y el MSE muy alto. 

❖ La Regularización Bayesiana presenta el mejor rendimiento, al presentar un 

coeficiente de correlación (R>90%) y un MSE mínimo (0,2087) respecto a LM y 

SCG.  

❖ El algoritmo BR es el mejor modelo para la predicción de la resistencia a la 

tracción a 28 días del hormigón autocompactante con áridos reciclados 
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❖ El cemento es la variable de entrada esencial en la predicción de la resistencia a 

la tracción a 28 días del HAC con RA, al presentar una contribución del 30.07 %. 

❖  El agua tuvo la menor influencia en la resistencia a la tracción a 28 días del HAC 

con RA (2,39 %). 

4. Objetivo específico 5: Utilizar redes neuronales artificiales (ANN) para validar y 

pronosticar la resistencia a compresión del hormigón autocompactante con áridos 

reciclados (HACR), desarrollando y comparando diferentes técnicas, como la de 

Levenberg-Marquardt (LM), Regularización Bayesiana (BR) y Gradiente Conjugado 

Escalado de Retropropagación (SCGB). 

❖ Para predecir la resistencia a la compresión del HAC con RA, se entrenaron y 

evaluaron los algoritmos: LM, BR y SCG, que dieron una precisión global del 90%, 

91% y 70%, respectivamente, con un MSE de 48.14, 43.75 y 113.42.  

❖ El algoritmo SCG es el peor modelo para pronosticar la resistencia a la 

compresión del HAC con RA. 

❖ La Regularización Bayesiana arrojó mejores resultados que LM y SCG, con el 

mayor coeficiente de correlación (R=91%) y el menor MSE (43.75).  

❖ Sin embargo, el algoritmo LM también dio casi el mismo coeficiente de 

correlación (R=90%), aun cuando el MSE es relativamente un poco más elevado 

que el de BR, por 5 puntos, su tiempo de procesamiento mucho más corto que 

el algoritmo BR.  

❖ Los algoritmos LM y BR son buenos predictores de la resistencia a la compresión 

a 28 días del hormigón autocompactante modificado con áridos reciclados.  

❖ El cemento y el agua son los parámetros que tienen una mayor incidencia tiene 

en la resistencia a la compresión, con una contribución del 28.39 y 23.47%, 

respectivamente. 

❖  El árido grueso es el componente de la mezcla con menor incidencia en la 

resistencia a la compresión. Presenta una contribución del 9.23%.  

❖ El cemento y el agua mejoran la resistencia a la compresión del HAC con RA, 

pero el árido grueso la reduce.  
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5.2  LÍNEAS FUTURAS DE INVESTIGACIÓN 

En función de los resultados alcanzados en la presente investigación, en lo referido a la 

aplicación de técnicas de aprendizaje automático (M) y redes neuronales artificiales 

(ANN) para la predicción de la resistencia a la compresión y la resistencia a la tracción 

del HAC con RA, se plantea el desarrollo de futuras líneas de investigación que permitan 

complementar o profundizar acerca de la temática desarrollada: 

❖ Comparar con otras bases da datos de diferente procedencia los algoritmos 

empleados en la presente investigación. 

❖ Comparar el modelo Random Forest con los algoritmos Regularización Bayesiana 

y Levenberg-Marquardt para la predicción de la resistencia a la compresión a 28 

días del HAC con RA. 

❖ Comparar el modelo XGBoost con el algoritmo Regularización Bayesiana para la 

predicción de la resistencia a la tracción a 28 días del HAC con RA 

❖ Incluir como variable predictora la relación agua-cemento en el modelado de la 

resistencia a la compresión y a la tensión por división. 

❖ Modelar la resistencia a la tracción y a la compresión considerando como 

variables cada uno de los áridos reciclados empleados en las muestras, para 

poder evaluar cómo inciden en la predicción. 
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