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RESUMEN

La cartografia de Modelos de Combustibles es una herramienta clave en los procesos de toma
de decisiones para la prevencion y defensa frente a los incendios forestales. Siendo por tanto necesario
mantenerla actualizada para describir de la forma mas fiable posible la realidad; aunque esta tarea es

complicada debido a los constante cambios en las coberturas del suelo.

Los objetivos planteados en este trabajo son tres: (1) Cartografia de cuatro grandes tipos de
combustibles en base a diferencias espectrales, empleando imagenes de satélite y software libre, (2)
Cartografia de areas quemadas a partir de un andlisis multitemporal de imagenes satélite, empleando
una plataforma web para el procesamiento geoespacial, y (3) Evaluacion de la metodologia propuesta

para actualizar el mapa de combustibles actual de forma semi-automatica.

Los procesos seguidos se han divido en dos bloques: cartografia de cuatro tipos de combustibles
y de zonas quemadas, en los que aunque planteando un tipo de andlisis distinto se comparten varios
pasos. Para generar la cartografia de los cuatro tipos de vegetacion se llevé a cabo un andlisis basado en
objetos (OAA) u Object Based Analysis (OBIA) sobre una coleccién multitemporal de imagenes Satélite
Sentinel 2 MSI. El primer paso consistié en la adquisicion y el procesado de las imagenes, que
posteriormente fueron segmentadas para generar la base de datos necesaria para llevar a cabo la
clasificacion automatica supervisada final. Para general la cartografia de &reas quemadas, se empleé una
serie temporal de imagenes Sentinel 2 MSI. En este caso se llevé a cabo la adquisicion y el procesado
de las imagenes y posteriormente se efectud directamente el proceso de clasificacion, ya que al plantear
un andlisis a nivel de pixel la base de datos de referencia se cre6 sin llevar a cabo la segmentacion de

las imagenes.

Los resultados obtenidos demuestran la posibilidad de identificar diferentes coberturas de forma
fiable en base a la informacién que ofrecen las imagenes multiespectrales Sentinel 2 MSI. La
clasificacion de los grupos de combustibles alcanz6 una exactitud global del 87,01 %, mientras el valor

de la exactitud global de clasificacion de areas quemadas es 98, 28 %.

La metodologia empleada en este trabajo, que se basa en el uso sensores remotos pasivos en la
combinacion de diferentes softwares libres y comerciales, permite actualizar la cartografia existente y
por tanto disponer de herramientas con informacion actualizada, muy apreciadas en tareas de

planificacion de la gestion y defensa de los incendios forestales.

Palabras clave: modelos de combustibles, zonas quemadas, actualizacién, semi-automatica,
Sentinel 2 MSI, OBIA, Segmentacion.
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ABSTRACT
Fuel Model Mapping is a key tool in decision-making processes for forest fire prevention and
defense. It is therefore necessary to keep it up to date to describe reality as reliably as possible; although

this task is complicated due to constant changes in soil cover.

The objectives set out in this work are three: (1) Mapping of four large types of fuels based on
spectral differences, using satellite images and free software, (2) Mapping areas burned from a
multitemporal analysis of satellite images, using a web platform for geospatial processing, and (3)
Evaluation of the proposed methodology for updating the current fuel map semi-automatically.

The following processes have been divided into two blocks: mapping of four types of fuels and
burnt areas, in which, although a different type of analysis proposes, several steps are shared. To map
the four vegetation types, an Object Based Analysis (OBIA) was performed on a multitemporal
collection of Sentinel 2 MSI Satellite images. The first step was the acquisition and processing of the
images, which were subsequently segmented to generate the database needed to perform the final
supervised automatic classification. To general the mapping of burnt areas, a temporary series of
Sentinel 2 MSI images was used. In this case, the acquisition and processing of the images was carried
out and subsequently the classification process was carried out directly, since when considering a pixel-

level analysis the reference database was created without segmenting the images.

The results obtained demonstrate the possibility of identifying different coverages reliably based
on the information provided by Sentinel 2 MSI multispectral images. The classification of fuel groups
achieved an overall accuracy of 87.01%, while the overall accuracy value of burned area classification
is 98.28%.

The methodology used in this work, which is based on the use of passive remote sensors in the
combination of different free and commercial software, allows to update the existing mapping. And
therefore, have tools with up-to-date information highly appreciated in planning the management and

defense of forest fires.

Keywords: fuel models, burned zones, upgrade, semi-automatic, Sentinel 2 MSI, OBIA,

Segmentation.
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1  INTRODUCCION

En los Gltimos afios los grandes incendios forestales se han convertido en una de las principales
perturbaciones a escala global (Leblon et al., 2012). Ademaés, los cambios en los patrones
meteoroldgicos que ha provocado el cambio climatico, asi como la modificacion de los usos del suelo
como consecuencia del abandono de las zonas rurales, han generado una situacion en la que se favorece

la propagacidn de los incendios forestales (Molina et al., 2019; Halofsky et al., 2020).

En Espafia los incendios forestales perturban el medio de forma constante en el tiempo, y en
todo el territorio, aunque desde que se recogen datos en este campo se observa una distribucion espacial
bastante localizada en el noroeste peninsular, donde la mayoria de los siniestros son provocados de
forma intencionada (Ministerio de Agricultura, Pesca y Alimentacion, 2019). En base a la informacion
recopilada en el Avance Informativo sobre los Incendios Forestales en Espafia, elaborado por el
Ministerio para la Transicion Ecol6gica y Reto Demografico (2020),parece que esta tendencia continda,
siendo la zona del noroeste la mas afectada. Hasta el momento los incendios que han afectado a las
provincias de Ledn y Zamora y las Comunidades Autdnomas de Galicia y Asturias suponen un 52 %
del total de siniestros y un 63 % del total de la superficie forestal arbolada quemada en lo que va del afio
2020.

La “Estrategia integral de prevencion y lucha contra los incendios forestales en Asturias” o
EPLIFA (2020-2025), recoge que desde 2005 hasta 2018 en Asturias se registraron un total de 22.269
incendios (Figura 1.1) que afectaron a 141.795 ha (Figura 1.2), de las que solo el 15,8 % se corresponde
con vegetacion arbolada, es decir, son los estratos de vegetacion arbustiva los que sufren mas
perturbaciones. Cabe destacar que, en cuanto al ndmero de incendios, los concejos mas afectados
pertenecen a la mitad oriental, donde se concentrd el 66 % del total, mientras que los concejos de interior

de occidente acumulan el 54,2 % de la superficie quemada.

Los incendios forestales en Asturias muestran un claro caracter estacional tanto en nimero de
siniestros como en términos de superficie que, a diferencia del &mbito mediterraneo (de marcado
caracter estival) se concentran en dos periodos. Por un lado, el méas intenso que coincide con el final del
invierno y el principio de la primavera, y otro que se distribuye entre los meses julio y octubre. A partir
de los datos recogidos durante la serie 2005-2018 se puede concluir que el momento mas critico se
distribuye entre la segunda quincena de febrero y la primera de abril, concentrandose en estos dos meses
el 43,2 % del total de los siniestros y el 52 % de la superficie afectada (Gobierno del Principado de
Asturias, 2020).
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Figura 1.1. Distribucion espacial del nimero de incendios en Asturias (2006-2018). Fuente: Elaboracién
propia a partir de la EPLIFA del Gobierno del Principado de Asturias (2020).
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Figura 1.2. Distribucion espacial de la superficie quemada en Asturias (2006- 2018). Fuente: Elaboracion
propia a partir de la EPLIFA del Gobierno del Principado de Asturias (2020).

En este contexto, es clave disponer de herramientas precisas que provean informacion
espacialmente explicita sobre las caracteristicas de los combustibles forestales (Szpakowski y Jensen,
2019), y que puedan ser empleadas en la gestion de los trabajos de prevencion, defensa y recuperacion
(Chuvieco y Kasischke, 2007).

En esta linea, la Fundacion Centro Tecnoldgico Forestal y de la Madera (CETEMAS) colabora
con la Consejeria de Medio Rural y Recursos Naturales y el Servicio de Emergencias del Principado de
Asturias, en el desarrollo de una herramienta que permita generar y actualizar de forma semiautomaética
cartografia relacionada con los combustibles forestales presentes en el entorno asturiano, a partir de
datos recogidos con sensores remotos. Para ello, en el marco de un Proyecto europeo Interreg-Sudoe
denominado PLURIFOR (2016-2019) “Planes de Gestion de riesgos transnacionales para los espacios
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rurales forestales sensibles a los riesgos bidticos y abidticos”, dentro del Plan Riesgo de Incendios
Forestales Sanchez Garcia et al. (2019) trabajaron en la asignacion de los distintos modelos de
combustibles descritos en la Fotoguia de Modelos de Combustibles de Galicia desarrollada por
(Arellano et al., 2017), a partir de datos del Mapa Forestal de Espafia (DGDRPF, 2012) y los datos del
PNOA-LIDAR. Una vez establecida dicha metodologia para su reproduccion y escalado por concejos a
toda la region, se sigue trabajando en la mejora de precision de los resultados empleando datos LiDAR
con una mayor densidad de puntos o bien combinandolos con la informacion espectral que ofrecen los
sensores remotos pasivos. Todo ello, condicionado por las caracteristicas de las fuentes de informacién
y sus periodos de actualizacion y publicacion.

Por una parte, los sensores remotos activos emiten radiacion y miden su sefial de retorno,
mientras que los sensores pasivos miden la radiacién reflejada por los objetos tras la incidencia de
radiacion procedente de una fuente externa (Tempfli et al., 2009). Los fundamentos del funcionamiento
de ambos tipos de sensores condicionan sus aplicaciones en la gestion forestal. Mientras que los sensores
activos son realmente Utiles en la representacion tridimensional de la estructura de las masas, el uso de
los sensores Opticos debe orientarse a la identificacion de coberturas o a los anélisis de deteccion de
cambios (Fasshacht et al., 2016; White et al., 2016).

En todo caso, ante la cantidad de informacién disponible actualmente hay que analizar la
resolucidn espectral, espacial y temporal, asi como el coste de adquisicion de aquellos sensores que se
adapten al objetivo perseguido (Labrador Garcia et al., 2012). En concreto, la resolucion espectral que
Janssen y Bakker (2004) definen como el nimero de bandas del espectro electromagnético que un sensor
es capaz de capturar, sera el factor limitante a la hora de plantear una clasificacion, es decir, al utilizar
la informacion espectral para asignar una clase a cada pixel u objeto de la imagen (Tempfli et al., 2009;
Hennessy et al., 2020).

Por otro lado, la resolucidn espacial hace referencia al elemento de menor tamafio que el sensor
puede detectar (Liang et al., 2012). Los avances en la tecnologia de los sensores espectrales permiten
disponer de sensores del alta resolucion espacial (10 - 20 m/pixel) y de muy alta resolucion (< 10
m/pixel), pasando asi de trabajar con varios objetos por pixel a trabajar con objetos formados por varios
pixeles (White et al., 2016). De esta forma se puede plantear lo que se conoce como anélisis orientado
a objetos (AOQO) u Object Based Image Analysis (OBIA), que consiste en identificar dentro de una
imagen aquellos grupos de pixeles vecinos que representan un objeto de la realidad, y usar sus
caracteristicas espectrales, texturales y geométricas para clasificar la escena (Kucharczyk et al., 2020).
Frente a los analisis a nivel de pixel, en paisajes fragmentados y heterogéneos los OBIA permiten reducir
la variabilidad espectral (Fassnacht et al., 2016), ademas de reducir en las clasificaciones el llamado
efecto “sal y pimienta” (Blaschke, 2010), es decir, la aparicion de pixeles asociados a una clase aislados

y rodeados por otra clase.
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En cuanto a la resolucién temporal (frecuencia con que los datos son recopilados) se debe
resaltar su relevancia en situaciones en las que la climatologia dificulta la adquisicidén de imagenes libres

de nubes y con buenas condiciones de iluminacién (Drusch et al., 2012).

Como se puede ver en la Figura 1.3. Comparacién de la resolucion espacial, espectral y temporal
de diferentes satélites con sensores espectrales. Fuente: Elaboracién propia a partir de Lechner et al.
(2020).es dificil que un sensor tenga una muy alta resolucién espacial, espectral y temporal, ya que
conforme aumenta la resolucion espacial disminuye la resolucion espectral y temporal, salvo en el caso
de las plataformas de pago que logran trabajar con frecuencias diarias, puesto que son sensores
orientables. Ademas, la resolucién espacial esta inversamente relacionada con el campo de vision, esto
significa que los sensores de muy alta resolucion abarcan areas menos extensas que los sensores de la
alta resolucion. En base esto, en ltima instancia sera el objetivo del trabajo, la escala (local o regional)
y el coste de adquisicién los que condicionen la seleccion final de las imagenes a utilizar.
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Figura 1.3. Comparacion de la resolucion espacial, espectral y temporal de diferentes satélites con
sensores espectrales. Fuente: Elaboracién propia a partir de Lechner et al. (2020).

Los sensores remotos son una fuente de informacion realmente Util en la gestion forestal, y una
de sus aplicaciones es la evaluacion de incendios (Gémez et al., 2019). Prueba de ello es la revision
bibliogréfica realizada en este trabajo, que ha permitido comprobar que en Espafia se han planteado

diferentes trabajos orientados al mapeo de combustibles a partir de sensores remotos activos y pasivos

4
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(Tabla 1.1. Ejemplos del sobre el uso de los sensores remotos en el mapeo de combustibles forestales
en Espafia. Fuente: Elaboracidn propia.). Entre ellos destacan los de Garcia et al. (2011) y Marino et al.
(2016), ambos combinan los datos multiespectrales y datos LiDAR. Ademas, siguen la misma
metodologia para generar una cartografia de combustibles, planteando primero una clasificacion de tipos
de vegetacion sobre imagenes multiespectrales, y empleando posteriormente métricas LiDAR para

diferenciar tipos de combustibles.

Tabla 1.1. Ejemplos del sobre el uso de los sensores remotos en el mapeo de combustibles forestales en
Espafia. Fuente: Elaboracidn propia.

Referencia Tipo de Sensor/Sensores Técnica
(Arroyo et al., 2006) QuickBird-2 Mapa de combustibles (OBIA)
Clasificacién de tipos de vegetacidn; Identificar
(Garciaetal., 2011) ATM + LiDAR (1,5-6 pulsos/m?) modelos de combustibles
Landsat 8 OLI + LiDAR (1 Clasificacion de tipos de vegetacion; Identificar
(Marino et al., 2016) pulso/m?) modelos de combustibles
WorldView-2 + LiDAR (2,43
(Alonso-Benito et al., 2016) pulsos/m?) Mapa de combustibles (OBIA)

Estos trabajos demuestran las capacidades de los sensores remotos a la hora de generar mapas
de coberturas e identificar tipos de combustibles. Sumado a ello, la tendencia actual de permitir acceder
de forma libre a gran cantidad de informacidn ya procesada, lista para su uso en la nube como en el caso
de la plataforma Google Earth Engine (GEE), o bien su descarga para su integracion en los sistemas de
informacién geogréafica (SIG), han permitido generalizar el uso de sensores remotos pasivos como
Landsat 8 OLI o Sentinel 2 MSI en la gestion forestal (Lechner et al., 2020).

2 OBJETIVOS

El objetivo de este trabajo es disefiar una metodologia que permita actualizar de forma semi-
automatica los mapas de combustibles generados por el CETEMAS en el afio 2017, a escala de
municipio, reduciendo las limitaciones que supone depender de la publicacion de los datos de Inventario
Forestal Nacional y del PNOA-LiDAR.

Se plantean entonces tres hitos para alcanzar el objetivo final:

a. Cartografia de cuatro grandes tipos de combustibles en base a diferencias espectrales,
empelando iméagenes de satélite y software libre.

b. Cartografia de areas quemadas a partir de un andlisis multitemporal de imagenes satélite
empleando una plataforma web para el procesamiento geoespacial.

c. Evaluacion de la metodologia propuesta para actualizar el mapa de combustibles actual de

forma semi-automatica.
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3 AREA DE ESTUDIO

La metodologia presentada en este trabajo se ha aplicado en el concejo de Tineo (Asturias),
ubicado en el suroccidente el Principado de Asturias (Figura 3.1). Abarca una extension de 540,8 km?
en la que el punto méas bajo ronda los 160 m.s.n.m y el més alto alcanza los 1530 m.s.n.m. EI Mapa
Forestal del Afio 2012 (ver Anexo 1: Mapa de los tipos de coberturas del suelo del concejo de Tineo
(Asturias)) muestra que los usos y cubiertas del suelo siguen un patron espacial muy marcado: en el
centro del concejo se concentran las tierras asociadas a la agricultura, que se combinan también con
masas forestales naturales y artificiales, mientras que en los extremos este y oeste el principal tipo de

cobertura presente son las coberturas de matorral.

La eleccion de este Concejo como area de estudio viene dada por la variedad de cubiertas del
suelo y modelos de combustibles presentes (segun los datos del MFE del afios 2012 (DGDRPF, 2012)
el 58,82 % del territorio de Tineo se trata de superficie forestal y alrededor del 29 % esta dedicado a la
explotacion agricola), asi como por su extension (es el segundo municipio mas grande de Asturias), y
porque ademas pertenece a la comarca de Luarca, que fue la tercera comarca mas afectada por los
incendios entre los afios 2005 y 2018 segun los datos de la EPLIFA (Gobierno del Principado de
Asturias, 2020). Ademas, para esta zona se contaba con informacion relevante recogida en parcelas de
muestro de la Fundacion CETEMAS, lo que facilitaba los trabajos de entrenamiento y validacion del
proceso a desempefiar. Se tuvo también en cuenta la disponibilidad de imégenes libres de nubes para las
fechas de estudio, mientras que en otros concejos del suroccidente como Cangas del Narcea la cobertura

nubosa no permitia disponer de condiciones adecuadas para el procesado.

200000 240000 280000 320000 360000

4840000
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4760000
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ETRS89 UTM Huso 30 N

Figura 3.1. Localizacién del concejo Tineo en el Principado de Asturias. Fuente: Elaboracién propia.
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4 MATERIAL Y METODOS

Este trabajo se basa en el uso de imagenes satélite Sentinel 2 MSI, para desarrollar dos
clasificaciones supervisadas, una siguiendo un analisis orientado a objetos (OBIA) que permita generar
una cartografia de cubiertas vegetales, y otra mediante un analisis planteado a nivel de pixel para generar
una cartografia de areas quemadas. Con el flujo de procesos que recoge la Figura 4.1 se pretende resumir

todo el trabajo, que se explica a lo largo del presente capitulo.

Seleccion de Imagenes Sentinel 2 MSI
TRABAJO EN LA NUBE.

Nivel 2A 1

Andlisis Orientado a Objetos [ Andlisis a nivel de pixel ]

DESCARGA.

Serie Multitempaoral Dos imagenes
(septiembre, diciembre, mayo y junio) (PRE y POST)

¥ : L] ‘ﬁ

SEGMENTACION
+

PROCESADO
1.Recorte
2.Remuestreo
3.Mosaicdo
4.indices

PROCESADO
1. Recorte
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i

Random Forest
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" 1. Entrenamiento
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1. Entrenamiento - 30 % Base de d;dms nlt_a 70% ——— lidacia
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-
L]
CLASIFICACION CLASIFICACION
Cartografia de cubiertas vegetales Cartografia de dreas quemadas

Figura 4.1. Flujo de procesos global. Fuente: Elaboracion propia.

4.1 Material
En el presente apartado se detallan los datos de partida empleados, asi como los programas

informaticos empleados para su procesado.

4.1.1 Imagenes de Sentinel 2 MSI
Los sensores remotos Landsat 8 OLI y Sentinel 2 MSI son sensores remotos multiespectrales
cuyo uso estd muy generalizado. La Tabla 4.1.Caracteristicas basicas de los productos de los sensores
Sentinel 2 MSl y Landsat 8 OLI . recoge las caracteristicas de los productos generados por ambos. Esta
comparativa permite concluir que la opcion mas adecuada para disponer de datos espacial y

espectralmente precisos y actualizados en la zona de estudio es la constelacion Sentinel 2, ya que los
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satélites S2 A y S2 B realizan barridos con un acho de campo de visién de 290 km y su combinacion

permite trabajar con una resolucién temporal de cinco dias (Drusch et al., 2012).

Tabla 4.1.Caracteristicas bésicas de los productos de los sensores Sentinel 2 MSI y Landsat 8 OLI .

Numero Campo
de Resolucién de
Sensor bandas Region del espectro espacial (m/pixel)  visién Referencia
Azul costero, Azul, 10 m (Visible y
Verde, Rojo, Infrarrojo  Infrarrojo cercano https://earth.esa.int/web/sentinel/technical-
cercano (NIR) 1y I1, 1);20 (Borde rojo, . - - -
Sentinel Borde rojo Il y I1,Cirros  NIR Iy SWIRIy 290 guides/sentinel-2-msi/msi-instrument
2 MSI e Infrarrojo de onda corta 11);60m (Azul
13 (SWIR) Iy 1l costero y Cirros)
Azul costero, Azul,
Verde, Rojo, NIRy SWIR 15 (Pancromaético); -
Landsat I'y 11, Pancromatico y 30 m (el resto de 185  https://www.usgs.gov/media/images/landsat-
8 OLI 9 Cirros bandas) 8-band-designations

Ambos satélites tienen implementado el sensor Multiespectral Instrument (MSI) que les permite
capturar 13 bandas, que se corresponden con longitudes de onda de entre 400 y 2300 nm del espectro

electromagnético, y cuya resolucién espacial varia entre los 10m/pixel y los 60m/pixel (Drusch et al.,

2012) (Figura 4.2).
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'B1 B9 |
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Figura 4.2. Representacion gréafica de la resolucion espectral frente a la resolucion espacial del sensor MSI
de los satélites Sentinel 2. Fuente: Elaboracién propia a partir de Drusch et al. (2012).

4.1.1.1 Imégenes para el cartografiado de cubiertas vegetales
La seleccion de las imégenes comenzd en la aplicacion Sentinelhub Playground
(https://apps.sentinel-hub.com/sentinel-playground/), que permite parametrizar las basquedas en base a

diferentes criterios (fecha, lugar, porcentaje de cobertura de nubes y nivel de preprocesado de las

8
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iméagenes). Para mejorar la discriminacion de las coberturas se puede recurrir a la variaciones que los
cambios fenoldgicos producen en sus rasgos espectrales (Lausch et al., 2016; Ho$citlo and
Lewandowska, 2019), por lo que se buscaron imégenes libres de nubes que coincidieran con cada una

de las cuatro estaciones entre septiembre de 2019 y junio de 2020.

Al plantear un andlisis multitemporal es importante trabajar con imégenes en las que se haya
reducido e incluso eliminado la influencia de la atmdsfera (Stoffels et al., 2015). Por ello una vez

elegidas las imagenes, desde el portal Copernicus Open Access Hub (https://scihub.copernicus.eu/) se

descargaron con nivel 2A de preprocesado, es decir, corregidas atmosféricamente y con valores de
reflectancia en la parte inferior de la atmdsfera (Bottom Of Atmosphere, BOA). Para abarcar la totalidad
del area de estudio, fue necesario utilizar cuatro cuadriculas (tiles) Sentinel para cada fecha (29TPJ,
29TPH, 29TQJ y 29TQH), lo que generd una coleccion de 16 imagenes (Tabla 4.2. Resumen de las
imagenes multiespectrales Sentinel 2 MSI seleccionadas. Fuente: Elaboracién propia.). Todas ellas son
imagenes corregidas geométricamente y con sistema de referencia de coordenadas WGS 84 UTM Huso
29. Las iméagenes de septiembre, diciembre y mayo fueron capturadas por el satélite S2-A, mientras que
la correspondiente a junio fue adquirida por el satélite S2-B, en cualquier caso, todas fueron capturadas

el sensor Multiespectral Instrument (MSI).

Tabla 4.2. Resumen de las imé&genes multiespectrales Sentinel 2 MSI seleccionadas. Fuente: Elaboracion

propia.
Satelite
Momento S2 Fecha Tile Codigo
Transicion Verano-

Otoiio A 12/09/2019 TPJ S2A_MSIL2A 20190912T112111 N0213_R037_T29TPJ
A TPH S2A_MSIL2A 20190912T112111 N0213_R037_T29TPH
A TQJ S2A_MSIL2A 20190912T112111 N0213_R037_T29TQJ
A TQH  S2A MSIL2A 20190912T112111 N0213 R037 T29TQH
Invierno A 31/12/2019 TPJ S2A_MSIL2A 20191231T112451 N0213_R037_T29TPJ
A TPH S2A_MSIL2A 20191231T112451 _N0213_R037_T29TPH
A TQJ S2A_MSIL2A 20191231T112451 N0213 R037_T29TQJ
A TQH  S2A MSIL2A 20191231T112451 N0213 R037 T29TQH
Primavera A 28/05/2020 TPJ S2A_MSIL2A 20200529T112121 N0214_R037_T29TPJ
A TPH S2A_MSIL2A 20200529T112121 N0214 R037_T29TPH
A TQJ S2A_MSIL2A 20200529T112121 N0214 R037_T29TQJ
A TOQH S2A MSIL2A 20200529T112121 N0214 R037 _T29TQH
Verano B 23/06/2020 TPJ S2B_MSIL2A_20200623T112119 _N0214 _R037_T29TPJ
B TPH S2B_MSIL2A_20200623T112119_N0214 R037_T29TPH
B TQJ S2B_MSIL2A_20200623T112119_N0214_R037_T29TQJ
B TOH S2B_MSIL2A 20200623T112119 N0214 R037_T29TQH

4.1.1.2 Imégenes para el cartografiado de areas quemadas
En el Principado de Asturias la época més critica en cuanto al nimero de incendios y superficie
gquemada se concentra entre los meses finales del invierno (EPLIFA, 2020). Como se decidio utilizar el

indice dNBR (Botella-Martinez y Fernandez-Manso, 2017) para localizar las areas quemadas, y este
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requiere el empleo de una imagen pre incendio y otra post incendio, fue necesario localizar dos imagenes
libres de nubes para asociar al inicio y fin de este periodo, respectivamente. Normalmente el ciclo en el
gue los incendios son recurrentes comienza la segunda quincena de febrero y se extiende hasta la primera
quincena de abril, coincidente con periodos con alta nubosidad. A pesar de la alta frecuencia de captura
de la constelacién Sentinel 2 las condiciones climatolégicas condicionaron la tarea de seleccion,
decidiendo trabajar finalmente con una imagen del 31 de diciembre de 2019 y un del 5 de abril de 2020
(Tabla 4.3. Imégenes Sentinel 2 empleadas en el mapeo de las zonas quemadas en Tineo en 2020.

Fuente: Elaboracion propia.).

Al trabajar en la plataforma Google Earth Engine (GEE) no fue necesario descargar las
imagenes, si no que se trabajo con la coleccion de imagenes Sentinel 2 que esta disponible en el catalogo
de GEE. Al usar una serie de dos imagenes se empled la coleccion “COPERNICUS/S2_SR” que recoge
las imégenes Sentinel 2 con nivel 2A de preprocesado, es decir, corregidas atmosféricamente y con
valores de reflectancia en la parte inferior de la atmdsfera (Bottom Of Atmosphere, BOA). Como ya se
indica en el subapartado 4.1.1.1 para cubrir toda la superficie del concejo de Tineo hay que trabajar con
cuatro cuadriculas para cada escena, es decir, se empled una coleccién formada por 8 imagenes (Tabla
4.3. Iméagenes Sentinel 2 empleadas en el mapeo de las zonas quemadas en Tineo en 2020. Fuente:
Elaboracion propia..), que tienen asociado el sistema de referencia de coordenadas geograficas WGS

84, ya que es el sistema que la plataforma GEE emplea por defecto.

Tabla 4.3. Imagenes Sentinel 2 empleadas en el mapeo de las zonas quemadas en Tineo en 2020. Fuente:
Elaboracién propia.

Momento Sételite S2 Fecha Cddigo

Inicio A 31/12/2019 S2A_MSIL2A 20190912T112111 N0213 R037_T29TPJ
S2A_MSIL2A 20190912T112111 N0213 R037_T29TPH

S2A_MSIL2A 20190912T112111 N0213 R037_T29TQJ

S2A_MSIL2A 20190912T112111 NO0213_R037_T29TQH

Fin B 04/04/2020 S2B_MSIL2A 20200404T112109 NO0214 R037_T29TPJ
S2B_MSIL2A 20200404T112109 N0214 R037_T29TPH

S2B_MSIL2A 20200404T112109 NO0214 R037_T29TQJ

S2B_MSIL2A 20200404T112109 N0214 R037 T29TQH

4.1.2 Base de datos de referencia de cubiertas del suelo
Al plantear una clasificacion de coberturas es necesario disponer de una base de datos que sirva
tanto para el entrenamiento como para la validacion del modelo clasificador. En este caso se tomaron
por un lado una serie de parcelas cuya clase de cobertura fue identificada en campo durante el Cuarto
Inventario Forestal Nacional (IFN.) (DGDRPF, 2012) y otras sobre las que ha trabajado el CETEMAS,
ademas de un conjunto de puntos generados a partir de un muestreo aleatorio sobre el concejo de Tineo

que han sido clasificados mediante fotointerpretacion.

10
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En el caso del trabajo de campo del IFNsy del CETEMAS la identificacion de las coberturas se
hizo de forma similar, empleando parcelas de 15 metros de radio. En total conforman un grupo de 67
parcelas que representan principalmente formaciones de coniferas y frondosas (Tabla 4.4). Ambos
conjuntos fueron referenciados segun el sistema de referencia de coordenadas (SRC) ETRS 89 UTM
Huso 30. La jError! No se encuentra el origen de la referencia. representa su distribucion espacial

empleando este SRC.

Tabla 4.4. Parcelas de referencia cuya cobertura fue identificada mediante a trabajos de campo. Fuente:
Elaboracion propia.

Conjunto Fecha Cobertura NUmero
IFN4 2009-2010 Coniferas 38
Frondosas 3
CETEMAS  2015-2019 Coniferas 3
Frondosas 23
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Figura 4.3. Localizacién geografica de las parcelas del IFN4 y del CETEMAS en el
concejo de Tineo. Fuente: Elaboracion propia.
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En cuanto a la tercera fuente de datos, para clasificar las parcelas generadas en el muestreo
aleatorio se tomaron como referencia para la fotointerpretacion los conjuntos de datos recogidos en la
Tabla 4.5, que se corresponden con el servicio de mapas web (WMS) de las ortofotos PNOA de méaxima
actualidad, los perimetros de los incendios ocurridos en Tineo en 2018 y 2019 suministrados por el
Servicio de Emergencias del Principado de Asturias (SEPA) y las combinaciones en color verdadero de

las imagenes satélite Sentinel 2 MSI recogidas en el subapartado 4.1.1.1.

Tabla 4.5. Informacién de base para clasificar las parcelas generadas de forma aleatoria. Fuente:
Elaboracién propia.

Conjunto de datos Fecha Tipo Referencia
Ortofoto PNOA Méxima (https://www.ign.es/wms-inspire/pnoa-
Actualidad 2017 WMS ma?request=GetCapabilities&service=WMS)
Servicio de Emergencias del Principado de
Perimetros incendios de Tineo  2018-2019 vectorial Asturias (SEPA)
Raster multi-
Imagenes satélite Sentinel 2 MSI  2019-2020 banda Subapartado 4.1.1.1

Se trat6 de que el tamafio de las clases fuera equilibrado, con el objetivo de evitar un desajuste
que provocase elevadas exactitudes en clase méas representadas y peores resultados en las clases con
menos peso (Wessel et al., 2018). Como se ve en la Tabla 4.6 se trabajé con un total de 301 parcelas
distribuidas a lo largo del concejo de Tineo (jError! No se encuentra el origen de la referencia.)
empleando como sistema de referencia de coordenadas el SRC ETRS 89 UTM Huso 30. En este caso,
ademas de las clases “Coniferas” y “Frondosas”, se incluyeron las clases “Herbazal” y “Matorral” (los
otros dos grandes grupos de vegetacion presentes), asi como las clases “Infraestructuras” y “Resto”, que
aungue no son objeto de la clasificacién, son necesarias para poder aplicar el algoritmo clasificador con

éxito, puesto que la leyenda debe ser exhaustiva e incluir todas las clases presentes.

Tabla 4.6. Parcelas generadas de forma aleatoria y fotointerpretadas. Fuente: Elaboracion propia.

Conjunto Cobertura NUmero
Coniferas 28
Frondosas 64
Parcelas fotointerpretadas Herbazal 62
Matorral 71
Infraestructuras 22
Resto de coberturas 54

12


https://www.ign.es/wms-inspire/pnoa-ma?request=GetCapabilities&service=WMS
https://www.ign.es/wms-inspire/pnoa-ma?request=GetCapabilities&service=WMS

% g?(ia\gerrlsidad gf}g‘ﬁm

200000 210000 220000 230000

4810000

Leyenda
[ Zona de Estudio

Parcelas de referencia
Coniferas

Frondosas

o
(=]
o
o
)
-

Infraestruc

o

@

@ Herbazal
°

® Matorral
®

Resto

4790000

Figura 4.4. Localizacion geografica de las parcelas clasificadas mediante fotointerpretacion. Fuente:
Elaboracion propia.

4.1.3 Base de datos de referencia de areas quemadas
Las parcelas de referencia empleadas para la identificacion de areas quemadas se generaron en
Google Earth Engine (GEE), mediante fotointerpretacion y tomando como apoyo una composicion en
falso color (infrarrojo de onda corta, infrarrojo cercano y rojo) de la imagen del 4 de abril de 2020
(jError! No se encuentra el origen de la referencia.), asi como la diferencia en entre el indice
Normalized Burn Ratio (NBR) (Key y Benson, 2006) de la imagen del inicio y del fin del periodo de

incendios (ANBR), que se representa en la jError! No se encuentra el origen de la referencia..
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Figura 4.5. Composicion en falso color (infrarrojo de onda corta, infrarrojo cercano y rojo) de la imagen
del 4 de abril de 2020 en GEE. Fuente: Elaboracion propia.
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Figura 4.6. Diferencia entre el indice Normalized Burn Ratio (NBR) de la imagen del inicio y del fin del
periodo de incendios (ANBR). En color més claro se localizan las zonas quemadas. Fuente: elaboracion
propia.

Se genero un conjunto formado por 12 parcelas para la clase quemado, con un total de 48 pixeles
de 10 m x 10 my 38 parcelas para la clase no quemado (224 pixeles) (Tabla 4.7). Este conjunto de 50
parcelas al haber sido generado en la GEE tiene asociado como sistema de coordenadas las geograficas
y como sistema de referencia WGS 84, pues es con el que se trabaja por defecto en la plataforma. En
cualquier caso, para su representar su distribucion en el concejo de Tineo (Figura 4.7.Distribucién
espacial de las parcelas de referencia para la clasificacién de areas quemadas.) se exportaron y
transformaron al SRC ETRS 89 UTM Huso 30.
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Tabla 4.7.Parcelas de referencia para la clasificacidon de areas quemadas.

Clase Numero de parcelas Namero de pixeles
Quemado 12 48
No guemado 40 224

200000 210000 220000 230000

4810000
4810000

4800000

M I8 Zona de Estudio

Parcelas de referencia

4790000
4790000

® Zonas no quemadas |

®  Zonas quemadas

Figura 4.7.Distribucion espacial de las parcelas de referencia para la clasificacion de areas quemadas.

4.1.4 RStudio
Se empled la version 4.0.2 del software de analisis estadistico RStudio (RStudio Team, 2020),
con el objetivo de poder repetir los procesos con otros conjuntos de datos. R se trata de un plataforma
libre cuyo ndcleo principal, esta orientado a la computacion grafica y estadistica, aunque gracias al
continuo desarrollo por parte de la Comprehensive R Archive Network (CRAN) existen nimeros

paquetes orientados a al analisis de datos espaciales (Bivand et al., 2008; Pebesma et al., 2012).
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4.1.5 eCognition Essentials
El software comercial Essentials de eCognition 1.3.1 (Tribmle, Inc, 2016), es una herramienta
orientada al mapeo de coberturas del suelo y la deteccion de cambios. En este caso se utilizé debido a
su potencial para segmentar las iméagenes satélites de alta resolucion espacial, ya que la segmentacion
es una tarea clave en el flujo de procesos de un anélisis orientado a objetos (Kucharczyk et al., 2020).

4.1.6 ArcMap
Se empleo el software de ESRI ArcMap en su version 10.7.1 (ESRI, 2019) para generar flujos

de procesos actualizables y reproducibles (ESRI, 2000) , ya que tiene implementado el Model Builder.

4.1.7 Google Earth Engine (GEE)

Google Earth Engine es una plataforma orientada al analisis geoespacial que recoge en la nube
un amplio catalogo de datos de libre acceso, asi como un servicié de computacion, que reduce los costes
tecnoldgicos derivados del almacenamiento y procesado de grandes de conjuntos de datos (Tamiminia
et al., 2020). La interfaz de programacion de aplicaciones permite acceder a las diferentes colecciones
de datos, incorporar datos del propio usuario y analizarlos mediante a los lenguajes Java o Python usando
una amplia libreria de operadores. A su vez el entono de desarrollo integrado (IDE) hace posible la
visualizacidn de los resultados (Gorelick et al., 2017). Se empled para comprobar las prestaciones que
presenta la plataforma, a la hora realizar clasificaciones a partir de imagenes de satélite utilizando los

catalogos de datos y algoritmo implementados en la nube.

4.2 Métodos

En este apartado se explican los pasos necesarios para poder seguir el flujo de procesos recogido
en la Figura 4.8. Flujo de procesos seguido en la clasificacion de iméagenes Sentinel 2 MSI planteando
un OBIA. Aunque el método de analisis empleado en cada clasificacidn es distinto, en ambas se puede
dividir el proceso en cuatro bloques: partiendo con el procesado de las imagenes multiespectrales, el
siguiente paso consistié en generar la base de datos de entrenamiento y validacion; seguidamente se

entrend y se ajustd el algoritmo clasificador, para cerrar el proceso con la clasificacién final y validacion.

4.2.1 Cartografiado de cubiertas vegetales mediante clasificacién de las imagenes
Se ha planteado una clasificacion de coberturas a partir de una serie multitemporal de imégenes
Sentinel 2. Para ello, se trabajo mediante OBIA tomando como base el proceso que plantean Kucharczyk
et al. (2020). En la Figura 4.8 se puede ver el flujo de procesos seguido durante el trabajo: adquisicion
y procesado de las imagenes Sentinel 2, segmentacion para crear la base de datos de referencia, que
permita entrenar, validar el algoritmo clasificador, y finalmente, la clasificacion de los objetos de la

imagen.
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Figura 4.8. Flujo de procesos seguido en la clasificacion de imagenes Sentinel 2 MSI planteando un OBIA.

4.2.1.1 Definicion de las agrupaciones de cobertura vegetal

A la hora de plantear una clasificacion de tipos de vegetacion a partir de imagenes generadas
por sensores remotos pasivos, hay que tener en cuenta que la mayoria de los modelos de combustibles
normalmente estan relacionados con estructura de las masas y por tanto las limitaciones de sensores

Opticos condicionaran los tipos que se puedan diferenciar.

Los sensores espectrales no pueden atravesar a la cubierta vegetal, y ademas la reflectancia no
muestra una relacién directa con métricas relacionadas con la estratificacion vertical de la vegetacion,
como puede ser la altura (Arroyo et al., 2008). Se tiene entonces que plantear tipos o grupos de

vegetacion que puedan ser diferenciados en funcién de su firma espectral.

En base a las capacidades de las imagenes satélite y atendiendo a la clasificacion recogia en la
Fotoguia de Combustibles de Galicia (Arellano et al., 2017), se plantea la leyenda que recoge la formada
por una clase asociada a las infraestructuras, otra que englobe el resto de coberturas, ademas cuatro tipos

de combustibles: Herbazales (pastizales y helechales), Matorrales, Coniferas y Frondosas.
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Tabla 4.8.Leyenda para el cartografiado de cuatro grandes grupos de combustibles. Fuente: Elaboracion
propia en base a la clasificacion de la Fotoguia de Combustibles de Galicia (Arellano et al., 2017)

Tipo de cobertura Descripcién
Masas naturales (Castanea sativa, Betula pubescens, Quercus
Frondosas pyrenaica y Q robur) y masas artificiales (Eucalyptus globulus)
Coniferas Masas del género Pinus (incluyendo repobalciones)
Estratos de vegetacion lefiosa de porte arbustivo; arbolado disperso con
Matorral predominio del matorral
Herbazal Pastizales y Helechales
Infraestructuras Ndcleos urbanos
Masas de agua; Roquedos; Zonas agricolas y las no incluidas en las
Resto de coberturas anteriores

4.2.1.2 Procesamiento de las imagenes: remuestreo, union y calculo de indices

A partir de las cuatro cuadriculas descargadas para cada fecha se generd un mosaico que permita
disponer de imagenes satélite del Concejo de Tineo, utilizando para ello nueve de las 13 bandas
disponibles (Azul, Verde, Rojo, tres bandas del Borde Rojo (Limite del Rojo), infrarrojo cercano y dos
bandas del infrarrojo de onda corta). Para ello se preparé en RStudio un script de manera que el proceso
pueda reproducirse con cualquier imagen de forma méas o menos automatica, dicho script aparece

recogido en el Anexo 2: Script en disefiado en RStudio para el procesado de las imagenes Sentinel 2.

En un principio, se aplicé sobre las bandas espectrales de cada cuadricula un recorte por méscara
para centrase en el area de estudio y ademas reducir los tiempos de procesado. Para poder unir las
imégenes y hacer el calculo de indices espectrales todas las bandas deben tener la misma resolucion, asi
que tras el recorte fue necesario aplicar un remuestreo en el caso de las tres bandas del limite del rojoy
las dos bandas del infrarrojo de onda corta, que cuentan con una resolucion espacial de 20 m/pixel. De
esta forma y tras haber empleado el método del vecino mas préximo se dispuso de todas las bandas a
una resolucion espacial de 10 m/pixel. A continuacion, para no ejecutar la union de cada una de las
bandas por separado, estas se apilaron para hacer el mosaicado directamente sobre los grupos de bandas
(stacks).

El siguiente paso consistio en calcular a partir de las bandas del verde (B3), del rojo (B4), de la
primera banda del borde rojo (B5), del NIR (B8) y de las dos bandas del SWIR (B11 y B12) cinco
indices espectrales. Se calculd el Normalized Difference Vegetation Index (1), que aunque es el indice
de vegetacion més utilizado es algo sensible al ruido, y por ello y en base a las indicaciones ofrecidas
por Garcia et al. (2011) y Marino et al., (2016), para mejorar la capacidad de discriminacion entre
coberturas, se calcularon los indices Soil adjusted Vegetation Index (2) y Normalized Difference Infared
Index (3). Ademaés se calcularon el Anthocyanin Reflectance Index | (4) y 11 (5) debido a que permiten
mejorar la discriminacion entre las clases de matorral y herbazal, ya que usar el nivel de antocianinas

contribuye a diferenciar entre ambos estratos (Bayle et al., 2019).
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NIR—R
NIR+R

(1) NDVI =

NIR—-R
NIR+R+L

(3) NDII =

(2) sAVI =

x(1+L) (L=05)

NIR—- SWIR1
NIR+ SWIR1

1 1
(4) ARIT = -——

(5) ARIII = (¢ — =) x NIR

Para cada una de las fechas se obtuvieron un total quince archivos raster, que se corresponden

con nueve bandas espectrales, cinco indices espectrales y un apilado de todas ellas.

4.2.1.3 Segmentacion

La segmentacion es un proceso clave en los andlisis de imagenes orientados a objetos, que
consiste en identificar objetos de la realidad en un imagen (Blaschke et al., 2014). Al igual que en los
andlisis basados en pixeles se tiene en cuanta la informacidn espectral de cada uno de ellos, pero ademas
al trabajar con iméagenes de alta resolucion espacial se usan las caracteristicas espectrales, texturales y

geométricas de los objetos (Hossain y Chen, 2019).

Los métodos de segmentacién pueden dividirse en dos grupos en funcion de los criterios
empleados, asi los basados en pixeles segmentan a partir de umbrales sobre las caracteristicas, mientras
gue los basados en bordes y en regiones emplean la similitud y discontinuidad entres los objetos. A
demas segun el punto de partida, se pueden diferenciar entre los métodos de division y unién que toman
la imagen como semillas o los métodos de crecimiento y unién que toman como semilla un pixel
(Hossain y Chen, 2019).

En este caso se trabajé con el software comercial de Trimble eCognition Essential (Tribmle,Inc,
2016), en el que viene implementado el algoritmo Multiresolution Segmentation que trabaja de forma
no supervisada y de forma iterativa a partir de un pixel semilla. Ademas, sigue los criterios de los
métodos basados en regiones y en bordes, asi que va agrupando pixeles adyacentes con caracteristicas
similares hasta identificar un cambio brusco lo que supone el cierre del segmento. Aunque esta
combinacion lo hace menos sensible al ruido ,resulta dificil encontrar la parametrizacion optima
(Hossain y Chen, 2019; Kucharczyk et al., 2020), sobre todo el parametro de escala ya que también

depende de la extension del area de estudio (Ma et al., 2017).

En el software eCognition Essentials el nimero de bandas a usar en la segmentacion esta
limitado a doce asi que se usaron las bandas verde, azul, rojo, Infrarrojo, las dos bandas del infrarrojo
de onda corta y los cinco indices espectrales correspondientes a la imagen del 23 de junio de 2020. A

demaés es necesario indicar los valores de los pardmetros de escala para controlar la segmentacion exceso
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y por defecto (Kucharczyk et al., 2020), y los pardmetros de color y forma ya que en conjunto son clave
a la hora de diferenciar zonas con valores espectrales muy similares (Dragut et al., 2010). Asi que tras
varios intentos se decidié usar unos valores de 50 para la escala y de 0,5 para el color y la forma, ya que

visualmente se apreciaban segmentos mas homogeéneos y ajustados a la realidad.

4.2.1.4 Extraccion de estadisticos

El software eCognition Essentials no permite generar los estadisticos asociados a cada uno de
los objetos en base a la informacion espectral. Por ello, una vez segmentada la escena, en el entorno de
ArcGIS (ESRI, 2019) y con la herramienta Model Builder se disefiaron dos modelos, ambos recogidos
en los Anexo 3: Estadisticos como tabla y Anexo 4: Unidn por ID respectivamente. El primero con la
ayuda de la figura del iterador de rasteres y empleando la herramienta “estadisticos zonales en forma de
tabla”, permite extraer la media y la desviacion estandar los valores espectrales de cada uno de los
objetos que forman la imagen (empleando por cada imagen las nueve bandas y los 5 indices que se
recogen en la Tabla 4.9. Bandas e indices espectrales derivados de cada una de las imagenes Sentinel 2
MSI. Fuente: Elaboracion propia.). Mientras que el segundo llamado “Unién por ID” genera una base
de datos formada por 42,478 segmentos y 112 variables (28 por cada escena), ya que recoge los

estadisticos de toda la serie temporal.

Tabla 4.9. Bandas e indices espectrales derivados de cada una de las imagenes Sentinel 2 MSI. Fuente:
Elaboracién propia.

Variables
Bandas Azul (B01), Verde (B02), Rojo(B03), Borde rojo (B05, B06, B07), NIR(B08),
espectrales SWIR (B11y B12)
Indices
espectrales ARI 1, ARI II, NDII, NDVI y SAVI

Para identificar las 112 variables se cred un cédigo basado en el mes de la imagen, el estadistico
y la banda o indice espectral correspondientes (Mes_Estadistico_Banda/indice). En la Tabla 4.10.
Asignacion del codigo a 8 variables a modo de ejemplo. Fuente: Elaboracion propia.se recogen 8 de las
variables, de forma que se ejemplifique la asignacion del cddigo a cada una de ellas. En el Anexo 5:
Listado de variables empeladas en la clasificacion de los grupos de vegetacion. se recogen por separado
todas las variables, agrupadas en funcion del mes de las imagenes Sentinel 2 MSI empeladas en el
andlisis.

Tabla 4.10. Asignacion del cddigo a 8 variables a modo de ejemplo. Fuente: Elaboracion propia.

Mes de la escena Estadistico Banda/indice espectral Cadigo
Septiembre (S) Media (M) B02 S _M_B02
Desviacion estandar (ST) B02 S ST B02
Diciembre (D) Media (M) B03 D_M_B03
Desviacion estandar (ST) B03 D ST BO03
Mayo (M) Media (M) NDVI M_M_NDVI
Desviacion estandar (ST) NDVI M_ST NDVI
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Junio(J) Media (M) SAVI J_M_SAVI
Desviacién estandar (ST) SAVI J ST SAVI

4.2.1.5 Clasificacion

Una clasificacion orientada a objetos consiste en identificar la clase a la que pertenecen cada
uno de los elementos identificados en la imagen durante el proceso de segmentacion. En este caso,
ademas de forma supervisada lo que significa que es necesario entrenar al algoritmo clasificador en base

a una serie de parcelas de referencia (Kucharczyk et al., 2020).

A la hora de plantear un OBIA para clasificar imagenes satélites son muchos los algoritmos de
aprendizaje automatico disponibles. Uno cuyo uso estd mas generalizado es el algoritmo no paramétrico
Random Forest, consiste en una serie arboles de decision en los que tanto el conjunto de datos de
entrenamiento como las variables empleadas se seleccionan de forma aleatoria en cada iteracién
(Breiman, 2001). Esta densa red de arboles de decisidon permite al algoritmo reducir los efectos del sobre
entrenamiento y la influencia de los valores extremos (Belgiu and Dragut, 2016). Por todo ello, se

decidio utilizarlo en este analisis.

4.2.1.6 Base de datos de entrenamiento y validacién

Para generar la base de datos de referencia se unieron las parcelas del IFN4, del CETEMAS y
las parcelas generadas en el muestro aleatorio, dando lugar a un conjunto de 368 parcelas (Tabla 4.11.
Numero de parcelas empleadas como referencia en el proceso de clasificacién.). El siguiente paso
consistié en comprobar que cada una de estas parcelas se ubicaba en un Unico objeto de la imagen
(Figura 4.9. Representacién de los puntos de referencia sobre los segmentos y una ortofotografia del

PNOA (2017). Fuente: Elaboracion propia.) y que era homogénea espectralmente.

Tabla 4.11. Namero de parcelas empleadas como referencia en el proceso de clasificacion.

Tipo de cobertura NUmero
Frondosas 94
Coniferas 62
Herbazales 62

Infraestructuras 22
Matorral 71
Resto de coberturas 54
Total 368
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Figura 4.9. Representacion de los puntos de referencia sobre los segmentos y una ortofotografia del PNOA
(2017). Fuente: Elaboracion propia.

Finalmente, todos ellos fueron intersecados con los estadisticos de cada uno de los 42,478
objetos de la imagen, dando lugar a una base de datos en que la que cada segmento tiene asociadas sus
caracteristicas espectrales. Parte de esta base de referencia se empled para entrenar y parte para validar,

tal y como se describe en los apartados siguientes.

4.2.1.7 Ajuste del modelo y clasificacion

El proceso de entrenamiento, ajuste y clasificacion del algoritmo no paramétrico RandomForest
se desarroll6 al completo en RStudio (RStudio Team, 2020) utilizando el paquete randomForest (Liaw
y Wiener, 2002).Todo este proceso puede verse en el script recogido en el Anexo 6: Script para llevar a
cabo la clasificacion supervisada en RStudio. Se comenz6 con la division aleatoria de la base de datos
verdad terreno en dos subconjuntos, para emplear un 30% en el entrenamiento del algoritmo y un 70%

en la validacion, es decir, 114 y 254 parcelas respectivamente.

Se decidié comprobar como se alcanzarian resultados mas exactos, si empleando la informacion
de la serie temporal en conjunto o con las imagenes por separado. Como criterio de comparacion se
emplearon las exactitudes globales obtenidas en cada situacion, decidiendo finalmente realizar un

analisis multitemporal.

En cada iteracion el Random Forest utiliza diferentes variables, y trabajar con todas las variables
implicaba que en cada iteracion el algoritmo debia seleccionar entre 112 variables, por ello se realiz6
una seleccion de variables. Para ello se tom6 como referencia el Decrecimiento de Gini o Mean

Decrease Gini (MDG), que se trata de un estadistico que estima la importancia en funcién de la exactitud
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de cada variable en el proceso de clasificacion, asi como del nimero de veces que el modelo recurre a
ella (Menze et al., 2009).

4.2.1.8 Evaluacion de la clasificacion

Para poder valorar la exactitud del modelo se clasificaron los 254 puntos reservados para el
proceso de validacion. De esta forma, y en funcién de los valores reales y los valore predichos se generd
la matriz de confusion y se calcularon la exactitud de cada clase y la global, ya que es lo més apropiado
para valorar la exactitud de mapas categoricos generados partir la clasificacion de imagenes (Foody,
2020). Ademas, se estimaron los intervalos de confianza al 95 % de probabilidad a partir de método
Wald ajustado (Sauro y Lewis, 2005), pues son muy Utiles en la interpretacion y comparacion de los
resultados (Foody, 2009).

4.2.2 Cartografiado de las zonas quemadas

Se generd una cartografia de las zonas quemadas en el Concejo de Tineo durante los tres
primeros meses del afio 2020, utilizando imagenes de la constelacion de satélites Sentinel 2. Tomando
como base la diferencia entre el Normalized Burn Ratio del momento inicial y final de la serie temporal
(dNBR) se cre6 a partir de un andlisis visual un base de referencia descrita en el apartado de “Material”.
Finalmente, ese conjunto de puntos verdad terreno se combiné para el ajuste, validacion y ejecucion del
algoritmo Random Forest, como se puede ver en el flujo de procesos que recoge la Figura 4.10. Flujo
de procesos seguido para la generacidn de una cartografia areas quemadas en Tineo (2020). Todo el
proceso se realiz6 en un script (Anexo 7: Clasificacion de zonas en la plataforma GEE) disefiado en el

entorno de Google Earth Engine (GEE).

24



22y

J% grl\év(;:rr‘sidad @T?ﬁ( T’i«.ﬂ

Seleccion de Imagenes Sentinel

2 (Nivel 2A) {esa
‘COPERNICUS/S2 SR

NBER POST NER PRE

Stack de bandas ( Imagen POST) |4——

INTERSECCION

|

4 v
Base de datos verdad
terreno Parcelas de Identificacion:
Entrenamiento Walidacion N referencia |=«— Zonas quemadas

1T (20%) (70%) Zonas no quemadas

Random

Forest
——> 1° Ajuste

2 Validacion -

,

‘ CLASIFICACION

Figura 4.10. Flujo de procesos seguido para la generacion de una cartografia areas quemadas en Tineo
(2020).

4.2.2.1 Procesado de las imagenes

Tras seleccionar la coleccion de imagenes se hizo un filtrado por fecha e indicando los limites
del &rea de estudio. De esta forma se seleccionaron las imagenes de diciembre (31/12/2019) y de abril
(04/04/2020), y seguidamente se mosaicaron las cuatro cuadriculas de cada escena (29TPJ, 29TPH,
29TQJ y 29TQH) y se recortaron por mascara.

El Normalized Burn Ratio (NBR) es una diferencia normalizada entre el infrarrojo cercano y el
infrarrojo de onda corta como se puede ver en la ecuacién (6). El uso de estas bandas del espectro
permite detectar cambios en la materia vegetal viva, en el contenido de humedad y en las condiciones
del suelo (Miller y Thode, 2007). Por ello su uso se ha generalizado en la identificacion y delimitacién
de areas quemadas asi como en la estimacion de la severidad (Botella-Martinez y Fernandez-Manso,
2017). En este caso se empled para calcular para cada pixel de la imagen la diferencia del NBR al inicio
y al final del periodo de incendios. Valores elevados del dNBR indican que se ha producido una

perturbacion.
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_ NIR-SWIR

NBR =
NIR+SWIR

(6)
dNBR = NBRPRE - NBRPOST (7)

4.2.2.2 Clasificacion

El mapeo de zonas quemadas en el Concejo de Tineo durante los primeros meses del afio 2020
se consiguié a partir de una clasificacion a nivel de pixel, generada con el algoritmo Random Forest a
partir de informacion espectral ofrecida por una imagen Sentinel 2 del dia 4 de abril.

De las trece bandas del espectro electromagnético que captura el sensor MSI de los satélites
Sentinel 2, se usaron nueve de ellas como variables independientes en la clasificacion. Es decir, se
extrajeron para cada parcela el valor de reflectancia las bandas espectrales del Azul, verde, rojo, borde
rojo (tres bandas), infrarrojo cercano e infrarrojo de onda (dos bandas) asociada la imagen del 4 de abril
de 2020 (Tabla 4.12. Bandas espectrales de la imagen Sentinel 2 MSI del 4 de abril de 2020 empeladas
como variables en la base de referencia. Fuente: Elaboracion propia.).

Tabla 4.12. Bandas espectrales de la imagen Sentinel 2 MSI del 4 de abril de 2020 empeladas como
variables en la base de referencia. Fuente: Elaboracion propia.

Espacio de entidades Variables
Imagen del 4 de abril de Azul (B01), Verde (B02), Rojo(B03), Borde rojo (B05, B06, BO7),
2020 NIR(B08), SWIR (B11y B12)

4.2.2.3 Entrenamiento del modelo
El proceso de entrenamiento del algoritmo Random Forest y la clasificacion se desarroll6 al
completo en la plataforma GEE, empleando la libreria “ee.Classiffier” implementada en la interfaz de

programacion de aplicaciones.

El primer paso consistié en dividir de forma aleatoria la base de datos de referencia en dos
subconjuntos, un 30% se empled en el entrenamiento y un 70% validacion del modelo. Seguidamente,
se entrend un modelo Random Forest con 500 iteraciones, tomando como referencia un total 276 pixeles.
Cabe destacar que es necesario fijar una semilla para el submuestreo que hace el algoritmo, ya que en

caso contrario el resultado seria distinto tras cada ejecucion.

Se trabajo con un total de nueve variables asociadas a la imagen Sentinel 2 MSI del dia 4 de
abril de 2020, en cada iteracion el Random Forest selecciona de entre esas variables un subconjunto
diferente. Finalmente, se decidié valorar la importancia de cada una de las variables en el modelo, en
este caso no pudo calcularse el Decrecimiento Medio de Gini (MDG), pero recurriendo a la opcion
“ee.Classifier.setOutputMode”, se calculd la importancia de cada una de ellas en funcion de la

probabilidad de que la clasificacion final sea correcta (Google Developers, 2020).
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4.2.2.4 Validacion y ejecucion del modelo

Una vez el modelo ha sido entrenado es necesario validarlo. Para ello se ejecuté el algoritmo
sobre el subconjunto de validacion (634 pixeles), y se comprob6 el grado de acierto del clasificador
tomando como referencia la clase asignada por fotointerpretacion a cada punto de validacion.
Posteriormente se calcularon la matriz de confusion, la precision global del modelo y sus intervalos de

confianza por el método Wald ajustado para una probabilidad del 95 % (Sauro y Lewis, 2005).

El Sistema europeo de incendios forestales (EFFIS) emplea imagenes del satélite MODIS de
250 metros de resolucidn, para actualizar de forma diaria una cartografia de areas quemadas del
continente europeo y la region mediterranea (EFFIS, 2020). Desde el visor de la situacion actual del

EFFIS (https://effis.jrc.ec.europa.eu/static/effis_current_situation/public/index.html) se descargaron los

perimetros de los incendios detectados durante el periodo de estudio (entre enero y abril de 2020).

La capa de areas quemadas del EFFIS se empled para comprobar si la clasificacion generada a
partir de las iméagenes Sentinel 2 MSI detectaba los incendios registrados a partir de los datos MODIS.
Teniendo en cuenta que la resolucion espacial de los datos MODIS es de 250 m y que el error minimo
asociado una clasificacién es de 2 pixeles x 2 pixeles (Tobler, 1987), se llevo acabo ArcMAP (ESRI,
2019) un anélisis de proximidad de 500 metros sobre cada uno de los incendios detectados por la moédulo

de anélisis rapido del EFFIS, y asi estimar el error de omision de la clasificacién generada en GEE.

5 RESULTADOS

5.1 Cartografia de cuatro tipos de combustibles en base a diferencias espectrales,
empleando imagenes de satélite y software libre

5.1.1 Seleccion de variables
Con este analisis multitemporal orientado a objetos se clasificaron cuatro grandes grupos de
combustible, empleando como datos de partida 112 variables independientes derivadas de las imagenes
Sentinel 2 MSI.

La Figura 5.1. Variables mas importantes en base al Decrecimiento Medio de Gini (MDG).
Fuente: Elaboracién propia. muestra las 22 variables con un mayor valor del indice de Decrecimiento
Medio de Gini (Mean Drecrease Gini, MDG). A nivel global las variables mas importantes se
correspondieron con los valores medios del indice NDVI del mes de mayo (M_M_NDVI1), de los indices
ARl y ARI Il de los meses de mayo y septiembre (M_M_ARI, S_M_ARI, M_M_ARL_Il vy
S_M_ARI_II). Seguidos por los valores medios de la banda verde del mes de mayo (M_M_BO03), de las
bandas roja y verde del mes de septiembre (S_M_B04y S_M_B03), el valor medio del indice SAVI del
mes de diciembre (D_M_SAVI) y el valor medio de la primera banda infrarrojo de onda corta del mes
de mayo (M_M_B11). En general las variables derivadas de las iméagenes de septiembre y mayo se
identificaron como mas relevantes, con la excepcion del indice SAVI del mes de diciembre (noveno en

la lista de variables).
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Figura 5.1. Variables méas importantes en base al Decrecimiento Medio de Gini (MDG). Fuente:
Elaboracion propia.

Por otro lado, la Figura 5.2.Variables mas importantes a la hora de distinguir entre clases segin
el Decrecimiento Medio de Gini (MDG). Fuente: Elaboracién propia. recoge las variables mas
importantes a la hora de identificar cada uno de los grandes grupos de combustibles. En los grupos de
combustibles arboreos (coniferas y frondosas) priman los variables derivadas de las imégenes de mayo
y septiembre, con la presencia en menor medida de variables derivadas de las imagenes de junio. En el
caso del matorral resultaron mas relevantes las variables derivadas de las imagenes de septiembre y
mayo, mientras que para el grupo herbazal la mayor importancia es para el indice SAVI de diciembre y
variables de septiembre y mayo (DMG D_M_SAVI, S My M_M). En todos los casos el mayor poder
discriminante se corresponde con indices de vegetacion, no con bandas espectrales. Aungue como norma
general muestran una mayor importancia las variables los valores medios de las variables, cabe destacar
el peso de la desviacion estandar del indice ARI Il tanto en las frondosas como en el grupo de los
matorrales (S_ST_ARI_II), lo que indica la utilidad de este estadistico para la discriminacion entre ellas.
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Figura 5.2.Variables mas importantes a la hora de distinguir entre clases segun el Decrecimiento Medio de
Gini (MDG). Fuente: Elaboracion propia.

5.1.2 Evaluacion de la clasificacion

Al trabajar con las imagenes de septiembre, diciembre, mayo y junio por separado, la exactitud
global de la clasificacion fue del 83,46 %, 68,5 %, 51,57 % y 52,76 % respectivamente (Tabla 5.1.
Exactitud global de la clasificacion de combustibles segln el espacio de entidades empleado (valor mas
probable e intervalo de confianza de Wald ajustado al 95 % de probabilidad). Fuente: Elaboracion
propia.). Resultados que parecen coincidir con la importancia de las variables recogidas en el apartado
anterior 5.1.1, en el que se observaba que las variables del mes de septiembre eran la que tenia un mayor
peso. El empleo de la informacion espectral de las cuatro imagenes de forma conjunta permitié generar
una clasificaciéon con una exactitud global del 84,25% como se puede ver en la Tabla 5.1, al mejorar la
discriminacion entre clases gracias al uso de métricas recogidas en otros momentos del afio, aunque
teniendo en cuenta los intervalos de confianza, la diferencia en la exactitud global no es significativa. Si
se produce un incremento significativo de la exactitud global al reducir el nimero de variables del
andlisis multitemporal empleadas en el modelo a las 22 méas importantes, obteniéndose una fiabilidad
global del 87,01 %, lo que supone una mejora de casi 3 puntos porcentuales (Tabla 5.1. Exactitud global
de la clasificacion de combustibles segun el espacio de entidades empleado (valor més probable e

intervalo de confianza de Wald ajustado al 95 % de probabilidad). Fuente: Elaboracion propia.).
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Tabla 5.1. Exactitud global de la clasificacion de combustibles segin el espacio de entidades empleado
(valor més probable e intervalo de confianza de Wald ajustado al 95 % de probabilidad). Fuente:
Elaboracién propia.

Espacio de
entidades Variables empleadas Exactitud global (%)
Media y desviacion tipica de las
bandas Azul, Verde, Rojo, Borde
Rojo, NIR, SWIR y los indices
ARI, ARI II, NDII, NDVI y
a SAVI del mes de septiembre (28) 83,46 (78,78 - 87,55)
Media y desviacion tipica de las
bandas Azul, Verde, Rojo, Borde
Rojo, NIR, SWIR y los indices
ARI, ARI I, NDII, NDVI y
b SAVI del mes de diciembre (28) 68,5 (62,55 — 73,91)
Media y desviacion tipica de las
bandas Azul, Verde, Rojo, Borde
Rojo, NIR, SWIR y los indices
ARI, ARl Il, NDIIl, NDVI 'y
c SAVI del mes de mayo (28) 51,57 (45,45 - 57,65)
Media y desviacion tipica de las
bandas Azul, Verde, Rojo, Borde
Rojo, NIR, SWIR y los indices
ARI, ARI II, NDII, NDVI y
d SAVI del mes de junio (28) 52,76 (46,62 - 58,81)
Media y desviacion tipica de las
bandas Azul, Verde, Rojo, Borde
Rojo, NIR, SWIR y los indices
ARI, ARI 11, NDII,NDVIy
e=(a+b+c+d)  SAVI de todas las escenas (112) 84,25 (79,24 - 88,25)

Con el objetivo de evaluar los resultados de la clasificacion final con 22 variables, se genero la
matriz de confusién empleando los datos de referenciay las predicciones del algoritmo Random Forest
(jError! No se encuentra el origen de la referencia..2). El valor mas probable de exactitud del
productor, del usuario y global aparece acompafiado del intervalo de confianza de Wald ajustado al 95%
de probabilidad.

El valor méas probable de la exactitud global de la clasificacion es de 87,01%, mientras que la
exactitud del productor como la del usuario adquieren los valores mas altos al identificar las clases de
Coniferas y Frondosas, superando en ambos casos el 89 %. Por contra, los peores datos se asocian a la
clase Herbazal en el caso de la exactitud del productor y a la clase infraestructuras en el caso de la
exactitud del usuario, siendo el valor mas probable 77,78 %y 73,33 % respectivamente. Esta diferencia
entre la exactitud alcanzada al trabajar con los grupos de vegetacion arbdreos (Coniferas y Frondosas)
y de vegetacion arbustiva (Herbazales y Matorrales) se debe principalmente a la estructura y
distribucion, siendo en los primero mas extensa y homogénea, asi como a la base de datos de referencia,
donde se demuestra que los trabajos de campo son una fuente mas fiable que las parcelas

fotointerpretadas.
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Por otro lado, las mayores tasas de confusion se producen al identificar la clase Herbazal. El
modelo comete un error de omision del 22,22 % (12,36 % — 36,45 %), siendo el principal causante de
este error la similitud existente entre los pastizales incluidos en la clase herbazal, y algunas de las
coberturas incluidas en la clase resto de coberturas, como pueden ser los prados de uso agricola. Al
diferenciar entre los estratos de matorral y de herbazal se comete un error de omisién del 15,19 % (3,10
% - 43,36%). Este error, aungue asumible debe reducirse en préximos trabajos ya que las areas cubiertas

por matorral son las que se ven principalmente afectadas en los incendios del Principado de Asturias.

Parece que el modelo encuentra dificultades al diferenciar ente las clases que no pertenecen a
los cuatro grandes grupos de combustibles, es decir, la case infraestructuras y resto de coberturas. Lo
gue puede deberse principalmente al grado de similitud espectral existente entre los roquedos con escasa
vegetacion (dentro de la case resto de coberturas) y las zonas urbanas recogidas en la clase

infraestructuras.
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Tabla 5.2. Matriz de confusidn de la clasificacion de combustibles generada partir del anélisis multitemporal, y valor mas probable e intervalo de confianza de Wald

ajustado al 95 % de probabilidad de la exactitud global, del productor y del usuario. Fuente: Elaboracion propia.

Referencia
Coniferas Frondosas Herbazal Infraestructuras Matorral Resto Total Eéi‘;!}g%g §I coﬂgic,c’);cj(% %)
95,00 5,00
Coniferas 43 1 0 0 1 0 45 (84,35 - 99,59) (0,41 -7,62)
92,31 7,69
Frondosas 4 60 1 0 0 0 65 (82,82 - 97,05) (2,95 - 17,16)
81,40 18,60
Clasificacion Herbazal 0 0 35 0 7 1 43 (67,12 - 90,52) (9,48 - 32,88)
73,33 26,67
Infraestructuras 0 0 0 11 0 4 15 (47,62 - 89,54) (10,46- 52,38)
89,80 10,20
Matorral 1 1 2 0 44 1 49 (77,81 - 96,00) (4,00 - 22,19)
75,68 24,32
Resto 0 0 7 2 0 28 37 (59,69 - 86,83) (13,17- 40,31)
Total 48 62 45 13 52 34 254 5,00
89,58 96,77 77,78 84,61 84,61 82,35

Exactitud del

(77,39 - 95,91)

(88,33 - 99,76)

(63,55 - 87,64)

(56,54 - 96,90)

(72,21 - 92,26)

(66,11 - 92,03)

productor (%)
10,42 3,23 22,22 15,39 15,19 17,65
Error de
omisién (%) (4,09 —22,61) (0,25 - 12,03) (12,36 — 36,45) (3,10 - 43,36) (7,74 - 27,79) (7,97 - 33,89)
87,01
Exactitud
global (82,28 - 90,63)
(%)
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Tras haber analizado los resultados obtenidos durante la validacién del modelo, se gener6 la
cartografia de grandes grupos de combustibles. Las figuras Figura 5.3. Recorte de 2 km x 2 km del mapa
de cuatro grandes grupos de combustibles. Fuente: Elaboracion propia. Figura 5.4 representan dos zonas
de aproximadamente 2 km x 2 km representativas del concejo de Tineo, mientras que el mapa de todo
el concejo se recoge en el Anexo 8: Cartografia de combustibles del concejo de Tineo (Asturias) .
Ademas, se calcularon las superficies de cada una de las seis clases identificadas y recogieron en la
Tabla5.3.

Tabla 5.3. Superficies de cada una de clases identificadas en el cartografiado de cuatro grandes grupos de
combustibles. Fuente: Elaboracion propia.

Clase Superficie (ha) Superficie total (%)
Frondosas 167,15 30,9
Matorral 132,25 24,45
Resto 106,44 19,68
Herbazal 79,75 14,75
Coniferas 48,77 9,02
Infraestructuras 6,46 1,2
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Figura 5.3. Recorte de 2 km x 2 km del mapa de cuatro grandes grupos de combustibles. Fuente:

Elaboracion propia.
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Figura 5.4.Recorte de 2 km x 2 km del mapa de cuatro grades grupos de combustibles. Fuente:
Elaboracion propia.

5.2 Cartografia de areas quemadas a partir de un analisis multitemporal de imagenes
satélite empleando una plataforma de procesamiento geoespacial

5.2.1 Importancia de las variables
Tras el entrenamiento del modelo empleando nueve variables (Tabla 5.4) con la informacion
espectral de la imagen del dia 4 de abril de 2020, la clasificacion final alcanzé una exactitud global del
97,90% (Intervalo de confianza de Wald ajustado: 96,90 %- 99,07%).

Como se puede ver en la Figura 5.5.Importancia relativa de cada una de las bandas espectrales
empeladas en la clasificacion. Fuente:Elabotacion propia. que representa la importancia da cada variable
en funcion de la probabilidad de que al usar el resultado de clasificacion sea correcto. Se puede observar
que, de las nueve bandas espectrales empleadas, las mas importantes coinciden con las bandas del borde
rojo (B6 y B7), del infrarrojo cercano (B8) y con la segunda banda del infrarrojo de onda corta (B12).
La importancia de estas bandas se debe a que sus niveles de reflectancia aumentan al reducirse la
presencia de vegetacion y el contenido humedad (Miller y Thode, 2007).
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Tabla 5.4. Exactitud global de la clasificacion de areas quemadas (valor mas probable e intervalo de
confianza de Wald ajustado al 95 % de probabilidad). Fuente: Elaboracion propia.

Espacio de Exactitud global
entidades Variables empleadas (%)
Imagen del
4 de abril  Azul (B01), Verde (B02), Rojo(B03), Borde rojo (B05, B06, B07), 97,90%
de 2020 NIR(B08), SWIR (B11ly B12) (96,90 %-99,07%)
70
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Figura 5.5.Importancia relativa de cada una de las bandas espectrales empeladas en la clasificacién.
Fuente:Elabotacion propia.

5.2.2 Evaluacion de la clasificacion

Se evalu6 la exactitud de la clasificacién empleando para ello la matriz de confusion que se
recoge en la Tabla 5.5, en la que las exactitudes vienen acompafiadas por sus intervalos de confianza de
Wald ajustado al 95% de probabilidad. Dicha tabla permite conocer la exactitud tanto del productor
como del usuario gque en ningln caso es inferior al 90,51 % (83,67 %- 94,77%). A pesar de estos niveles
de exactitud, se comete un error de comisién del 2,56 % al predecir como zona quemada 11 pixeles que
en realidad pertenecen a la clase zona no quemada. La clasificacién, como se puede ver en la Tabla 5.5.
Superficie afectada por algun incendio forestal en Tineo entre el dia 1 de enero de 2020 y el 4 de abril
de 2020. Fuente: Elaboracion propiapermitié estimar un area quemada de 814,54 ha durante los 3

primeros meses del afio en el concejo de Tineo.

Tabla 5.5. Superficie afectada por algun incendio forestal en Tineo entre el dia 1 de enero de 2020 y el 4 de
abril de 2020. Fuente: Elaboracion propia

Clase Superficie (ha)
Quemado 814,54
No quemado 54165,46
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Atendiendo a la capa de areas quemadas ofrecida por el EFFIS, entre el dia 1 de enero de 2020
y el dia 4 de abril de 2020 fueron son seis los incendios producidos en Tineo cuya superficie superé las
6,25 ha. Tras clasificar la totalidad de la escena se identificaron un total de 535 areas quemadas, de las
gue 341 coinciden con el &rea de proximidad realizado sobre cada uno de los seis incendios detectados
por el médulo de evaluacion rapida de dafios del EFFIS. Esto significa que no existe error de omisién

asociado a la clasificacion, pues todos los incendios identificados por EFFIS fueron detectados.

Una vez clasificada la totalidad de la imagen, la fotointerpretacion permite analizar los cuatro
escenarios posibles. El primero de ellos, es que ambas cartografias identifiquen un incendio (Figura 5.6.
Incendios identificados en ambas clasificaciones. Fuente: Elaboracién propia.).En el segundo escenario,
debido a la diferencia entre la resolucion espacial de los sensores MODIS y Sentinel 2 MSI, es posible
que incendios con superficies inferiores a las 30 ha solo sean detectado con las imagenes Sentinel 2
(Figura 5.7). Por otro lado, las otras dos situaciones recogidas en las Figuras Figura 5.8 yFigura
5.9suponen un error de comisidn, es decir, se identifican como quemadas zonas en las que no se ha
producido ningun incendio. La primera es debe a la perturbacion producida por un incendio ocurrido
en el afio 2019, mientras que en la segunda se les asigna la categoria de &reas quemadas a varias parcelas
agricola en las que la cobertura vegetal ha sido eliminada (recoleccidn) o bien reducida (siega). Ademas
en el Anexo 9: Cartografia de areas quemadas en el concejo de Tineo (Asturias) durante la temporada

invernal de incendios se recoge el mapa de incendios identificados en todo el concejo de Tineo.
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Tabla 5.6.Matriz de confusién de la clasificacion de areas quemadas, y valor mas probable e intervalo de confianza de Wald ajustado al 95 % de probabilidad de la
exactitud global, del productor y del usuario. Fuente: Elaboracion propia.

Referencia
Exactitud Error
Zona quemada Zona no quemada Total del usuario (%) _de comision (%)
97,34 2,66
Zona quemada 522 11 533 (96,30 - 98,89) (1,11 - 3,70)
Clasificacion 100 0
Zona no quemada 0 105 105 (96,98 - 100,00) (0,00 - 3,02)
Total 522 116 638
100 90,51
Exactitud del
productor (%) (99,38 - 100,00) (83,67 - 94,77)
0 9,49
Error de omisién
(%) (0,00 -0,62) (5,23 - 16,33)
98,28
Exactitud
global (%) (96,90 - 99,07)
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Figura 5.6. Incendios identificados en ambas clasificaciones. Fuente: Elaboracion propia.
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Figura 5.7. Incendios identificados en clasificacion y no en la capa de areas quemadas del EFFIS. Fuente:
Elaboracion propia.
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Figura 5.9. Parcelas agricolas erroneamente identificadas como incendios durante la clasificacion. Fuente:
Elaboracion propia.
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5.3 Metodologia para actualizar de forma semi-automatica los mapas de combustibles
generados por el CETEMAS en el afio 2017, a escala municipal

Los resultados obtenidos en este trabajo que se recogen en los apartados 5.1 (cartografia de
grupos de combustibles) y 5.2 (cartografia de areas quemadas ) demuestran que estos productos
generados a partir del uso de imagenes Sentinel 2 MSI pueden ser parte de una metodologia que permita
actualizar de forma semi-automatica cartografias ya existentes. EI uso de datos de sensores pasivos como
Sentinel 2 MSI permite generar informacién actualizada incluso semanalmente, siempre y cuando la

cobertura de nubes lo permita.

Teniendo en cuenta alguno de los usos practicos que se le puede llegar a dar a este tipo de
cartografia en materia de prevencion y extension de incendios forestales, la identificacion de grandes
grupos (conifera, frondosa, matorral, pastizal), tiene gran importancia ya que se esta priorizando que sea
informacién actualizada para confirmar el tipo estructural de cobertura forestal y ser considerado junto
con el resto de cartografia temética, para llevar a cabo un posible analisis de deteccién de cambios y

reasignacion del modelo de combustible o agrupacién en su caso.

De esta manera, como se puede ver en la Figura 5.10, para el proceso de integracion de estas
capas cartograficas en la herramienta de actualizacion, sera necesario llevar a cabo una interseccion
entre la cartografia de modelos de combustibles existente y los productos generados en el presente
trabajo. Posteriormente se debe incorporar sobre la herramienta descrita por Sdnchez Garcia et al.(2019),
una parte sobre el algoritmo condicional en lenguaje Python, que permita el desarrollo de p un analisis
de deteccion de cambios. Con ello, se podra identificar y mantener el modelo de combustible designado

anteriormente o reasignar el grupo en base a la reciente informacién recabada.

Siguiendo esta metodologia se podra disponer de una herramienta Util en las tareas de

planificacién y defensa contra incendios, que ademas estara actualizada y se ajustara a la realidad.
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6 DISCUSION

6.1 Cartografia de cuatro tipos de combustibles en base a diferencias espectrales,
empleando imagenes de satélite y software libre

Uno de los principales objetivos de este trabajo fue plantear una clasificacion orientada a objetos
con el algoritmo Random Forest a partir de una serie multitemporal de imagenes Sentinel 2. Como se
demuestra con la Tabla 5.1. Exactitud global de la clasificacion de combustibles segun el espacio de
entidades empleado (valor mas probable e intervalo de confianza de Wald ajustado al 95 % de
probabilidad). Fuente: Elaboracién propia., el uso de informacion espectral asociada a diferentes etapas
fenoldgicas permite mejorar la discriminacion entre las coberturas vegetales (Gémez et al., 2016; Zeng
et al., 2020).

Con el mismo objetivo y utilizando el algoritmo Random Forest para identificar tipos de
vegetacion asociados a grandes grupos de combustibles, Marino et al. (2016) recurren al uso de
imagenes Landsat 8 y finalmente obtienen una exactitud global del 81%. En este trabajo empleando el
mismo algoritmo se obtuvo una clasificacion con una exactitud global asociada del 87.01 %. Immitzer
et al. (2019) aunque no con el mismo objetivo, plantean un OBIA en el que tras la segmentacion de la
imagen con el algoritmo Random Forest logran al igual que en este trabajo identificar seis tipos de
coberturas del suelo, pero con una exactitud del 96,2 %. Estos resultados demuestran que tanto el
planteamiento de los OBIA sobre una serie multitemporal de imagenes multiespectrales de alta

resolucion espacial tiene capacidad suficiente permiten generar clasificaciones fiables.

Analizando las diferentes variables empeladas en el ajuste y entrenamiento del algoritmo
clasificador (Figura 5.1 y Figura 5.2), se coincide con Immitzer et al. (2019) en que las bandas
espectrales del rojo, infrarrojo cercano e infrarrojo de onda corta son las mas relevantes. Ademas, cada
destacar la importancia del infrarrojo cercano al distinguir entre las clases de coniferas y frondosas. En
el caso de los indices de espectrales, parece que combinar varias bandas del espectro electromagnético
realmente facilita la diferencia entre clases de cobertura (Zeng et al., 2020). ElI SAVI incluido en el
analisis al ser menos sensible que el NDVI al ruido provocado por la mezcla de firmas espectrales
(Marino et al., 2016), parece tomar cierta importancia en la clasificacion tanto a nivel global como a
nivel de clase. Por otro lado el indice ARI basado en las bandas del borde rojo, elegido con el objetivo
de facilitar la identificacion de los estratos de matorral (Bayle et al., 2019), ha cumplido sobre todo al

diferencia matorral de masas de frondosas.

Teniendo en cuentas estas indicaciones y en base a los resultados asociados la clasificacion final
(Tabla 5.2. Matriz de confusion de la clasificacion de combustibles generada partir del anélisis
multitemporal, y valor méas probable e intervalo de confianza de Wald ajustado al 95 % de probabilidad

de la exactitud global, del productor y del usuario. Fuente: Elaboracion propia.) se puede confirmar el
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potencial del uso de imagenes Sentinel 2 MSI para desarrollar un analisis multitemporal que permita
generar una cartografia de combustibles fiable a nivel local, y por tanto pude emplearse en cartografias
ya existentes. Aungue sin olvidar las limitaciones a la hora de diferenciar entre las clases mas
estratificadas y heterogéneas (Herbazal y Matorral). Para resolver estos problemas se deberia disponer
de una red de parcelas de campo maés densa y representativa, que reduzca el error asociado a las tareas

de fotointerpretacion.

A lo largo de este trabajo se ha combinado tanto softwares comerciales como libres. El
procesamiento de las iméagenes Sentinel 2 MSI se llevd a cabo en el software libre RStudio (RStudio
Team, 2020), a partir del disefio de un script (Anexo 2: Script en disefiado en RStudio para el procesado
de las imagenes Sentinel 2) se pude reproducir el flujo de trabajo con cada una de las cuatro escenas
empeladas en el analisis. En el caso de la segmentacion, fue necesario recurrir al software eCognition
Essentials (Tribmle,Inc, 2016), para poder trabajar con el algoritmo Multiresoltion Segmentation , cuyo
resultados no se pueden alcanzar con otros softwares libres. A la hora extraer los estadisticos espectrales
tras comenzar a trabajar en RStudio ,la cantidad de tiempo de procesado empelado sin resultados obligd
a utilizar el software comercial ArcMap (ESRI, 2019). Finalmente, los paquetes de analisis estadistico
(“randomForest” y “Caret”) implementados en RStudio permitieron usar el modelo no paramétrico
Random Forest para generar la clasificacion final. Coincidiendo con Bivand et al., (2008) y Pebesma et
al. (2012) se puede afirmar el potencial del software libre al permitir crear flujo de procesos
reproducibles, reducir los tiempos de procesado en alguna tareas y la facil exportacion de los resultados,
aunque en este caso se confirma la necesidad de combinar diferentes softwares para obtener buenos

resultados.

6.2 Cartografia de areas quemadas a partir de un analisis multitemporal de imagenes
satélite empleando una plataforma de procesamiento geoespacial

Respecto al mapa de zonas quemadas durante los primeros tres meses del afio 2020, realizada
en la plataforma Google Earth Engine (GEEE) mediante a una clasificacion a nivel de pixel con el
algoritmo Random Forest sobre una imagen Sentinel 2, también Anaya et al. (2018) recurren a GEE
para identificar zonas quemadas a partir de imagenes Landsat 5 y 8, basandose en umbrales del indice
dNBR para la clasificacion. Aunque se siguen metodologias distintas ambos trabajos confirman la
funcionalidad de GEE, que al disponer de amplias colecciones de imagenes satélite y al permitir el
acceso a diferentes algoritmos mediante a la interfaz de programacion de aplicaciones permiten el

desarrollo de este tipo de andlisis (Gorelick et al., 2017).

La clasificacion de zonas quemadas y no quemadas obtenida presenta una exactitud global del
98,28 %, superior a las recogidas en el trabajo de Ngadze et al. (2020) que alcanzan valores del 86 % y
89 % empleando también el algoritmo Random Forest para clasificar a partir de imagenes Sentinel 2

MSI. Ademas, si se atiende a la importancia de cada una de las bandas del espectro electromagnético
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(jError! No se encuentra el origen de la referencia.), ambos trabajos coinciden en que las bandas las
bandas 2 y 3 del borde rojo y la banda del infrarrojo cercano son clave en la identificacidn de las zonas
guemadas. Huang et al. (2016) usan los datos del sensor MSI y también destacan la importancia de las
bandas del borde rojo, del infrarrojo cercano y del infrarrojo de onda corta con las que obtienen una
exactitud global superior al 80 %, frente a las bandas del espectro visible que apenas tienen peso en la
discriminacion. Los resultados que se obtenidos en los tres trabajos confirman las capacidades de uso

de las iméagenes Sentinel 2 MSI en la identificacion de areas quemadas.

Por otro lado, si se comparan los resultados con la cartografia de areas quemadas elaborada por
el EFFIS a partir de imagenes MODIS, se puede afirmar que ambos productos son fiables a la hora de
localizar zonas en la que se ha producido un incendio. EI modulo de anélisis rapido de dafios del EFFIS
condicionado por la resolucion espacial de 250 metros de las imagenes MODIS sélo detecta incendios
superiores a la 6,2 ha, y dificilmente los de menos de 30 ha. En cualquier caso, la cartografia recogida
por el EFFIS logra identificar entre el 70 y 80 % de todos los incendios producidos en el marco europeo
(EFFIS, 2020). Trabajar con imagenes de alta resolucion espacial como las Sentinel 2 (10 — 20 m/pixel)
permite delimitar de forma maés precisa el perimetro de los incendios, y con ello obtener valores de

superficies quemadas mas ajustados a la realidad.

Tras el andlisis de los resultados de la validacién de la clasificacion (Tabla 5.6) se puede afirmar
gue las imagenes Sentinel 2 MSI son una herramienta Gtil y fiable para usar en la identificacion y
delimitacion de areas quemadas a escala local. La principal limitacion de este producto, el error de
comision asociado al identificar como incendios zonas agricolas (prados recién segados Y tierras sin
cobertura tras la recoleccion) e incendios de afios pasado. Este Gltimo error se podria minimizar haciendo
un analisis multitemporal que incluya en una imagen correspondiente con el inicio del periodo de

estudio.

Aunqgue el uso de la plataforma Google Earth Engine supuso la posibilidad de trabajar en la
nube, reduciendo de forma notable las tareas derivadas de la descarga y el procesado y almacenamiento
de las imagenes satélite (Tamiminia et al., 2020), no fue posible utilizar los segmentos generados en
eCogntion Essentials, ya que, debido al tamafio de la capa GEE no permiti6 usarla y por tanto no se
pudo desarrollar un OBIA. A pesar de ello, se pude afirmar que gracias a la amplia coleccion de datos
y algoritmos disponibles es posible llevar a cabo clasificaciones a nivel de pixel fiables y de forma
rapida, siempre y cuando los conjuntos de datos que se usen no sean demasiado grandes.

6.3 Metodologia para actualizar de forma semi-automatica los mapas de combustibles
generados por el CETEMAS en el afio 2017, a escala municipal

En base a los resultados obtenidos en este trabajo, se puede afirmar que es posible plantear una
metodologia orientada a actualizar al menos de forma anual la cartografia de combustibles existente a

escala municipal en Asturias. De esta forma se reducirian las limitaciones que supone depender la una
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publicacion periddica como la del Mapa Forestal Nacional y la de los datos del PNOA-LIDAR para

llevar a cabo una actualizacion.
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7 CONCLUSIONES Y FUTURAS LINEAS DE TRABAJO

7.1 Conclusiones
A continuacién, se detallan las conclusiones obtenidas en este trabajo:
7.1.1 Cartografia de cuatro tipos de combustibles en base a diferencias espectrales,
empleando imagenes de satélite y software libre
Los resultados asociados a la clasificacion de cuatro grupos de combustible demuestran, la
capacidad del andlisis orientado a objetos al plantear una clasificacién de coberturas, ademas de la
funcionalidad de las imagenes Sentinel 2 MSI para crear colecciones multitemporales que permiten
emplear las variaciones espectrales que los cambios fenol6gicos producen en las coberturas para su
mejor identificacion. Dadas las exactitudes alcanzadas, se pude confirmar que se obtienen mejores
resultados al trabajar con masas homogéneas y extensas, y que ante clases fragmentadas y con una mayor

mezcla espectral se debe aumentar el tamafio de la base de datos de referencia

Por otro lado, la posibilidad de poder usar los paquetes de andlisis estadistico y espacial
desarrollados por la Comprehensive R Acrhive Network (CRAN), ha permitido desarrollar parte del
proceso en RStudio. El uso de dicho software libre, supone una oportunidad a la hora de disefiar scripts
reproducibles en el procesado de imagenes satélite, sobre todo a la hora de trabajar con algoritmos de
clasificacion, debido principalmente a los numerosos algoritmos disponibles y al eficiente manejo de
las bases de datos en dicho entorno.

7.1.2 Cartografia de areas quemadas a partir de un analisis multitemporal de imagenes
satélite empleando una plataforma de procesamiento geoespacial

Este trabajo permite confirmar la utilidad de las imagenes satélite Sentinel 2 MSI para identificar
y delimitar &reas quemadas. En los resultados obtenidos se observa el llamado efecto “sal y pimienta”,
la principal limitacion de los andlisis a nivel de pixel en comparacion con los OBIA. Se ha demostrado
que la plataforma GEE es una gran fuente de datos gracias a su amplio catalogo de colecciones, y que,
a pesar de los diferentes herramientas y algoritmo disponibles en la interfaz de programacion de
aplicaciones, su uso en el analisis geoespacial esta limitado si es necesario importar conjuntos de datos
desde fuera de la plataforma.

7.1.3 Metodologia para actualizar de forma semi-automatica los mapas de combustibles
generados por el CETEMAS en el afio 2017, a escala municipal

La cartografia generada a partir de datos satélite espectrales de libre acceso con una alta
resolucion espacial (10 m/pixel) y temporal (5 dias), demuestra que es posible disefiar una metodologia
orientada a la actualizacion semi-automética de los mapas de combustible existentes. Debido a que el
uso de los sensores espectrales no permite identificar todos los modelos de combustible presentes en la

cartografia actual, se debe plantear un anélisis de deteccion de cambios a nivel de grupos de combustible
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para llevar a cabo la actualizacién. Esta metodologia reduce el problema que supone depender de la
publicacidn periddica de datos como el Mapa Forestal Espafiol y los datos del PNOA-LIDAR y permite

ajustar a la realidad las herramientas existentes en la gestion y defensa frente a los incendios forestales.

7.2 FEuturas lineas de trabajo

A continuacion, se resaltan algunos aspectos que se podrian tener en cuenta para mejorar y dar

una posible continuidad a este trabajo:

. Se deberia llevar a cabo la actualizacién del mapa de combustibles para el concejo de
Tineo, asi como su analisis detallado y evaluacion respecto a otras experiencias y puntos de vista para
su posible uso practico.

. Se deberia analizar la posibilidad de disponer de una red de parcelas de campo mas
densa, sobre todo para algunas clases concretas, en la que se trabajase de forma ciclica, de modo que
se pueda disponer una mayor base de datos de referencia y que, ademas reduzca el error asociado a la
fotointerpretacion.

° Seria recomendable generar la cartografia de areas quemadas siguiendo un andlisis
orientado a objetos, que permita comparar los resultados obtenidos con el andlisis a nivel pixel
desarrollado en la plataforma GEE. De esta manera, comprobar la robustez de los resultados obtenidos,

y que pueda ratificarse su utilidad y eficiencia.
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ANEXOS
Anexo 1: Mapa de los tipos de coberturas del suelo del concejo de Tineo (Asturias)
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Anexo 2: Script en disefiado en RStudio para el procesado de las imagenes Sentinel 2

# Procesado de Imagenes Satélite Sentinel 2

# Carga de librerias

library (sf)

library (ggplot2)

library (dplyr)

library(rgdal)

library(raster)

library(tidyverse)

library(gtools)

library(sen2r)

#Carpeta donde se iran guardando los resultados

Subset_29TPJ<-
"D:/Master/ CETEMAS/TFM/Imagenes_S2/2020_06_23_summer/L2A/S2B_MSIL2A 20200623T112119 N0214 R037_T2
9TPJ/Subset"” #Tile 29TPJ

Subset_29TPH<-
"D:/Master/CETEMAS/TFM/Imagenes_S2/2020_06_23_summer/L2A/S2B_MSIL2A_20200623T112119_N0214_R037_T2
9TPH/Subset" #Tile 29TPJ

Subset_29TQJ<-
"D:/Master/CETEMAS/TFM/Imagenes_S2/2020_06_23_summer/L2A/S2B_MSIL2A_20200623T112119_N0214_R037_T2
9TQJ/Subset" #Tile 29TQJ

Subset_29TQH<-
"D:/Master/ CETEMAS/TFM/Imagenes_S2/2020_06_23_summer/L2A/S2B_MSIL2A 20200623T112119 N0214_R037_T2
9TQH/Subset" #Tile 29TQH

Mosaico<-"D:/Master/ CETEMAS/TFM/Imagenes_S2/2020_06_23_summer/L2A/Mosaico” #En esta carpeta se iran
guardando las bandas mosaicadas y los Inndices espectrales

#eeen 29TPJ---#
#Establecemos los directorios de trabajo, asi los que se podran como pardmetros a lo largo del script
#Carepta donde las estan las bandas de resolucion 10m/pixel

T29TPJ_R_10m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23_06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214 R037_T29TPJ/GRANULE/L2A_T29TPJ_A017223

20200623T112637/IMG_DATA/R10m" full.names = T, recursive = T)
#Carepta donde las estAjn las bandas de resolucion 20m/pixel

T29TPJ_R_20m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23_06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214 R037_T29TPJ/GRANULE/L2A_T29TPJ A017223_

20200623T112637/IMG_DATA/R20m" full.names = T,recursive = T)
#---- 29TPH---#
#Establecemos los directorios de trbajo, asi los se podran como parametros a lo largo del script
#Carepta donde las estan las bandas de resolucion 10m/pixel

T29TPH_R_10m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23_06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214_R037_T29TPH/GRANULE/L2A T29TPH_A017223_

20200623T112637/IMG_DATA/R10m",full.names = T, recursive = T)
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#Carepta donde las estAijn las bandas de resolucion 20m/pixel

T29TPH_R_20m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23 06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214 R037_T29TPH/GRANULE/L2A_T29TPH_A017223_

20200623T112637/IMG_DATA/R20m" full.names = T,recursive = T)
H--- 29TQI-—-#
#Establecemos los directorios de trbajo, asi los se podran como pardmetros a lo largo del script
#Carepta donde las estan las basndas de resolucion 10m/pixel

T29TQJ_R_10m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23 06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214 R037_T29TQJGRANULE/L2A_T29TQJ A017223_

20200623T112637/IMG_DATA/R10m" full.names = T, recursive = T)
#Carepta donde las estan las bandas de resolucion 20m/pixel

T29TQJ_R_20m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23_06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214 R037_T29TQJ/GRANULE/L2A T29TQJ_A017223_

20200623T112637/IMG_DATA/R20m" full.names = T,recursive = T)
#----29TQH---#
#Establecemos los directorios de trabajo, asi los se podran como parametros a lo largo del script
#Carepta donde las estan las basndas de resolucion 10m/pixel

T29TQH_R_10m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23_06_2020_summer/L2A/S2B_MSIL2A_20200623T112119_NO
214 R037_T29TQH/GRANULE/L2A_T29TQH_A017223_

20200623T112637/IMG_DATA/R10m",full.names = T, recursive = T)
#Carepta donde las estan las bandas de resolucion 20m/pixel

T29TQH_R_20m<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/23 06_2020_summer/L2A/S2B_MSIL2A_20200623T112119 NO
214 R037_T29TQH/GRANULE/L2A_T29TQH_A017223_

20200623T112637/IMG_DATA/R20m" full.names = T,recursive = T)
# Se carga el Area de interes que se usara como mascara de recorte (agilizar el procesado)
Subset<-shapefile("'D:/Master/Datos/Aol_P.shp")
plot(Subset)
#---- 29TPJ---#
setwd(Subset_29TPJ)
# Primero:Se cargan, se recortan y guardan las bandas de 10 m/pixel
B2<-raster(T29TPJ_R_10m[2])
B2_Subset<-crop(B2,Subset)#Recorte por mascara con la funcion crop del paquete raster
plot(B2)
plot(Subset,add=T)
# Se comprueban las caracteristicas del raster resultante
crs(B2_Subset) #CRS
res(B2_Subset) #Resolucion x -y
ncell(B2_Subset) #NUmero de celdas
dim(B2_Subset) #Dimensiones
writeRaster(B2_Subset,filename = "T29TPJ_Subset_B02.tif")
B3<-raster(T29TPJ_R_10m[3])
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B3_Subset<-crop(B3,Subset)

writeRaster(B3_Subset,filename = "T29TPJ_Subset_B03.tif")
B4<-raster(T29TPJ_R_10m[4])

B4_Subset<-crop(B4,Subset)

writeRaster(B4_Subset,filename = "T29TPJ_Subset_B04.tif")
B8<-raster(T29TPJ_R_10m[5])

B8_Subset<-crop(B8,Subset)

writeRaster(B8_Subset,filename = "T29TPJ_Subset_B08.tif")
#Segundo: A continuacidn, se van a resamplear las bandas de 20 m/pixel que se necesaitan(B5,86,87,B11,B12)
# ¢Como?: 1: Se cargan; 2:Se recortan; 3:Sampling; 4: Se guardan
B5_20m<-raster(T29TPJ_R_20m][5])
B5_20m_Subset<-crop(B5_20m,Subset)
B5_10m<-resample(B5_20m_Subset,B2_Subset,Method="ngb')
res(B5_10m)

writeRaster(B5_10m,filename = "T29TPJ_Subset_B05.tif")
B6_20m<-raster(T29TPJ_R_20m][6])
B6_20m_Subset<-crop(B6_20m,Subset)
B6_10m<-resample(B6_20m_Subset,B2_Subset,Method="ngh'")
writeRaster(B6_10m,filename = "T29TPJ_Subset_B06.tif")
B7_20m<-raster(T29TPJ_R_20m[7])
B7_20m_Subset<-crop(B7_20m,Subset)
B7_10m<-resample(B7_20m_Subset,B2_Subset,Method="ngb')
writeRaster(B7_10m,filename = "T29TPJ_Subset_B07.tif")
B11_20m<-raster(T29TPJ_R_20mI[8])

B11 20m_Subset<-crop(B11_20m,Subset)

B11 10m<-resample(B11_20m_Subset,B2_Subset,Method="ngb")
writeRaster(B11_10m,filename = "T29TPJ_Subset_B11.tif")
B12_20m<-raster(T29TPJ_R_20m[9])
B12_20m_Subset<-crop(B12_20m,Subset)
B12_10m<-resample(B12_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B12_10m,filename = "T29TPJ_Subset_B12.tif")
#---- 29TPH---#

setwd(Subset_29TPH)

# Primero:Se cargan, se recortan y guardan las bandas de 10 m/pixel
B2<-raster(T29TPH_R_10m[2])
B2_Subset<-crop(B2,Subset)#Recorte por mascara con la funcion crop del paquete raster
plot(B2)

plot(Subset,add=T)

# Se comprueban las caracteristicas del raster resultante
crs(B2_Subset) #CRS

res(B2_Subset) #Resolucion x - y

ncell(B2_Subset) #Numero de celdas

dim(B2_Subset) #Dimensiones
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writeRaster(B2_Subset,filename = "T29TPH_Subset_B02.tif")
B3<-raster(T29TPH_R_10m[3])

B3_Subset<-crop(B3,Subset)

writeRaster(B3_Subset,filename = "T29TPH_Subset_B03.tif")
B4<-raster(T29TPH_R_10m[4])

B4_Subset<-crop(B4,Subset)

writeRaster(B4_Subset,filename = "T29TPH_Subset_B04.tif")
B8<-raster(T29TPH_R_10m[5])

B8_Subset<-crop(B8,Subset)

writeRaster(B8_Subset,filename = "T29TPH_Subset_B08.tif")

#Segundo: A continuacidn, se van a resamplear las bandas de 20 m/pixel que se necesaitan(B5,B6,B7,B11,B12)
# ¢Como?: 1: Se cargan; 2:Se recortan; 3:Sampling; 4: Se guardan
B5_20m<-raster(T29TPH_R_20m[5])
B5_20m_Subset<-crop(B5_20m,Subset)
B5_10m<-resample(B5_20m_Subset,B2_Subset,Method="ngb')
res(B5_10m)

writeRaster(B5_10m,filename = "T29TPH_Subset_BO05.tif")
B6_20m<-raster(T29TPH_R_20m[6])
B6_20m_Subset<-crop(B6_20m,Subset)
B6_10m<-resample(B6_20m_Subset,B2_Subset,Method="ngb')
writeRaster(B6_10m,filename = "T29TPH_Subset_B06.tif")
B7_20m<-raster(T29TPH_R_20m[7])
B7_20m_Subset<-crop(B7_20m,Subset)
B7_10m<-resample(B7_20m_Subset,B2_Subset,Method="ngb’)
writeRaster(B7_10m,filename = "T29TPH_Subset_B07.tif")

B11 20m<-raster(T29TPH_R_20m[8])

B11 20m_Subset<-crop(B11_20m,Subset)

B11 10m<-resample(B11_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B11_10m,filename = "T29TPH_Subset_B11.tif")
B12_20m<-raster(T29TPH_R_20m[9])
B12_20m_Subset<-crop(B12_20m,Subset)
B12_10m<-resample(B12_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B12_10m,filename = "T29TPH_Subset_B12.tif")
#---- 29TQJ---#

setwd(Subset_29TQJ)

# Primero:Se cargan, se recortan y guardan las bandas de 10 m/pixel
B2<-raster(T29TQJ_R_10m[2])
B2_Subset<-crop(B2,Subset)#Recorte por mascara con la funcion crop del paquete raster
plot(B2_Subset)

plot(Subset,add=T)

# Se comprueban las caracteristicas del raster resultante
crs(B2_Subset) #CRS
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res(B2_Subset) #Resolucion x -y

ncell(B2_Subset) #NUmero de celdas

dim(B2_Subset) #Dimensiones
writeRaster(B2_Subset,filename = "T29TQJ_Subset_B02.tif")
B3<-raster(T29TQJ_R_10m[3])

B3_Subset<-crop(B3,Subset)

writeRaster(B3_Subset,filename = "T29TQJ_Subset_B03.tif")
B4<-raster(T29TQJ_R_10m[4])

B4_Subset<-crop(B4,Subset)

writeRaster(B4_Subset,filename = "T29TQJ_Subset_B04.tif")
B8<-raster(T29TQJ_R_10m|[5])

B8_Subset<-crop(B8,Subset)

writeRaster(B8_Subset,filename = "T29TQJ_Subset_B08.tif")
#Segundo: A continuacidn, se van a resamplear las bandas de 20 m/pixel que se necesaitan(B5,86,87,B11,B12)
# ¢Como?: 1: Se cargan; 2:Se recortan; 3:Sampling; 4: Se guardan
B5_20m<-raster(T29TQJ_R_20m[5])
B5_20m_Subset<-crop(B5_20m,Subset)
B5_10m<-resample(B5_20m_Subset,B2_Subset,Method="ngb'")
res(B5_10m)

writeRaster(B5_10m,filename = "T29TQJ_Subset_BO05.tif")
B6_20m<-raster(T29TQJ_R_20m[6])
B6_20m_Subset<-crop(B6_20m,Subset)
B6_10m<-resample(B6_20m_Subset,B2_Subset,Method="ngb')
writeRaster(B6_10m,filename = "T29TQJ_Subset_B06.tif")
B7_20m<-raster(T29TQJ_R_20m[7])
B7_20m_Subset<-crop(B7_20m,Subset)
B7_10m<-resample(B7_20m_Subset,B2_Subset,Method="ngb’)
writeRaster(B7_10m,filename = "T29TQJ_Subset_BO07.tif")
B11_20m<-raster(T29TQJ_R_20m[8])

B11 20m_Subset<-crop(B11_20m,Subset)

B11 10m<-resample(B11_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B11_10m,filename = "T29TQJ_Subset_B11.tif")

B12_20m<-raster(T29TQJ_R_20m[9])
B12_20m_Subset<-crop(B12_20m,Subset)
B12_10m<-resample(B12_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B12_10m,filename = "T29TQJ_Subset_B12.tif")

setwd(Subset_29TQH)

# Primero:Se cargan, se recortan y guardan las bandas de 10 m/pixel
B2<-raster(T29TQH_R_10m[2])

B2_Subset<-crop(B2,Subset)#Recorte por mascara con la funcién crop del paquete raster

plot(B2_Subset)
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plot(Subset,add=T)

# Se comprueban las caracteriticas del raster resultante
crs(B2_Subset) #CRS

res(B2_Subset) #Resolucion x - y

ncell(B2_Subset) #NUmero de celdas

dim(B2_Subset) #Dimensiones
writeRaster(B2_Subset,filename = "T29TQH_Subset_B02.tif")
B3<-raster(T29TQH_R_10m[3])

B3_Subset<-crop(B3,Subset)

writeRaster(B3_Subset,filename = "T29TQH_Subset_B03.tif")
B4<-raster(T29TQH_R_10m[4])

B4_Subset<-crop(B4,Subset)

writeRaster(B4_Subset,filename = "T29TQH_Subset_B04.tif")
B8<-raster(T29TQH_R_10m[5])

B8_Subset<-crop(B8,Subset)

writeRaster(B8_Subset,filename = "T29TQH_Subset_B08.tif")

#Segundo: A continuacion, se van a resamplear las bandas de 20 m/pixel que se necesaitan(B5,86,B7,B11,B12)

# ¢Como?: 1: Se cargan; 2:Se recortan; 3:Sampling; 4: Se guardan
setwd(Subset_29TQH)

B5_20m<-raster(T29TQH_R_20m[5])
B5_20m_Subset<-crop(B5_20m,Subset)
B5_10m<-resample(B5_20m_Subset,B2_Subset,Method="ngb'")
res(B5_10m)

writeRaster(B5_10m,filename = "T29TQH_Subset_BO05.tif")
B6_20m<-raster(T29TQH_R_20m[6])
B6_20m_Subset<-crop(B6_20m,Subset)
B6_10m<-resample(B6_20m_Subset,B2_Subset,Method="ngb’)
writeRaster(B6_10m,filename = "T29TQH_Subset_B06.tif")
B7_20m<-raster(T29TQH_R_20m[7])
B7_20m_Subset<-crop(B7_20m,Subset)
B7_10m<-resample(B7_20m_Subset,B2_Subset,Method="ngb')
writeRaster(B7_10m,filename = "T29TQH_Subset_BO07.tif")

B11 20m<-raster(T29TQH_R_20m[8])

B11 20m_Subset<-crop(B11_20m,Subset)

B11 10m<-resample(B11_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B11_10m,filename = "T29TQH_Subset_B11.tif")
B12_20m<-raster(T29TQH_R_20m[9])
B12_20m_Subset<-crop(B12_20m,Subset)
B12_10m<-resample(B12_20m_Subset,B2_Subset,Method="ngh")
writeRaster(B12_10m,filename = "T29TQH_Subset_B12.tif")
plot(B12_10m)

# Una vez todas las bandas han sido recortadas y tienen las misma resoluaicién, se van a mosaicar

Subset_29TPJ_files<-list.files(path = Subset_29TPJ,full.names = T, recursive = T)
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Stack_29TPJ<-stack(Subset_29TPJ_files)

names(Stack_29TPJ) <- c¢('blue’,'green’,'red’,'RE1','RE2','RE3','NIR','SWIR1',SWIR2")
plot(Stack_29TPJ)

Subset_29TPH_files<-list.files(path = Subset_29TPH,full.names = T, recursive = T)
Stack_29TPH<-stack(Subset_29TPH_files)

names(Stack_29TPH) <- c('blue','green’,'red'/RE1"'RE2''RE3','NIR','SWIR1','SWIR2")
plot(Stack_29TPH)

Subset_29TQJ_files<-list.files(path = Subset_29TQJ,full.names =T, recursive = T)
Stack_29TQJ<-stack(Subset_29TQJ_files)

names(Stack_29TQJ) <- c('blue’,'green’,'red''RE1','RE2''RE3','NIR','SWIR1''SWIR2")
plot(Stack_29TQJ)

Subset_29TQH_files<-list.files(path = Subset_29TQH,full.names = T, recursive = T)
Stack_29TQH<-stack(Subset_29TQH_files)

names(Stack_29TQH) <- c('blue’,'green’,'red''RE1','/RE2','RE3",'NIR','SWIR1',SWIR2")
plot(Stack_29TQH)

setwd(Mosaico)
UNION<-merge(Stack_29TPJ,Stack_29TPH,Stack_29TQJ,Stack_29TQH,tolerance=0.05)
names(UNION) <- c('blue’,'green’,'red’,/RE1''RE2'/RE3','NIR','SWIR1''SWIR2")
plot(UNION)

plot(UNIONS$blue)

plot(Subset,add=T)

# Se guardan cda una de las bandas del raster

writeRaster(UNION$blue,filename = "B02.tif")

writeRaster(UNION$green, filename = "B03.tif")

writeRaster(UNION$red, filename = "B0A4.tif")

writeRaster(UNIONS$RE1, filename = "B05.tif")

writeRaster(UNIONS$REZ2, filename = "B06.tif")

writeRaster(UNIONS$RES3, filename = "B07.tif")

writeRaster(UNION$NIR,filename = "B08.tif")
writeRaster(UNION$SWIRL, filename = "B11.tif")
writeRaster(UNION$SWIR2, filename = "B12.tif")

HHHHHH##H Composiciones de color HHHHHHHHHHHAHHHHHHHHHH

#Composiciones a color

plotRGB(UNION, r="red", g="green", b="blue", axes=TRUE, stretch ="lin", main ="True Color") #4 32

RYAT.-

plotRGB(UNION, r="NIR", g="red", b="green", axes=TRUE, stretch ="lin", main ="Falso Color Infrarojo™) # 8 4 3

plotRGB(UNION, r="SWIR2", g="NIR", b="red", axes=TRUE, stretch ="lin", main ="SWIR") # 12 8 4
plotRGB(UNION, r="NIR", g="RE3", b="blue", axes=TRUE, stretch ="lin", main ="VegetaciA3n") # 8 5 2(4)

plotRGB(UNION, r="SWIR2", g="SWIR1", b="blue", axes=TRUE, stretch ="lin", main ="Masas de Agua") # 12 11 2

dev.off()

e Indices espectralgs---------------------
NDVI<-((UNION$NIR-UNIONSred)/(UNION$NIR+UNIONS$red))
plot(NDVI)

writeRaster(NDVI,"VI_NDVI.tif")
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NDII<-((UNION$NIR-UNION$SWIR1)/(UNION$SNIR+UNION$SWIR1))

plot(NDII)

writeRaster(NDII,"VI_NDII.tif")
SAVI<-((UNION$NIR-UNIONS$red)/(UNION$NIR+UNIONS$red+0.5))*0.5
plot(SAVI)

writeRaster(SAVI,"VI_SAVL.tif")

ARI<-(1/UNION$green)-(1/UNION$REL)

writeRaster(ARI,"VI_ARI.tif")

plot(ARI)

plot(Subset,add=T)

ARI_I1<-UNION$NIR*((L/UNION$green)-(1/UNION$REL))
writeRaster(ARI_11,"VI_ARII_I1 tif")

plot(ARI_IT)

# Se crea el exporta el stack final

Mosaico_files<-list.files(path = Mosaico,full.names = T, recursive = T)
Stack<-stack(Mosaico_files)

names(Stack) <- c('blue’,'green’,'red',RE1','RE2',/RE3','NIR',/SWIR1''SWIR2''ARI'ARI_II''NDII''NDVI','SAVI')
plot(Stack)

writeRaster(Stack,filename = "Stack_20200623.tif")
setwd("D:/Master/CETEMAS/TFM/Imagenes_S2/12_09_2019_September/L2A/Junio")

bandas<-
list.files(path="D:/Master/CETEMAS/TFM/Imagenes_S2/12_09 _2019_September/L2A/Junio",full.names=T,recursive = T)

Satck_Junio<-stack(bandas)

plot(Satck_Junio)

writefRz;ster(Satck_Junio,fiIename:"D:/Master/CETEMAS/TFM/ Imagenes_S2/12_09_2019_September/L2A/Junio/Stack_Ju
nio.tif"

# Se abre la capa vectorial con los objetos de la segmentacion
SEG_shape<-st_read("'D:/Master/Datos/segementacion/Result.shp™)

SEG_shape<-rownames_to_column(SEG_shape,var ="ID")

pred<-merge(SEG_shape,Segmentos$Pred,by="1D") # Se une con la prediccion realiza sobre la BD

st_write(pred,"D:/Master/Datos/segementacion/pred.shp") # Se exporta el resultado final
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Anexo 3: Estadisticos como tabla

Anexo 4: Unién por ID
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Anexo 5: Listado de variables empeladas en la clasificacion de los grupos de vegetacion.
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Banda/indice
Mes de la escena Estadistico espectral Cddigo
Septiembre (S) Media (M) B02 S M _B02
Desviacion estandar (ST) B02 S ST B02
Media (M) BO3 S_M_B03
Desviacién estandar (ST) B03 S ST BO03
Media (M) B04 S _M_B04
Desviacién estandar (ST) B0O4 S ST _B04
Media (M) B05 S_M_B05
Desviacién estandar (ST) BO5 S ST _BO05
Media (M) B06 S_M_B06
Desviacién estandar (ST) B06 S ST _B06
Media (M) B0O7 S_M_Bo07
Desviacién estandar (ST) BO7 S ST BO07
Media (M) B08 S_M_B08
Desviacién estandar (ST) B08 S ST _BO08
Media (M) B11 S_M_B11
Desviacién estandar (ST) B11 S ST B11
Media (M) B12 S M _B12
Desviacién estandar (ST) B12 S ST B12
Media (M) ARI S_M_ARI
Desviacion estandar (ST) ARI S_ST_ARI
Media (M) ARI_II S_M_ARI_II
Desviacién estandar (ST) ARI_1I S ST _ARL I
Media (M) NDII S_M_NDII
Desviacién estandar (ST) NDII S ST _NDII
Media (M) NDVI S_M_NDVI
Desviacion estandar (ST) NDVI S_ST_NDVI
Media (M) SAVI S_M_SAVI
Desviacion estandar (ST) SAVI S ST _SAVI
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Banda/indice
Mes de la escena Estadistico espectral Cdbdigo
Diciembre (D) Media (M) B02 D_M_B02
Desviacion estandar (ST) B02 D_ST B02
Media (M) BO3 D_M_B03
Desviacién estandar (ST) B03 D_ST B03
Media (M) B04 D_M_B04
Desviacién estandar (ST) B04 D_ST B04
Media (M) B05 D_M_B05
Desviacién estandar (ST) BO5 D_ST B05
Media (M) B06 D_M_B06
Desviacién estandar (ST) B06 D_ST B06
Media (M) B0O7 D_M_B07
Desviacién estandar (ST) BO7 D_ST B07
Media (M) B08 D_M_B08
Desviacién estandar (ST) B08 D_ST B08
Media (M) B11 D_M_B11
Desviacién estandar (ST) B11l D _ST B11
Media (M) B12 D_M_B12
Desviacién estandar (ST) B12 D _ST B12
Media (M) ARI D_M_ARI
Desviacion estandar (ST) ARI D_ST_ARI
Media (M) ARL_II D_M_ARIL_lI
Desviacion estandar (ST) ARI_II D_ST ARIL_II
Media (M) NDII D_M_NDII
Desviacién estandar (ST) NDII D_ST _NDII
Media (M) NDVI D_M_NDVI
Desviacion estandar (ST) NDVI D_ST_NDVI
Media (M) SAVI D_M_SAVI
Desviacion estandar (ST) SAVI D ST SAVI
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Mes de la escena Estadistico Banda/indice espectral Cddigo
Mayo (M) Media (M) B02 M_M_B02
Desviacién estandar (ST) B02 M_ST B02
Media (M) B03 M_M_B03
Desviacion estandar (ST) B03 M_ST_BO03
Media (M) B04 M_M_B04
Desviacion estandar (ST) B04 M_ST_B04
Media (M) B05 M_M_B05
Desviacién estandar (ST) BO05 M_ST BO05
Media (M) B06 M_M_B06
Desviacion estandar (ST) B06 M_ST B06
Media (M) BO7 M_M_B07
Desviacion estandar (ST) BO7 M_ST_BO07
Media (M) B08 M_M_B08
Desviacion estandar (ST) B08 M_ST BO08
Media (M) B11 M_M_B11
Desviacién estandar (ST) B11 M_ST Bl1
Media (M) B12 M_M_B12
Desviacion estandar (ST) B12 M_ST B12
Media (M) ARI M_M_ARI
Desviacién estandar (ST) ARI M_ST_ARI
Media (M) ARI_II M_M_ARI_II
Desviacién estandar (ST) ARI_II M_ST_ARIL_II
Media (M) NDII M_M_NDII
Desviacion estandar (ST) NDII M_ST_NDII
Media (M) NDVI M_M_NDVI
Desviacién estandar (ST) NDVI M_ST _NDVI
Media (M) SAVI M_M_SAVI
Desviacién estandar (ST) SAVI M ST SAVI
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Mes de la escena Estadistico Banda/indice espectral Codigo
Junio(J) Media (M) B02 D_M_B02
Desviacién estandar (ST) B02 D_ST B02
Media (M) BO3 D_M_B03
Desviacion estandar (ST) BO3 D_ST_B03
Media (M) B04 D _M_B04
Desviacion estandar (ST) B04 D_ST _B04
Media (M) B05 D_M_B05
Desviacién estandar (ST) B05 D_ST B05
Media (M) B06 D_M_B06
Desviacién estandar (ST) B06 D_ST B06
Media (M) B0O7 D_M_B07
Desviacién estandar (ST) BO7 D_ST B07
Media (M) B08 D_M_B08
Desviacién estandar (ST) B08 D_ST B08
Media (M) B11 D M _Bi11
Desviacién estandar (ST) B11 D _ST B11
Media (M) B12 D_M_B12
Desviacién estandar (ST) B12 D_ST B12
Media (M) ARI D_M_ARI
Desviacién estandar (ST) ARI D_ST ARI
Media (M) ARL_II D_M_ARIL_lI
Desviacién estandar (ST) ARI_II D_ST ARI_II
Media (M) NDII D_M_NDII
Desviacién estandar (ST) NDII D_ST _NDII
Media (M) NDVI D_M_NDVI
Desviacién estandar (ST) NDVI D_ST_NDVI
Media (M) SAVI D_M_SAVI
Desviacién estandar (ST) SAVI D ST SAVI
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Anexo 6: Script para llevar a cabo la clasificacion supervisada en RStudio

# Se cargan las librerias necesarias

library(caret)

library(randomForest)

library(parallel)

library(doParallel)

library(sp)

library(sf)

library(raster)

library(FactoMineR)

# A continuacion se carga la BD de con los puyos para el entrenamiento y la validacion
Plots<-read.csv2("D:/Master/CETEMAS/TFM/Imagenes_S2/BBDD_Ref/Todo.csv",header = T,sep ="',",dec = ".")
# Se renombran los campos para poder identificarlos

names(Plots)<-
c("FID","Cobertura","Coment","FID_Sgementos","OID_","FID_","D_M_B02","D_ST_B02","D_M_B03","D_ST_B03","D
_M_B04","D_STB04","D_M_B05","D_ST_B05","D_M_B06","D_STB06","D_M_B07","D_ST_B07","D_M_B08","D_ST
B08","D_M_B11""D_ST_B11""D_M_B12","D_STB12","D_M_ARI","D_ST_ARI""D_M_ARI_I""D_ST_ARL_II""D_
M_NDII" "D_ST_NDII" "D_M_NDVI" "D_ST_NDVI","D_M_SAVI""D_STSAVI","J_M_B02", "J_ST_BOZ" "J_M_BOS" "
J_ST_B03","J_M_B04","J_STB04","J_M_B05","J_ST_B05","J_M_B06","J_STB06","J_M_B07","J_ST_B07","J_M_B08",
"J_STB08","J_M_B11","J_ST_B11","J_ M_B12""J_STB12""J_M_ARI""J_ST_ARI""J_M_ARI_lI""J_ST_ARL II","J_M
_NDI","J_ST_NDII","J_M_NDVI","J_ST_NDVI","J_ M_SAVI","] STSAVI","M_M_B02","M_ST_B02","M_M_B03" "M
ST_B03","M_M_B04","M_STB04","M_M_B05","M_ST_B05","M_M_B06","M_STB06","M_M_B07","M_ST_B07","M

_M_B08","M_STB08","M_M_B11""M_ST _B11""M_M_B12""M_STB12","M_M_ARI""M_ST_ARI","M_M_ARI_II""
M_ST_ARI_II","M_M_NDII""M_ST_NDII","M_M_NDVI","M_ST_NDVI","M_M_SAVI""M_STSAVI""S_M_B02""S
_ST_B02""S_M_B03""S_ST_B03","S_M_B04","S_STB04""S_M_B05""S_ST_B05""S_M_B06","S_STB06","S_M_B0
7""S_ST_B07","S_M_B08""S_STB08","S M_B11""S_ST B11""S_M_B12","S_STB12""S_M_ARI","S_ST_ARI","S_
M_ARL_II","S_ST_ARI_II","S_M_NDII","S_ST_NDII","S_M_NDVI","S_ST_NDVI","S_M_SAVI","S_ST_SAVI")

Plots$Cobertura<-as.factor(Plots$Cobertura)
Plots$Coment<-as.factor(Plots$Coment)
# Se divide de forma aleatoria la BD de referencia en dos subconjuntos (30% entrenamiento, 70% validacion)
set.seed(20)
Training<-createDataPartition(Plots$Cobertura,p=0.3,list = FALSE)
#Se entrena el modelo
set.seed(20)
modelo_RF<-randomForest(x=Plots[Training,7:118],
y=Plots[Training,2],
ntree=500)
modelo_RF
summary(modelo_RF)
modelo_RF$importance
plot(modelo_RF)
#Se hace la validacion del modelo ajustado
# Primero un predicién sobre el conjunto de parcelas de validacion
pred<-predict(modelo_RF,Plots[-Training,])
# Segundo se compara la prediccion y la clasificacion asignada en primer momento

confusionMatrix(Plots[-Training,"Cobertura™],pred)
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# SELECCION DE VARIABLES IMPORTANTES

Plots<-Plots[,c("FID","Cobertura","FID_Sgementos","OID_","FID_",

"D_M_NDII","D_M_SAVI","J_ M_B08","J_ M_B11","J_ M_ARI""J_ M_ARI_II","M_M_B03","M_M_B11","M_M_ARI","
M_M_ARI_II","M_M_NDVI","S_M_B03","S_M_B04""S_M_B05""S_M_B08","S_STB08","S_M_ARI","S_ST_ARI""S
_M_ARI_II""S_ST_ARI_II"S_M_NDVI","S_M_SAVI")]

# Se divide de forma aleatoria la BD de referencia en dos subconjuntos (30% entrenamiento, 70% validacion)
set.seed(20)
Training<-createDataPartition(Plots$Cobertura,p=0.3,list = FALSE)
#Se entrena el modelo
set.seed(20)
modelo_RF<-randomForest(x=Plots[Training,6:27],
y=Plots[Training,2],
ntree=500,
importance = T)
modelo_RF
summary(modelo_RF)
#Se hace la validacién del modelo ajustado
# Primero un predicién sobre el conjunto de parcelas de validacion
pred<-predict(modelo_RF,Plots[-Training,])
modelo_RF$importance
# Segundo se compara la prediccion y la clasificacion asignada en primer momento
confusionMatrix(Plots[-Training,"Cobertura"],pred)
#Calsificacion
# Caragar los segmentos

Segmentos<-read.csv2("D:/Master/CETEMAS/TFM/Imagenes_S2/BBDD_Ref/Stats_Segmentos.csv",header = T,sep =";',dec
=)
# Se renombran los campos para poder identificarlos

names(Segmentos)<- -
c("X","FID","Pred","D_M_B02","D_ST_B02","D_M_B03","D_ST_B03","D_M_B04","D_STB04","D_M_B05","D_ST_B0
5","D_M_B06","D_STB06","D_M_B07","D_ST_B07","D_M_B08","D_STB08",
"D_M_B11""D_ST_B11","D_M_B12","D_STB12","D_M_ARI","D_ST_ARI","D_M_ARI_II","D_ST_ARI_II","D_M_ND
1","D_ST_NDII","D_M_NDVI","D_ST_NDVI","D_M_SAVI""D_STSAVI","J_M_B02",
"J_ST_B02","J_M_B03","J_ST_B03","J_M_B04","J_STB04","J_M_B05","J_ST_B05","J_M_B06","J_STB06","J_M_B07"
,"J_ST_B07","J_M_B08","J_STB08","J_M_B11""J_ST_B11","J_M_B12",
"J_STB12","J_M_ARI","J_ST_ARI","J_M_ARIL_II""J_ST_ARI_II","J_M_NDII","J_ST_NDII","J_M_NDVI","J_ST_NDV
I","J_M_SAVI","J_STSAVI""M_M_B02","M_ST_B02","M_M_B03","M_ST_B03",
"M_M_B04","M_STB04","M_M_B05","M_ST_B05","M_M_B06","M_STB06","M_M_B07","M_ST_B07","M_M_B08","
M_STB08","M_M_B11","M_ST_B11","M_M_B12","M_STB12","M_M_ARI","M_ST_ARI",
"M_M_ARI_II","M_ST_ARI_II""M_M_NDII","M_ST_NDII","M_M_NDVI","M_ST_NDVI","M_M_SAVI","M_STSAVI
""S_M_B02","S_ST_B02","S_M_B03","S_ST_B03","S_M_B04","S_STB04","S_M_B05",
"S_ST_BO05","S_M_B06","S_STB06","S_M_BO07","S_ST_B07","S_M_B08","S_STB08","S_M_B11","S_ST_B11","S_M_
B12""S_STB12","S_M_ARI","S_ST_ARI","S_M_ARI_II","S_ST_ARI_II","S_M_NDII","S_ST_NDII","S_M_NDVI","S_
ST_NDVI""S_M_SAVI","S_ST_SAVI")

# Se clasifica cada uno de los segmentos de la imagen tras ajustar el modelo
Segmentos$Pred<-predict(modelo_RF,Segmentos)

write.csv2(Segmentos,"D:/Master/CETEMAS/TFM/Imagenes_S2/BBDD_Ref/clasificacion_2.csv")

Anexo 7: Clasificacion de zonas en la plataforma GEE

/I Imagen PRE incendio

var Image_PRE=ee.ImageCollection((COPERNICUS/S2_SR')
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filterDate('2019-12-29','2020-01-01")
filterBounds(Tineo)
.mosaic()
.clip(Tineo);
print(lmagen PRE (31/12/2019)',Image_PRE);
Map.setCenter(-6.41196048913538,43.334313546915894);
Map.addLayer(Image_PRE,{
max:5000,
min:0,
gamma:1,
bands:['B4','B3','B2},
'Composion RGB PRE incedio');
/I Se célcula el NBR antes del incendio
var NBR_PRE=Image_PRE.normalizedDifference(['B8','B1217)
Map.addLayer(NBR_PRE,{},'NBR PRE incedio");
/I Imagen POST incendio
var Image_POST=ee.ImageCollection((COPERNICUS/S2_SR")
filterDate('2020-04-03','2020-04-05")
filterBounds(Tineo)
.mosaic()
.clip(Tineo);
print('Imagen Post (05/04/2020)',Image_POST);

Map.setCenter(-6.41196048913538,43.334313546915894);
Map.addLayer(Image_POST {

max:5000,

min:0,

gamma:1,

bands:['B4','B3','B2'},

‘Composién RGB POST incedio’);

/I Se calcula el NBR antes del incendio

var NBR_POST=Image_POST.normalizedDifference(['B8','B12")

Map.addLayer(NBR_POST {}'NBR POST incedio’);

/I A continuacion se calucla el dNBR, es decir, la diferencia entre el valor de indice antes y después del incedios

var AINBR=NBR_PRE.subtract(NBR_POST);
print(dNBR',dNBR);

Map.addLayer(dNBR)

/I De forma manual se crearon parcelas de refencia
/I que se unen en una variable a continaucion:

var plots=Not_Burned.merge(Burned);

print('Parcelas de referencia',plots);

/I Extraemos la imformacion que ofrece el dNBR en cada una de las parcelas

var reference= Image_POST.sampleRegions({
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collection:plots,
properties:['LC'],
scale:10
b
print(reference);
/I A continuacidn, se divide la BD en dos partes
reference = reference.randomColumn();
var split = 0.3; // 70% entrenamiento, 30% validacién
var training = reference.filter(ee.Filter.lt('random’, split));
print('NUmero de pixeles para el entrenamiento’,training.size());
var validation = reference.filter(ee.Filter.gte('random’, split));
print('NUmero de pixeles para la validacion',validation.size());
/I Con este cddigo se consigue evitar que haya correlacion entre las parcelas al separarlas 1000 m
var distFilter = ee.Filter.withinDistance({
distance: 1000,
leftField: '.geo’,
rightField: ".geo’,
maxError: 10
ok
var join = ee.Join.inverted();
/I Apply the join.
training = join.apply(training, validation, distFilter);
/I Se prepara y entrena un modelo Ranfrom Forest
var classifier = ee.Classifier.smileRandomForest(10)
train({
features: training,
classProperty: 'LC',
inputProperties: ['B2','B3','B4','B5','B6','B7','B8','B11','B121,

RYAT-

subsamplingSeed:50// se estabalece una semilla (en caso contrario cda vez que se ejecute el script seria distinto)

b
/I Clasificacion de las bandas con valores de dNBR
var classified = Image_POST .classify(classifier);
print(‘clasificacion’,classified)
/I Matriz de condusion del entrenamiento
var trainAccuracy = classifier.confusionMatrix();
print('Resubstitution error matrix: ', trainAccuracy);
print(‘Training overall accuracy: ', trainAccuracy.accuracy());
/I Clasificacion de los datos de validacion
var validated = validation.classify(classifier);
/I Matriz de condusion de la validacion
var testAccuracy = validated.errorMatrix('LC', ‘classification’);
print("\Validation error matrix: ', testAccuracy);

print("\Validation overall accuracy: ', testAccuracy.accuracy());

71



22y

J% g@g—_\rr‘sidad gfﬁ( T'::H

/I Analisis de la importancia de variables
var classifier_Importance = ee.Classifier.smileRandomForest(500).setOutputMode('PROBABILITY")
train({
features: training,
classProperty: 'LC',
inputProperties: ['B2','B3','B4','B5','B6','B7','B8','B11','B121,
subsamplingSeed:50// se estabalece una semilla (en caso contrario cda vez que se ejecute el script seria distinto)
b
var dict = classifier_Importance.explain();
var explainTitle = 'Explain :';
print(explainTitle, dict);
/lilmportancia de las variables del Random Forest
var variable_importance = ee.Feature(null, ee.Dictionary(dict).get('importance));
/I Gréfico de la importancia
var chartTitle = 'Importancia de cada banda espectral usada como varibale del modelo Random Forest' ;
var chart =
ui.Chart.feature.byProperty(variable_importance)
.setChartType('ColumnChart’)
.setOptions({
title: chartTitle,
legend: {position: 'none'},
hAxis: {title: 'Bandas'},
vAxis: {title: 'Importancia (%)}
b
print(chart);
/' Visualizacion de los Resultados
Map.centerObject(Tineo, 10)
Map.addLayer(classified,{min:0, max:1,'palette’: [WHITE''RED']}, 'Zonas Quemadas’);
/I Se exporta en formato GeoTIFF
Export.image.toDrive({
image: classified,
description: 'Zonas Quemadas Tineo (2020)',
scale: 10,
region: Tineo,
fileFormat: 'GeoTIFF',
formatOptions: {
cloudOptimized: true
}
b
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Anexo 8: Cartografia de combustibles del concejo de Tineo (Asturias)
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Anexo 9: Cartografia de areas guemadas en el concejo de Tineo (Asturias) durante la
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temporada invernal de incendios
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