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RESUMEN

El céncer es la enfermedad mas prevalente del mundo. Debido a su dificultad en el
tratamiento y a la dependencia de las condiciones genéticas del paciente, el diagndstico es
la principal via de mejora de la calidad de vida del paciente. Aqui entra en juego la
inteligencia artificial, la cual hoy en dia parece estar por todas partes. Sin embargo, mas
alla de sus usos personales, posee un alto potencial para emplearse en el ambito cientifico-
médico para tareas que impliquen el reconocimiento de patrones como es el diagndstico de
cancer. A lo largo de este trabajo se realizaran modelos de inteligencia artificial que
emplearan diferentes algoritmos para verificar si es posible el diagndstico de cancer con
una elevada exactitud. Se modelaran desde algoritmos numéricos como la regresion lineal
multiple, hasta complejos algoritmos similares al funcionamiento del cerebro humano,
como es el aprendizaje profundo. Se exploraran estas opciones para determinar cuales son
capaces de ofrecer un diagndstico altamente fiable para un tipo especifico de cancer, ya sea
mediante parametros fisiopatologicos o por andlisis de imagenes, y sin aplicar ningln tipo
de técnica invasiva al paciente.

Palabras clave: clasificacion de tumores, python, redes neuronales, regresion lineal

ABSTRACT

Cancer is the most prevalent disease in the world. Due to its difficult treatment and its
dependance on the patient genes, diagnosis has become the main way to improve patient
life quality. This is where artificial intelligence comes in, which seems to be everywhere
nowadays. Nevertheless, beyond its personal uses, it possesses a high potential for
application in the scientific and medical field, particularly for tasks that involves pattern
recognition, such as cancer diagnosis. Throughout this project, artificial intelligence models
will be developed based on different algorithms in order to high accuracy cancer diagnosis.
It will be modeled from numerical algorithms, such as multiple linear regression, to
complex human brain-like algorithms, such as deep learning. These options will be tested
aiming the determination of which ones are capable of diagnose a specific type of cancer
with a high reliability, using either physiopathological parameters or image analysis,
without applying any invasive techniques on the patient.

Keywords: lineal regression, neural networks, python, tumor classification



1. INTRODUCCION

En este apartado se realizard una introduccién abordando los conocimientos previos que se
requeriran a lo largo del trabajo para comprender con una mayor facilidad lo que se ha

realizado.

1.1. ;Qué es la inteligencia artificial?

A lo largo de este afio han aparecido diferentes modelos de inteligencia artificial (IA) como
son el chat Generative Pre-trained Transformers (chatGPT), google bard o la revolucion de
los deepfakes. Las empresas dedicadas a su creacion mismas han hecho su uso de dominio
publico a través de internet. Sin embargo, la IA lleva existiendo desde hace mucho tiempo,
aunque a escalas mucho mas pequefias y de forma privada. Algunos ejemplos serian los
denominados "algoritmos de las redes sociales" o los asistentes de voz como Siri o Alexa.
Este trabajo se centrara en su utilizacion para el diagnostico de cancer in silico a una menor

escala.

La IA se define como una rama de la ciencia de la computacion que se dedica a la creacion
de algoritmos tales que sean capaces de imitar el comportamiento del cerebro humano para
tomar decisiones en base a la experiencia (Shimizu y Nakayama, 2020). Ademas, se
especializa en la busqueda de patrones complejos dentro de cantidades masivas de datos,
por lo que su uso en medicina en inmediato debido a que el diagnostico se basa
principalmente en la comparacidon con otros pacientes anteriores (Gubatan et al., 2021).
Existen diferentes maneras de clasificar la A segun las propiedades que presentan o las
funciones que realizan. Atendiendo al tipo y complejidad de algoritmo empleado, se ha
definido la siguiente clasificacion representada en la figura 1 (Shimizu y Nakayama,
2020).

La habilidad de una maquina para

Inteligencia N imitar el comportamiento de la
artificial = inteligencia humana
Machine Aplicaciones de la inteligencia artificial
learning > que automatizan el aprendizaje y
mejoran con la experiencia
Aprendizaje Aplicaciones del machine learning que
profundo > usa complejos algoritmos para

entrenar un modelo de red neuronal

Figura 1: representacion de las diferentes subclases de IAs (modificado de Shimizu y
Nakayama, 2020).



Se puede diagnosticar cancer mediante cualquiera de los tipos presentes en la figura 1,
dado que cada uno de ellos posee sus ventajas y sus inconvenientes. Concretamente, se
comenzard usando una regresion lineal, la cual se clasifica dentro del primer tipo de 1A'y
posee la ventaja de ser el algoritmo mas rapido en tiempo de ejecucion y de poseer una alta
reproducibilidad (Chang et al., 2021). Posteriormente, se pasara al uso de algoritmos de
aprendizaje profundo mediante complejos disenos de redes neuronales que toman unos
datos de entrada, los procesan y emiten una salida en funcién de sus parametros internos y
de un umbral de excitacion. Una red neuronal esta compuesta por capas. Las principales
son la de entrada, que toma los datos y la de salida, que emite el diagndstico. Las capas
intermedias se denominan capas ocultas, una red neuronal puede poseer tantas capas
ocultas o tantas neuronas por capa como quiera el usuario. Es mas sencillo el uso de este
tipo de algoritmos de aprendizaje profundo para la busqueda de patrones complejos,
ademas de ser capaz de lograrlo a una velocidad mucho mayor que una persona. Sin
embargo, este tipo de algoritmos poseen una baja reproducibilidad respecto al
entrenamiento, por lo que es importante guardar los datos cuando la red finalice, para evitar
entrenar de nuevo y conseguir asi resultados reproducibles. El diagndstico a partir de una
red neuronal entrenada si es reproducible; es decir, una vez que el entrenamiento ha sido
guardado en un archivo, se puede cargar de nuevo al modelo y continuar desde donde lo
dejo, por lo que el diagnostico serd el mismo para los mismos datos de entrada todas las

veces y siempre que no se manipule la red de forma externa (Looney, 1997).

1.2. ;Qué es el cancer?

El cancer es una enfermedad de base celular caracterizada por la desregulacion tanto de las
cascadas de sefializacion como del metabolismo, lo que causa un crecimiento descontrolado
de las células (Upadhyay, 2021). Se trata de una de las enfermedades mas prevalentes del
mundo y se estima que un tercio de la poblacion sufrird cdncer en algin momento de su
vida. Segun la Organizacion Mundial de la Salud, la incidencia de cancer en el afio 2020
fue de 201 afectados por cada 100.000 personas, siendo el cancer de mama el mas
prevalente con 47'8 afectadas por cada 100.000 personas, seguido por el cancer de prostata
con 30'7, pulmoén con 22'4 o colorrectal con 19'S; superando entre los 4 la mitad de los
tumores diagnosticados durante ese afio (Cancer today, sin fecha). Asimismo, se trata de
una de las enfermedades mas letales que puede sufrir una persona, caracterizdndose
también por la dificultad de su tratamiento. El hecho de que esta enfermedad afecte de
forma distinta a cada persona y de la heterogeneidad de los tipos de cancer hace que existan
numerosos tratamientos (Greaves, 2015). Principalmente se utilizan la inmunoterapia
(Morrison et al., 2018), la radioterapia o la quimioterapia (Petit et al., 2021) y la cirugia, la

cual intenta eliminar completamente el tejido infectado del organismo (Kaufman, 2019).



Estos tratamientos dependen del tipo de cancer y de las condiciones del paciente. Por
consiguiente, no siempre son eficaces en la eliminacion completa de la enfermedad incluso

bajo condiciones semejantes de dos pacientes.

Existen diferentes maneras de clasificar al cancer, la mas comun es segun el tejido afectado.

Dicha clasificaciéon comprende tres tipos (Kindt et al., 2007):

1. Carcinoma: son aquellos tumores donde las células transformadas son células del
tejido endodérmico o ectodérmico, tejidos como la piel o el revestimiento de los
organos. Es el tipo mas prevalente, superando el 80% de los casos, sus variantes
mas comunes son el canner de colon, de mama, de prostata o de pulmon.

2. Leucemias y linfomas: también llamados cancer liquido, afectan a las células
sanguineas o a las células madre hematopoyéticas de la médula 6sea roja. Las
leucemias proliferan independientemente y los linfomas como masas tumorales. Es
el segundo tipo en prevalencia, alcanzando unos valores del 9% de los casos.

3. Sarcoma: son aquellos tumores especificos de tejidos mesodérmicos como son el
tejido muscular, el 6seo, el adiposo o el cartilaginoso. Este tltimo tipo es el menos

prevalente de todos, se estima que posee una incidencia del 1% (Kindt et al., 2007).

Este trabajo se centrard principalmente en cancer del tipo carcinoma, concretamente en el
cancer de mama y de piel. Si bien para el estudio de cancer mediante IA se podria realizar
empleando cualquier tipo de cancer, la eleccion fue de estos dos tipos en concreto debido a
la disponibilidad de una cantidad suficiente de datos de buena calidad y ya preparados para
entrenar [A. Es decir, los datos habian sido preprocesados de antemano de tal manera que

fueran todos homogéneos, sin datos perdidos ni incertidumbre.

Por otra parte, el cancer también se pueden clasificar en funcion a su estado de desarrollo
mediante la clasificacion Tumor-Néodulo-Metastasis (TNM) atendiendo a su extension y

capacidad invasiva (Rosen y Sapra, 2023):

1. Tumor primario (T): en este estadio la proliferacion celular es local. Es decir, la
extension es dentro de un organo o tejido concreto pudiendo alcanzar tnicamente
los 6rganos contiguos. Existen subclases, separados desde T0, como la ausencia de
tumor, hasta una clasificacion T3 donde se observa invasion subserosa. Su
clasificacion se realiza en funcion al tamafio, extension y capacidad de invasion del
tumor. Cuando no se conoce con exactitud la distribucion del tumor, pero se ha
comprobado que es a nivel local, se utiliza la nomenclatura Tx.

2. Nodular (N): en este segundo estadio, el tumor ha invadido ganglios linfaticos
locales. Los ganglios linfaticos actlian como filtro de la sangre, de forma que las

células en divisioén son absorbidas por los mismos. De esta forma la clasificacion N



comprende clasificaciones inferiores al igual que T, NO se corresponde a aquellos
tumores que no poseen distribucion nodular, hasta N3 cuando mas de 7 nodulos
estan involucrados. Cuando no se conoce el estado de invasion nodular, se emplea la
nomenclatura Nx.

3. Metastasis (M): en este ultimo estadio el tumor se extiende mas alla del dominio
linfatico. Se denominan MO0 aquellos tumores sin extension distante y M1 aquellos
con distribucion sistémica. Para este ultimo tipo de tumores la esperanza de vida es

muy baja (Rosen y Sapra, 2023).

Este trabajo se centrard en discernir entre un bulto o mancha que podria ser un tumor, el
cual se denominara benigno y aquel que posee distribucion local avanzada o mayor, el cual
se denominara maligno. Es de especial interés ya que si se diagnostica en un estado poco
avanzado, como es la subclasificacion T, puede que el tumor sea operable o bien ser tratado
mediante uno de los métodos descritos anteriormente. Por el contrario, si el tumor se
clasifica como M, las probabilidades de supervivencia del paciente seran bajas. Por eso es
importante diagnosticar la naturaleza y extension del tumor lo mas rapido posible y de

forma correcta.

1.3. Métodos de diagndstico de cancer de mama

El cancer de mama se diagnostica mediante diferentes métodos partiendo de la aparicion de
un bulto en la zona del pecho. Aunque la mayoria de los bultos son benignos, puede darse
el caso de que empeoren y se extienda. Los métodos principales de diagndstico de cancer

de mama que se utilizan actualmente son los siguientes:

1. Mamografia: es una técnica ligeramente invasiva que consiste en la toma de
radiografias de las mamas y su posterior analisis. Este método ofrece una fiabilidad
de entre el 68 y 79% de exactitud. Es una técnica poco invasiva, sin embargo, puede
hacer que ciertas personas no se sometan a la misma por no realizar la radiografia,
ya que en este caso, puede llegar a ser doloroso o molesto (Wolberg et al., 1995).

2. Aspiracion con aguja fina con visualizacion interpretada: consiste en la extraccion
de fluidos internos o parte de tejido del bulto mediante una aguja fina, tal y como
dice su nombre. Esta técnica posee una alta exactitud, siendo de entre el 65% y
98%, pero con una alta variabilidad. En el mejor de los casos, la exactitud es
elevada debido al complemento de la técnica con una red neuronal encargada del
diagnostico en base a los parametros fisiologicos extraidos. Sin embargo, posee el
inconveniente de que se trata de una técnica altamente invasiva (Shafique et al.,
2023).

3. Biopsia: esta Ultima técnica consiste en la extraccion quirdrgica de un fragmento



interno del bulto presente en la mama para su diagnostico a través de un
microscopio. Aunque su exactitud en algunos casos alcanza el 100%, se trata de la
técnica mas invasiva de las tres, ademads de ser costosa y lenta de realizar (Tagliafico
etal. 2019).

Estas tres técnicas son las que se utilizan actualmente para el diagnodstico de cancer de
mama. Como se ha descrito anteriormente, la fiabilidad en el diagnostico es directamente

proporcional a la invasividad y dolor asociados a la realizacion de la técnica.

1.4. Métodos de diagndstico de cancer de piel

Por otro lado, el cancer de piel también posee diferentes métodos de diagndstico:

1. Diagnostico on-line: este tipo de diagndstico utiliza una fotografia tomada con un
aparato electronico (teléfono movil, cdmara...) y permite el diagndstico de cancer de
piel desde casa. No obstante, las aplicaciones que existen hoy en dia con este
funcionamiento poseen baja exactitud, de modo que al ser la cantidad de falsos
diagndsticos muy elevada, se le puede dar una falsa sensacion de seguridad al
paciente (Davis et al., 2019).

2. Tomografia computarizada: este método se basa en el mismo principio que el
anterior, pero en este caso se emplean sistemas mas sofisticados de toma de muestra
y del analisis de imagen en ambito clinico. Sin embargo, aunque este método es mas
fiable que el anterior, su exactitud también es reducida. Se usa sobre todo para
determinar qué pacientes deben ser sometidos a biopsia. Para este método, la
fiabilidad toma valores del 79% (Bi et al., 2019).

3. Biopsia: existen diferentes formas de aplicarla para este tipo de cancer, el
fundamento es similar al descrito para cancer de mama. El proceso comienza con la
extraccion de parte del tejido sospechoso de tumor y el andlisis posterior al
microscopio. Esta técnica es de facil aplicabilidad al no requerir anestesia, ademas
de dar buenos resultados. El mayor inconveniente es su elevada invasividad (Kilic
et al.,2020).

4. Inmunohistoquimica: consiste en la utilizacion de biomarcadores para la deteccion
de cancer de piel. Se suelen utilizar dos tipos de biomarcadores: los melanociticos y
los proliferativos. Los melanociticos determinan la biosintesis proteica, mientras
que los proliferativos determinan si existe crecimiento celular. A pesar de que posea
una elevada efectividad, de que sus reactivos no sean muy caros y de que sea una
técnica altamente reproducible, se necesita personal experto tanto como para llevar

a cabo la técnica como para concluir sobre los resultados (Davis et al., 2019).



La desventaja principal de los métodos mas fiables es su alta invasividad, al igual que en
cancer de mama. Ademas de que la fiabilidad de los resultados no es tan elevada, salvando
el caso de la biopsia que es el método mas eficaz, pero también el mas invasivo. Es decir, el
problema actual del diagnéstico de cancer no varia segin el tipo de cancer, ni tampoco

segun el método utilizado para la obtencidn del diagndstico.

1.5. ;Por qué usar inteligencia artificial?

Como se ha descrito en las técnicas anteriores, la fiabilidad es directamente proporcional a
la invasividad. Dicho de otra manera, para que el diagndstico sea preciso y la probabilidad
de error sea menor, la técnica a utilizar debe ser altamente invasiva. Por ello, mediante el
uso de TA se pretende alcanzar una fiabilidad lo mas alta posible minimizando la
invasividad de las técnicas. Entonces, la obtencion de muestras se podria realizar mediante
métodos de imagen como fotografia, radiografia o midiendo parametros fisiopatologicos

como son el tamarno, la forma, el color, etc.

La TA es muy efectiva encontrando patrones dentro de cantidades masivas de datos, por lo
que aprendiendo de casos anteriores del mismo tipo de cancer, se puede realizar el
diagnostico de nuevos pacientes. Estos algoritmos de aprendizaje profundo pueden
solucionar eficientemente problemas que de otra manera serian imposibles de solventar
dentro del &mbito de la oncologia. Estudios anteriores han demostrado los usos potenciales
de estos algoritmos para diagnosticar otros tipos de cancer, como la retinopatia diabética a
partir de imagenes tomadas de la retina, o para la deteccion de drogas en el tracto

gastrointestinal (Shimizu y Nakayama, 2020).

2. OBJETIVOS Y PROCEDIMIENTO

En este apartado se expondran los objetivos a cumplir y se resumira el procedimiento que

se ha realizado durante el presente trabajo.

2.1. Objetivos

Optimizar un modelo de TA supervisado capaz de diagnosticar un tipo especifico de cancer
sustituyendo a los métodos invasivos, consiguiendo también una fiabilidad mayor a las
técnicas de imagen que se emplean actualmente, ademas de que sea posible su

mantenimiento y escalado a lo largo del tiempo.

Entender el funcionamiento general de las redes perceptron multicapa y convolucional,

ajustando los parametros y funciones matematicas involucradas en ello. Asi como de



mejorar el conocimiento en python y aprender a manejar los paquetes de este lenguaje
relacionados con el aprendizaje profundo y con las operaciones sobre grandes conjuntos de
datos.

Mejorar en el disefio de paginas web programando el presente documento utilizando las

tecnologias web HTML, CSS y javascript. Descrito con mas detalle en anexo II.

Integrar los conocimientos adquiridos en diferentes asignaturas del grado respecto al
cancer, asi como entender los métodos principales de diagnostico y tratamiento empleados
en la actualidad. Aplicar dichos conocimientos al diagndstico mediante IA para muestras
obtenidas de bases de datos de dominio publico. Aprender a elegir el tipo de red que mas se

ajuste a las muestras (imagenes, parametros fisiopatologicos, etc.).

Realizar una pequefia aplicacion con estructura cliente-servidor capaz de diagnosticar
cancer online desde cualquier dispositivo con acceso a internet. Desplegar dicha aplicacion
en un servidor de dominio publico para que cualquier persona sea capaz de enviar imagenes

y recibir un diagnoéstico instantaneo mediante una simple foto de la piel.

2.2. Procedimiento

Para la elaboracion del presente trabajo se realizaron los siguientes pasos:

1. Obtencion de un conjunto de datos (dataset) de cancer de mama: datos de 665
pacientes obtenidos de la pagina web de la Universidad de California Irvin
(University of California Irvin, UCI), ya adaptados para ser utilizados en pruebas de
machine learning (UCI machine learning repository, sin fecha).

2. Separacion del dataset en entrenamiento (90%) y test (10%).

3. Creacién de dos programas, el primero hecho a mano desde cero y el segundo
importado de scikit-learn (sklearn) (Varoquaux et al., 2015). Ambos debian ser
capaces de realizar una regresion multilineal sobre el dataset, aplicando previamente
un analisis de componentes principales (Principal Component Analysis, PCA)
mediante funciones importadas también de sklearn. El PCA es una técnica
matematica que reduce el numero de parametros basandose en la dependencia
mutua que pueden existir entre ellos, intentando minimizar las pérdidas de
informacion sobre lo que representan dichos datos.

4. Realizacion de una curva caracteristica operativa del receptor (Receiver Operating
Characteristic, ROC) mediante funciones de sklearn para cada uno de las pruebas
realizadas.

5. Todos los programas se escribieron utilizando el lenguaje de programacion python

en su version 3.10 (Van Rossum y Drake, 2009). Las operaciones de algebra



matricial se importaron del paquete numpy (Harris et al., 2020). Este paquete
contiene funciones relacionadas con las operaciones con  matrices
multidimensionales y el manejo de cantidades masivas de datos.

6. Repeticion del mismo proceso anterior cambiando la regresion hecha desde cero por
una importada del modulo sklearn.

7. Todas las figuras que representan datos en forma de graficos se realizaron con el
paquete matplotlib (Hunter, 2007) para python. Este paquete contiene herramientas
para la visualizacion de datos.

8. Busqueda de un nuevo dataset, en este segundo caso de imagenes. Se encontré un
dataset de 3297 imagenes de cancer de piel en la base de datos online Kaggle
(Fanconi, 2019). Este conjunto de datos ya venia separado en dos carpetas de
entrenamiento y validacion.

9. Realizacion y entrenamiento de una red neuronal del tipo perceptrén multicapa
sobre este mismo dataset mediante el paquete tensorflow (Blokdyk, 2018). Este
paquete esta disponible tanto para python como para javascipt, se utilizé la version
para python de dicho paquete. Posee las herramientas y funciones necesarias para
personalizar y crear modelos de aprendizaje profundo con facilidad.

10. Realizacion y entrenamiento de una red neuronal convolucional para el diagnostico
de cancer de piel mediante las imagenes de este ultimo dataset con el paquete
tensorflow.

11. Adaptacion de la red para tomar los datos mediante funciones de OpenCV (Bradski
y Kaehler, 2008), un paquete de python que posee funciones para trabajar con
archivos multimedia.

12. Creacion de una aplicaciéon propia con estructura cliente-servidor capaz de

almacenar y aplicar la red neuronal OpenCV para el diagnostico online de pacientes.
3. MODELOS DE INTELIGENCIA ARTIFICIAL

En este apartado se abordara la metodologia seguida para el ajuste de modelos de 1A para el
diagnostico de cancer de mama y de piel. Para cada una de las pruebas se realiz6 una curva
ROC, ya que fue necesario analizar estadisticamente cada una para evaluar la fiabilidad del
diagnostico que ofrecia cada modelo. El codigo general para la obtencidn y representacion
grafica del ROC se puede ver en la figura 2. Los parametros medidos de mayor interés
fueron la exactitud (accuracy, ACC), la sensibilidad (7rue Positive Rate, TPR) y la
especificidad (specificity, SPC), los cuales se definen a continuacion:

Exactitud: se define como el numero de resultados exitosos predecidos respecto al nimero
total de resultados. Cuanto mayor sea este valor, mejor habran sido los resultados de la

prueba:



VvV _VP+VN
ACC=p N="PN -

Sensibilidad: se define como el nimero de verdaderos positivos (VP) respecto al nimero
total de positivos (P), es decir, el parametro es comparable a la exactitud pero solo teniendo

en cuenta aquellos valores que han sido positivos:

_vP___ VP
TPR="F =ypiFN-

Especificidad: se define como el numero de verdaderos negativos (VN) respecto al numero
total de negativos de la prueba (N). Este parametro es similar a la sensibilidad teniendo en

cuenta los negativos en lugar de los positivos:

VN_ VN
SPC =~ =yN+FP

from sklearn.metrics import roc curve
from matplotlib import pyplot as plt
from numpy import linspace

FPR, TPR, thr = roc curve(test['y'], [round(i[@]) for i in res])
fig, ax = plt.subplots(figsize = (8, 8))
plt.plot(FPR, TPR, linewidth = 2)

plt.plot([®, 1], [0, 1], 'k--")

ax.set xlabel("Ratio de Falsos Positivos", fontsize = 15)
ax.set ylabel("Ratio de Verdaderos Postivos", fontsize = 15)
ax.set xticks(linspace(0, 1, 11))

ax.set_yticks(linspace(0, 1, 11))

plt.show()

Figura 2: codigo para la obtencion y representacion grdfica del ROC. El proceso y el codigo
fue el mismo para todas las pruebas posteriores, cambiando la variable de entrada.

3.1. Regresion lineal y PCA para cancer de mama

La primera prueba de diagnostico de cancer consistio en la realizacion de regresion lineal a
un conjunto de s = 513 muestras teniendo cada una de ellas n = 30 atributos como el
tamafio, la forma, el color, etc. (UCI machine learning repository, sin fecha). Un ejemplo
son los parametros fisiopatoldgicos de la paciente 10, que poseia los atributos 857810, B,
13'05, 19'31, 82'61, 527'2, 0'0806, 0'03789, 0'000692, 0'004167, 0'1819, 0'05501, 0'404,
1'214, 2'595, 32'96, 0'007491, 0'008593, 0'000692, 0'004167, 0'0219, 0'00299, 14'23, 22'25,
9024, 624'1, 0'1021, 0'06191, 0'001845, 0'01111, 0'2439, 0'06289. El primer atributo
corresponde al numero de identificacién, el cual no se utilizd para el diagnostico.
Posteriormente, el segundo atributo se corresponde al diagndstico, siendo B benigno y M
maligno. La paciente nimero 10 recibio un diagndstico benigno. El resto se corresponden a
los parametros fisiopatologicos de la paciente, los cuales se utilizaron para entrenar la red

neuronal. El conjunto de datos se trunco en dos partes: una parte contenia el 90% de los



casos benignos y el 90% de los casos malignos, mientras que el 10% restante de cada
diagnostico se encontraba en otro archivo separado. La separacion se realizo al azar y el
objetivo consistia en la separacion de dos subconjuntos, uno de entrenamiento y otro de

validacion. Se program6 una regresion lineal propia en python (Van Rossum y Drake,

2009) sustituyendo en la ecuacion matricial a = (Bt-B)_l-Bt- y. Siendo a el vector de s
coeficientes que queremos obtener para aplicar a posteriori en otros casos, siendo B la
matriz sx(n + 1) de los atributos de cada muestra, junto a una columna a mayores con 1's. Y
siendo y un vector de los s resultados ya conocidos para el diagndstico, y utilizados durante
el entrenamiento. Se utilizo el paquete numpy (Harris et al., 2020) para la realizacion de las

operaciones de algebra matricial. Un resumen del cddigo se puede ver en la figura 3.

funciones = [lambda ': 1] + [lambda i, j=val: i[j] for val, in enumerate(train['x'][0])]
b = [[j(1) for j in funciones] for i in train['x']]
resultados = matmul(inv(matmul(transpose(b), b)), matmul(transpose(b), transpose(train['y'])))
def g(x):

res = 0

for i, j in zip(funciones, resultados):

res += j * i(x)
return res

Figura 3: codigo propio de la regresion lineal. La variable "funciones" se corresponde a la
lista de funciones que extraen los parametros de las muestras, la variable "b" es la matriz de
aplicacion (B), la variable "resultados" es el vector de resultados, la funcion g(x) se encargara
de predecir los nuevos casos tomando las funciones y los parametros del paciente.
Al ser la regresion una prueba reproducible, no fue necesario realizar un guardado del

entrenamiento; ya que cada vez que se ejecute el programa, se obtendra el mismo resultado.
3.2. Automatizacion con sklearn

La segunda prueba consistio en repetir el mismo proceso descrito anteriormente, pero
automatizado utilizando funciones importadas del médulo sklearn (Varoquaux et al., 2015).
Adicionalmente, se comprobo si se lograba el mismo resultado en la prediccion de casos

utilizando un método diferente y sobre el mismo dataset.

from sklearn.linear model import LinearRegression

model = LinearRegression()
model.fit(train['x'], train['y'])

predict = model.predict(test['x'])

Figura 4: codigo de la regresion realizada con el paquete sklearn sin la realizacion del PCA.

En el codigo se ve la creacion de un modelo de regresion lineal que almacenara el

entrenamiento, y que posteriormente se someterd a validacion.
Todas las operaciones estadisticas se importaron de este modulo, el cual posee funciones
estadisticas del nivel mas general de IA, como son la regresion lineal o el PCA. La
funcionalidad que aporta este mdédulo es altamente reproducible, ya que dichas funciones

pueden ser utilizadas para la prediccion de casos de la misma manera que el modelo
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anterior. Un fragmento del codigo de la regresion sin PCA se puede ver en la figura 4.

Tras la realizacion de esta prueba, se quiso comprobar el efecto de aplicar un PCA sobre el
dataset. Se realizaron tantos PCA como niimero de parametros poseian las muestras, en este
caso reducciones entre 1 y 30, incluidos. El mismo programa de regresion lineal fue usado
tras la aplicacion del PCA, evaludndose también una curva ROC para concluir si el PCA
era efectivo, en cuantos parametros y si dichos resultados eran mas fiables que el
experimento control. Un resumen del cddigo de la realizacion del PCA se puede leer en la
figura S.

from sklearn.decomposition import PCA
from sklearn.linear model import LinearRegression

analysis = PCA(15)
reg = LinearRegression()

pca train = analysis.fit transform(train['x"’
pca test = analysis.fit transform(test['x'])
reg.fit(pca train, train['y'])

1)

predict = reg.predict(pca test)

Figura 5: codigo de la regresion con PCA. EI procedimiento es el mismo que el anterior, pero
realizando el PCA sobre las muestras de entrenamiento.
Debido a la naturaleza reproducible de la regresion lineal, se esperaban resultados iguales o
muy similares al modelo anterior. La tnica ventaja de este método fue la escritura de una

menor cantidad de c6digo y de una mejor legibilidad del mismo.
3.3. Aprendizaje profundo de una red perceptréon multicapa

Una vez se comprobo la fiabilidad de la regresion para el diagndstico de cancer de mama,
se procedio a la creacion de un red perceptron multicapa utilizando el paquete tensorflow
(Blokdyk, 2018). Se construyo6 la red partiendo de una estructura de perceptron multicapa,

un ejemplo de este tipo de red esta representado en la figura 7.

-10 -8 -6 -4 -2 0 2 4 6 8 10 10 _8 6 4 2 0 2 4 6 8 10

Figura 6: representacion grdfica de las funciones ReLU (6a) y sigmoidea (6b). Ambas son
funciones unidad.
En este caso se ajustd con los siguientes parametros: cuatro capas, la primera consistia en
una capa de entrada con tantas neuronas como parametros habia por muestra, 30 en este

caso. Dado que esta capa se genera de forma automadtica, no aparece en el codigo
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representado en la figura 8. Posteriormente seguian dos capas densas consecutivas de 20
neuronas cada una, a las que se le asignd la funcién lineal unidad rectificada (Rectified
Lineal Unit, ReLU) como funcion de activacion. Esta funcion se define como 0 para
valores de dominio menores o iguales a 0 y x para los demés, se puede ver su
representacion grafica en la figura 6a. La funcion de activacion determina cuanto vale la
salida que emite la neurona tras haber sometido a la entrada a su funcion caracteristica y a
superar el umbral de excitacion. Finalmente la red presentaba una capa densa de salida que
consistid en una Unica neurona que recogia y emitia la salida binaria esperada, la salida
consistia en el valor 0 para un tumor maligno y un valor de 1 para un tumor benigno.
Aunque la salida real es un numero decimal comprendido en dicho rango. La tltima capa

poseia como funcion de activacion la funcion sigmoidea, la cual se define como

1

sigm(z) = Tre—T> Y S¢ puede ver graficamente en la figura 6b.

2

.
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Capa de entrada Capa de salida

Figura 7: representacion genérica de una red perceptron multicapa con los circulos como
neuronas. La capa de entrada debe poseer tantas neuronas como atributos posea cada muestra
v la capa de salida tantas neuronas como pardmetros esperados de salida (1 en el caso de
salida binaria).

La funcién de loss utilizada en este caso fue la de binary crossentropy, una funcion de loss
se encarga de calcular el error que existe al someter a test la red neuronal frente al conjunto
de entrenamiento, y es utilizado para aprender seguin su valor durante la siguiente iteracion.
Se utilizé binary crossentropy debido a que se deseaba obtener una salida binaria para el
diagnéstico. El modelo se entreno utilizando el optimizador ADAptative Moment stimation
(ADAM), el término optimizador en el ambito de las redes neuronales es el algoritmo que
sigue la red para entrenar. El entrenamiento consté de 1000 pasos distribuidos en 20 etapas
cada uno. El término "etapa" se refiere a cada uno de los procedimientos que realiza la red
sobre los datos; mientras que el término "paso" se refiere a una iteracion del conjunto de
etapas que se realizan sobre los datos, por lo que un entrenamiento de 20 pasos con 20
etapas realizaria 400 etapas donde cada 20 pasos se repite el mismo procedimiento desde el

inicio pero con la experiencia de los casos anteriores. El cddigo de esta red neuronal se
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puede observar en la figura 8.

import tensorflow as tf

model = tf.keras.Sequential(]
tf.keras.layers.Dense(20, activ ation='relu', input dim=len(train['x'][0])),
tf.keras.layers.Dense(20, a ation="relu"),
tf.keras.layers.Dense(1l, activation="sigmoid")])

Figura 8: codigo del perceptron multicapa. Se pueden observar las tres capas densas, la
primera posee el input esperado de entrada con tantos valores como cantidad de pardmetros
posee cada muestra de entrenamiento. Se comprobo previamente que todas las muestras
poseian el mismo numero de parametros y no hubiera valores perdidos.
Tras el entrenamiento, la red neuronal se sometio a una evaluacion de resultados a partir del
10% de datos restante que no fueron utilizados previamente para entrenar. Con el objetivo
de optimizar el diagnostico, se ajustd la cantidad de neuronas y el tiempo de entrenamiento.
Se llegd a un optimo local cuando se asignaron 20 neuronas a cada una de las dos capas
ocultas intermedias, junto con un aumento del tiempo de entrenamiento a 2000 pasos con

30 etapas.
3.4. Red neuronal convolucional para imagenes de cancer de piel

La siguiente prueba se realizd sobre el dataset de imagenes de cancer de piel (Fanconi,
2019). Para ello se cred un nuevo modelo de red neuronal, un modelo convolucional
(Convolutional Neural Network, CNN) capaz de leer, interpretar y reconocer imagenes para
discernir entre aquellos tumores benignos o malignos. Dos ejemplos de este dataset se

pueden observar en las figuras 9a y 9b.

Figura 9: imdgenes de cdncer de piel del conjunto de entrenamiento. Muestra

258 benigna (9a) y muestra 1305 maligna (9b) (Fanconi, 2019).
Para lograr dicho objetivo, la capa de entrada de la red debia ser capaz de leer las imagenes
como numeros para asi poder entrenar. Se puede observar la estructura general de una red
neuronal convolucional en la figura 10. La estructura de la red en este caso fue de tres
parejas de capas convolucionales con una capa maxpooling2d de 32 grupos de neuronas
cada una. La capa convolucional se encarga de leer cada imagen y realizar un resumen de la

misma alterando sus dimensiones, mientras que la capa maxpooling2d reduce a la mitad los
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valores de la imagen que emiti6 la capa convolucional anterior, descartando los valores no
informativos. Cada pareja de capas posee tantas neuronas como atributos posee la imagen
recibida de la capa anterior 32 veces. Extendiendo la definicion de atributo a iméagenes
desde el dataset de cancer de mama, una imagen poseeria 224x224x3 atributos,
correspondiéndose a las dimensiones de cada imagen, 224224 pixeles y cada pixel posee 3
valores de rojo, verde y azul (red, green and blue, RGB) como atributos. Entonces, una
capa convolucional de esta red posee 4816896 (224%224x3x32) neuronas. Las capas
convolucionales se construyeron con un tamafio de kernel de (3, 3); el kernel es la matriz
de pixeles que entran a la vez a la capa convolucional para realizar el resumen de la
imagen. Los pixeles entrarian en matrices de 3x3 cada vez. El salto del kernel fue de 1, por

lo que se recorrio6 toda la imagen pixel por pixel, arrastrando los contiguos.

@: LN I>[ Anélisis y clasificacion ]
m =

[ Imagen de entrada J [Capaconvohuﬁonaq [CapahdaxPoohngZdJ [Pmtepnﬁnlnukkap{

Figura 10: Esquema general de una red neuronal convolucional de una sola capa. Se observa

que la capa convolucional siempre se acomparia por una capa MaxPooling. La imagen de esta

figura es la imagen 98 del dataset de entrenamiento.
Posteriormente se construy6 una capa flatten, la cual se encarga de convertir la imagen de 3
dimensiones en una lista de valores de una sola dimension alineando los nimeros.
Finalmente, se construyeron dos capas densas, la primera con 128 neuronas con funcién de
activacion ReLU (véase figura 6a) para captar y procesar la imagen modificada que emitio
la capa flatten. La capa final poseia una Uinica neurona que procesaba la salida y emitia el
valor binario esperado, 0 para los tumores maligno y 1 para los benignos. Se le asign6 la
funcion de activacion sigmoidea (véase figura 6b) a esta Gltima capa. La distribucion de

capas de la red con sus respectivos parametros se puede apreciar en la figura 11.

import tensorflow as tf

model = tf.keras.Sequential([
tf.keras.layers.Rescaling(1/255),
tf.keras.layers. D(32, (3, 3), 1, activation="relu", input shape=(224, 224, 3)),
tf.keras.layers.MaxPooling2D(),
tf.keras.layers.Conv2D(32, (3, 3), 1, activation="relu"),
tf.keras.layers.MaxPooling2D(),
tf.keras.layers.Co D(32, (3, 3), 1, activation="relu"),
tf.keras.layers.MaxPooling2D(),
tf.keras.layers.Flatten(),
tf.keras.layers.Dense(128, activation="relu"),
tf.keras.layers.Dense(1l, activation="sigmoid")

1)

Figura 11: codigo de la red neuronal convolucional. Se muestra cada una de las capas
secuenciales con el numero de neuronas de cada una. (3, 3) se corresponde al tamario de kernel
y el 1 siguiente al paso. A esta red se le afiadio una capa extra inicial de reescalado.

Esta red se cred con el mismo paquete que la de cancer de mama, mediante el uso de
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tensorflow (Blokdyk, 2018). Las imagenes de entrada poseian una resolucion de 224x224
pixeles y se leian consecutivamente mediante un generador, una funcidon del paquete que
extraia las imagenes de las carpetas. Los valores de las imagenes debian ser reescalados al
intervalo [0-1] para su mayor facilidad de comparacion por parte de la red, ya que los
valores enteros RGB del intervalo [0-255] poseen una mayor amplitud. Para ello se
dividieron entre 255, normalizando asi las muestras al intervalo deseado. Como
optimizador de esta red se volvio a utilizar ADAM, y como funcidén de /oss también se

volvid a utilizar binary crossentropy, por el mismo objetivo que la red anterior.
3.5. Método alternativo de lectura de imagenes mediante OpenCV

Finalmente, se encontré y probd un método alternativo de lectura de imagenes para
complementar las carencias de la red anterior. El método anterior leia las imdgenes
mediante un generador que atravesaba los directorios recursivamente y clasificaba las
imagenes segun la carpeta en la que estaban, las iba introduciendo en la red de una en una.
Debido a la naturaleza del paquete, no se sabe con exactitud de qué manera se leian las
imagenes. En consecuencia, se cambid el generador por la funcion imread presente en la
libreria OpenCV (Bradski y Kaehler, 2008), paquete disponible para una multitud de
lenguajes de programacion; en este caso se utilizo la version para python. Esta libreria

posee funciones para manipular archivos multimedia como fotos y videos.

from cv2 import imread, normalize, NORM_MINMAX
from os import scandir
from numpy import array
def read from dir(dir: str) -> tuple:
imgs, outp = [1, [I]

print(f"Leyendo imagenes benignas . . .")

for i in scandir(f"{dir}/benign"):
imgs.append(normalize(imread(i.path).astype('float'), None, 0, 1.6, NORM MINMAX))
outp.append(0)

print(f"Leyendo imagenes malignas . . .")

for i in scandir(f"{dir}/malignant"):
imgs.append(normalize(imread(i.path).astype('float'), None, O, 1.6, NORM MINMAX))
outp.append(1)

return array(imgs), array(outp)

Figura 12: funcion encargada de leer todas las imdgenes benignas y malignas del directorio
especificado. Las imagenes son leidas como un array de numpy de tres dimensiones mediante
OpenCV y reescaladas al intervalo normalizado. Mediante este método se introducen todas las
imagenes a la vez en la memoria del ordenador para el entrenamiento. La funcion devuelve por
una parte un array de numpy con las imagenes, y como segunda respuesta, sus diagnosticos en
caso de que los haya.
El codigo de la red es el mismo que aparece en la figura 11 sin la capa de reescalado, ya
que se implement6 manualmente. La funcion creada se muestra en figura 12 y se baso en
la funcion imread de este paquete, que convierte una imagen a una matriz tridimensional de
numeros. Es decir, la funcidon cargaba en la memoria del ordenador (Random Access

Memory, RAM) la imagen representada como una lista tridimensional de los valores que se
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correspondian a filasxcolumnasxvalores RGB (rojo, verde y azul). Todos estos valores
RGB eran un nimero entre 0 y 255. Cada imagen individual se acoplaba a una nueva
matriz generando una matriz final de cuatro dimensiones. Una vez leidas todas las
imagenes, se introducia la matriz resultante como conjunto de entrenamiento en la red. La
principal ventaja de esta red fue que se podian introducir imégenes de forma individual
para el diagnostico, independientemente de la estructura de directorios. En este segundo
caso, se necesitaba que la imagen tuviera las mismas dimensiones que las imagenes de
entrenamiento (224x224) e introducirle a la red la ruta de acceso de la imagen para que
fuera capaz de encontrarla, leerla y procesarla. La facilidad de diagnostico y la mayor
flexibilidad del método hacen que esta red sea mas apta para su escalado y utilizacion en un

entorno menos controlado.

Todos los parametros de la red neuronal de esta prueba fueron los mismos que en el caso
anterior, salvo la capa de reescalado, la cual habia sido eliminada. Esta capa no fue
necesaria ya que las imagenes entraban reescaladas con anterioridad a la red gracias a la
funcion normalize de OpenCV. Las funciones de optimizacion y loss se mantuvieron

invariables respecto a la red anterior.

Finalmente, se desarrolld una aplicacion web con estructura cliente-servidor donde la
maquina servidor almacenaba y aplicaba la red neuronal de esta prueba. La aplicacion
conectaba la red neuronal OpenCV con el usuario, consiguiendo diagnosticar casos a partir
de imagenes enviadas por el usuario a través de internet mediante el protocolo de
transferencia de hipertexto (hypertext transfer protocol, http) mediante cualquier navegador
de internet. Por otro lado, la maquina cliente, quién enviaba la imagen de cancer y recibia el
diagnostico utilizando una interfaz de usuario de facil uso. El backend o la parte de la
aplicacion que se ejecuta en el servidor, fue programada en python utilizando el mddulo
flask (Grinberg, 2018); el cual posee las herramientas necesarias para crear un servidor web
y las utilidades basicas para responder peticiones http. Por otra parte, el frontend o la parte
de la aplicacion que se ejecuta en la maquina cliente, fue programado utilizando las
tecnologias web HTML, CSS y javascript (para una descripcion de estos lenguajes ver
anexo II).

4. RESULTADOS

En esta seccion se describiran los resultados que se han obtenido para cada prueba respecto
a sus conjuntos de validacion, asi como de sus respectivos tests estadisticos que determinan
su fiabilidad.

16



4.1. Observaciones generales

Tabla 1: tabla resumen de los resultados para cada prueba en este experimento. Las siglas VP
se refieren a los verdaderos positivos, FP a los falsos positivos, VN a los verdaderos negativos y
FN a los falsos negativos.

Test Dataset| VP [FP|VN FN |Exactitud|Sensibilidad|Especificidad
Regresion Mama (20 (0 |35 |1 (9524% |98'21% 100%
Perceptron  (Mama (34 (1 |20 |1 |96'43% |97'14% 9524%

1° Keras CNN|Piel 106(85 |215]254|48'64%  |55'50% 45'84%

2° Keras CNN|Piel 285(47 |253|75 |81'52%  |85'84% 77'13%
Opencv CNN |Piel 223|121 |279|137|76'06% |91'39% 67'07%

Para las pruebas realizadas sobre el conjunto de datos de diagndstico de cancer de mama se
disponia de un menor niumero de muestras (569), de las cuales 56 fueron utilizadas para el
test (10%). Segn los resultados presentes en tabla 1, las pruebas realizadas sobre el
conjunto de datos de cancer de mama presentan unos buenos resultados. La disposicion de
un menor numero de parametros (30) para el diagnostico hace que las muestras sean
estadisticamente mas parecidas entre si, ademas de facilitar el procesamiento de los datos a
la red. Sin embargo, que hayan dado resultados tan buenos para este conjunto de datos no
significa que dicha exactitud vaya a ser la misma en la vida real, ya que en cada persona el

cancer se manifiesta de una forma diferente.

Las pruebas siguientes se realizaron sobre el conjunto de datos de cancer de piel, el cual
poseia 3297 imagenes distribuidas en 660 para validacion y las 2637 imagenes restantes
para entrenamiento. Al tratarse de iméagenes, el procesado era mas complejo; fue necesario

introducir las iméagenes en la red con unas dimensiones de 224x224 y reescaladas.
4.2. Regresion lineal con y sin PCA para cancer de mama

La regresion lineal fue la primera prueba de 1A realizada sobre el conjunto de datos de
cancer de mama. Los resultados obtenidos para cada PCA se sometieron a una curva ROC
para comparar la fiabilidad de los resultados en funcion del niimero de parametros
reducidos, ya que el algoritmo requeria introducciéon manual del nimero de parametros a
reducir, por lo que se realizaron tantas pruebas como parametros, junto una prueba control
sin PCA, a partir de ahora prueba NP (31 pruebas en total). El procesamiento del PCA fue
muy ligero en recursos, ya que el tiempo de entrenamiento no llegd a 1 segundo y la
cantidad de RAM utilizada rondaba los 60 MB; lo que otorga una alta reproducibilidad a la
prueba y se esperen siempre los mismos resultados independientemente de la maquina que
lo ejecute. Los parametros principales medidos de todas las pruebas se observan en la

figura 13.
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Figura 13: grdfico de los resultados de la curva ROC para las pruebas de PCA.

El eje x indica el test PCA realizado para cada numero entre 1 y el numero

mdaximo de parametros, ademas de la prueba NP, al cual no se le aplico PCA. Se

observan 3 lineas: exactitud como circulos, sensibilidad como cuadrados y

exactitud como triangulos.
La realizacion del PCA fue contraproducente de acuerdo a los resultados obtenidos, debido
a que en ningln caso se superaron los valores de la prueba control. Se pueden observar los
resultados completos de todos los PCA realizados en el anexo I. Todos los valores se
mantienen aproximadamente estables sin importar el nimero de parametros que se hayan
reducido para el PCA. La mayor diferencia se observa en la prueba NP, por ser aquella que
ha obtenido los mejores resultados. Se observa que para dicha prueba los valores de

exactitud y sensibilidad son los mayores de todos, ademas de la especificidad.
4.3. Perceptron multicapa para cancer de mama

Aunque los resultados de la regresion lineal fueron mas que aceptables, se proboé un modelo
de aprendizaje profundo para conseguir la misma exactitud en el diagnostico del modelo
anterior o intentar mejorarla. La razon de esto fue la escalabilidad de vista al futuro, puesto
que una red neuronal seria tedricamente capaz de ofrecer resultados mejores a mayor
numero de muestras se utilicen para entrenar. Es decir, la red neuronal aprende a una tasa
mayor que la regresion lineal para altas cantidades de muestras de entrenamiento. Como se
esperaba, se obtuvieron peores predicciones para este modelo respecto al modelo de
regresion lineal con el nimero actual de muestras.

El entrenamiento de este modelo fue més pesado que el anterior, ya que tardaba
aproximadamente 2 s por etapa y el consumo de RAM fue de 240 MB. En este caso, al
tratarse de un modelo de aprendizaje profundo, el consumo del procesador (Central
Processor Unit, CPU) fue del 100%, ya que se quiso entrenar con la mayor capacidad de
recursos del sistema posibles, al contrario que con el método anterior, en el que que el
modelo utilizaba un Unico ntcleo de la CPU.
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o6 Loss segun la etapa para perceptrén multicapa
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figura 14: grdfica del loss respecto a la etapa para la red neuronal perceptron de cancer de

mama.
Los resultados del entrenamiento fueron bastante buenos, observandose el descenso del /oss
en la figura 14. Segln dichos resultados, se puede ver un decrecimiento exponencial del
loss hasta aproximadamente la 6° etapa, donde se estabiliza en 0'2 durante varias etapas y
decrece lentamente hasta alcanzar un valor final cercano a 0'l. Dado que el loss es un
parametro que resume el error de la red, se requiere que el valor sea lo mas pequefio
posible, por lo que un resultado de loss de 0'1 se considera un buen resultado. Comparando
los resultados presentados en la figura 15 y la prueba NP descrita en la figura 12, los
resultados de esta prueba fueron muy similares al modelo anterior de regresion lineal para

este numero de muestras.
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Figura 15: curva ROC para la red neuronal perceptron sobre el dataset de cancer de mama.

Sin embargo, segun se puede observar en la figura 15 este modelo posee mayor capacidad
de aprendizaje que el anterior, convirtiéndose en una buena opcion para diagnosticar cancer
de mama mediante este tipo de variables. Cabe destacar que para obtener la mayor
fiabilidad posible en el diagndstico, han de introducirse los datos en la red siguiendo la

misma estructura que el conjunto de entrenamiento. Es decir, los datos para el diagnostico
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deben ser los mismos 30 parametros fisiopatologicos y en el mismo orden, ya que sino la

red tomara mal los datos y ofrecera un diagnostico completamente erroneo.
4.4. Red convolucional para cancer de piel

Después de obtener buenos resultados en el modelo anterior, se probo la realizacién de una
red neuronal convolucional para el nuevo dataset sobre carcinoma. Una red convolucional
es un modelo de aprendizaje profundo orientado a trabajar con imagenes, ya que reduce

rapidamente la dimension de los datos.
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Figura 16: grdfica del loss respecto a la etapa de entrenamiento para la red neuronal

convolucional por el método de generador de imdgenes. Esta grdfica de loss se corresponde

con el ROC de la figura 18.
Como se esperaba, el entrenamiento de esta red consumid mas recursos que las anteriores;
concretamente, 2 GB de memoria RAM durante el entrenamiento, un consumo de CPU del
100% y un tiempo de entrenamiento de 70 segundos por etapa. Segun los resultados
presentados en figura 16, el /oss descendia de forma homogénea, perdiendo tendencia en la

ultima etapa de una forma similar al modelo anterior.
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Figura 17: curva ROC de los resultados de diagnostico de carcinoma por el método del
generador de imagenes. Esta curva ROC fue extraida del primer entrenamiento de esta red.
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El loss final fue de 0'117 aproximadamente, un valor bastante bueno dada la complejidad
del dataset. Podria disminuir en mayor medida si el entrenamiento constase de mas etapas,
entonces podria mejorarse la fiabilidad del diagndstico. No obstante, aumentarian los costes
asociados a los recursos de computacion. Y en principio, no se permite realizar

diagndsticos mientras el entrenamiento esta en curso.

Como se puede observar en la figura 17, la curva ROC posee una tendencia de funcion
lineal. Esto significa que existen tantos resultados verdaderos como falsos, pudiéndose
considerar el diagndstico como aleatorio. Por este motivo, la red se sometié a un segundo

entrenamiento desde cero, eliminando el modelo guardado entrenado para reiniciarse.
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Figura 18: segunda curva ROC para la red neuronal anterior. Esta segunda curva ROC

procede del re-entrenamiento de la misma red con las mismas muestras para optimizar el

resultado.
Como se puede ver en la figura 18, el ROC ha mejorado considerablemente, ya que ha
pasado de ofrecer un diagnostico aparentemente aleatorio a obtener una precision del
77'15%. Esto demuestra la baja reproducibilidad del método, puesto que se puede observar
que repitiendo el mismo experimento bajo las mismas condiciones han salido resultados
completamente diferentes. Esto quiere decir que la misma red neuronal entrenada en la
misma maquina y con las mismas muestras en dos momentos diferentes pueden entrenarse
de manera diferente y dar resultados diferentes. Es debido que el modelo inicializa de
manera aleatoria, contribuyendo a la variabilidad del método. Esta variabilidad puede
provocar que el entrenamiento sea mas efectivo, o por el contrario, que se obtengan unos
resultados incoherentes. En el caso de que fuese un método estandarizado con
inicializacion fija, daria siempre los mismos resultados. De todos modos, una vez se
obtenga una red bien entrenada, se puede guardar para que la fiabilidad de los resultados se

mantenga, descartando las redes cuyo entrenamiento fue infructuoso.
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4.5. Método alternativo de lectura de imagenes mediante OpenCV

Finalmente, el objetivo de esta ultima red era el de suplir la baja eficiencia y alta
variabilidad de la red anterior, asi como de facilitar la manipulaciéon de muestras

individuales.

El entrenamiento de este modelo fue el més pesado de todos, ya que debian cargarse todas
las imagenes al mismo tiempo en la RAM, por lo que el consumo de recursos fue el mayor
de todos los modelos, asi como de necesitar mas tiempo para acceder a ellos. Por otro lado,
el tiempo de entrenamiento de cada etapa fue aproximadamente de 3 minutos, el consumo
de RAM superd los 8'5S GB en todo momento y el consumo de CPU se mantuvo en el 100%

durante todo el entrenamiento.
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Figura 19: grdfico del loss respecto a cada etapa para la red neuronal convolucional que
utiliza el método de OpenCV.
Atendiendo a los resultados presentes en la figura 19, el entrenamiento de la red logro
hacer que el /oss disminuyera siguiendo aproximadamente un modelo lineal. Donde, en la
19° etapa el loss alcanzd el valor de 0'029 (un valor cercano a cero); convirtiendo a esta red
neuronal en la red con menor /Joss tras el entrenamiento de todo este trabajo.
Posteriormente, la red se sometio a los tests estadisticos para comprobar si el entrenamiento

realmente se ajusta a la vida real.

Segun los resultados del ROC presentados en la figura 20, la curva ROC se asemeja a las
redes neuronales anteriores. Sin embargo, se puede observar que la curva se acerca mas al
borde superior que al izquierdo, esto quiere decir que la sensibilidad es superior a la
especificidad. Aunque la exactitud sea menor, esto hace a esta red perfecta para su uso en
un entorno real debido a su alta sensibilidad. El diagnostico de los tumores benignos es
muy fiable, por lo que si la red concluye que es benigno, el resultado serd estadisticamente
fiable siendo la probabilidad de ser un falso positivo muy baja. No obstante, el caso para
los tumores malignos es diferente, ya que al poseer una exactitud menor, un diagnostico
maligno seria menos fiable y por ende, se recomendaria acudir a un profesional que

verifique el caso en particular.
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Figura 20: curva ROC para la red neuronal convolucional que utiliza el método de lectura de
imagenes OpenCV.
Finalmente, se realiz6 la prueba de la aplicacién web en un entorno de desarrollo local, es
decir, de forma que solo se podia acceder al programa desde la misma maquina que lo
ejecuta. Para la utilizacion de este programa, se acopld la red OpenCV, la cual poseia una
alta sensibilidad. Los resultados del programa fueron muy prometedores, quedando
solamente su despliegue en un servidor publico para que cualquier persona tuviera acceso a

él.

5. CONCLUSIONES

Los objetivos del presente trabajo se han cumplido en su mayoria, descartando el
despliegue de la aplicaciéon en un servidor de dominio publico. Sin embargo, si se ha
logrado su funcionamiento en dominio local. Asimismo, se ha mejorado en gran medida el
manejo en python, sus paquetes especificos y en las tecnologias web durante el desarrollo

del presente trabajo.

Como se ha demostrado a partir de los experimentos anteriores, el uso de IA para el
diagndstico de cancer de mama a partir de parametros fisiopatologicos y para el diagnostico
de cancer de piel a partir de imagenes ha sido altamente satisfactorio. La exactitud de estos
experimentos se puede considerar aceptable al ser cercana a la de los métodos invasivos
(ver apartados 1.3 y 1.4), exceptuando el primer entrenamiento por el método del generador

(véase apartado 4.4 y tabla 1).

Cada modelo de IA que existe es util para una tarea concreta. Conocer qué modelo utilizar
en cada caso es primordial, por ejemplo el perceptron multicapa se especializa en trabajar

con nimeros y el modelo convolucional con iméagenes.
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Los modelos han sido disefiados permitiendo el escalado. Es decir, han sido disefiados de
tal forma que se pueda mejorar la exactitud aumentando el nimero de muestras y el tiempo
de entrenamiento sobre lo que ya ha entrenado. Esto podria complementar al entrenamiento
mejorando la prediccion de nuevos casos. El tiempo de entrenamiento puede aumentar
tanto como desee el usuario. Sin embargo, la mejoria es mayor al aumentar la cantidad y
variabilidad de muestras, dado que la red explora y aprende de mas opciones diferentes.
Dichas muestras deben poseer una calidad aceptable y estar acompanadas de un diagndstico

preciso para que no influya negativamente en el aprendizaje.

También se ha observado que ningun parametro influye mas que otro en el diagnostico de
cancer mediante aprendizaje profundo, pues todos influyen en igual medida. Esto puede ser
debido en parte a la heterogeneidad de manifestacion de la patologia. Entre mas
informacion se tenga del tipo de tumor concreto, mas fiable serd el diagnostico. Por eso

mismo, un PCA no sera favorable en la realizacion de este tipo de pruebas.

Las bases de datos de internet sobre cancer son un buen punto de inicio para construir y
entrenar IA, ya que todos los datos son homogéneos, estdn supervisados y no existen datos
perdidos. Sin embargo, en su mayoria poseen un nimero muy bajo de muestras, lo que hace

que no se puedan utilizar de forma directa en una escala grande.

6. APLICACIONES FUTURAS

Respecto al futuro, para utilizar estas redes en diagndstico de personas reales deberian
mantenerse entrenando continuamente con datos nuevos, para asi ser capaces de mejorar y
optimizar el diagnéstico. Un modo de hacer esto podria ser el de mantener dos programas
ejecutandose a la vez. Uno de los programas seria el que entrena la red, estaria encargado
de mejorar la fiabilidad del diagnostico y de actualizar el modelo guardado cada cierto
tiempo; dado que una red neuronal entrenada se trata de un archivo en el ordenador que se
puede guardar y cargar de nuevo. El otro programa se encargaria de aplicar la red guardada
para diagnosticar un paciente cuando se requiera. Ambos programas podrian comunicarse
mediante sefales del sistema, o incluso compartir una region de memoria para utilizar

siempre la ultima version de la red para el diagndstico.

La red de eleccion podria utilizarse en diferentes sitios, como por ejemplo para el
diagnostico de tumores en hospitales y centros de salud municipales. Esto permitiria
reducir la lista de espera realizando un cribado de aquellos pacientes con tumores benignos.
Respecto a este trabajo, se utilizaria la red OpenCV para diagnosticar de forma rapida y
precisa, dado que sus pruebas estadisticas han demostrado su elevada sensibilidad. El
cribado se realizaria respecto a los tumores benignos, mientras que aquellos que han salido

malignos serian introducidos a la lista de espera para ser atendidos por el profesional. Esto
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podria reducir también el nimero de pacientes que recibe el profesional, haciendo que
dicho profesional se enfoque en los casos malignos o dudosos para ayudar en una mayor

medida al paciente.

Otra aplicacion interesante a futuro seria la de liberar la red neuronal en internet en un
servidor de dominio publico para que todo el mundo fuera capaz de diagnosticar cancer
mediante una simple fotografia tomada con cualquier dispositivo electronico. La fotografia
deberia ser preprocesada al tamafio de entrada de la red y ser verificada para que la imagen
que se envia realmente se trate de una foto sospechosa de céancer; pudiendo ser ambos
pasos automatizados con otra red neuronal complementaria. Ademas, esta aplicacion podria
conectarse al sistema de sanidad publico para que en caso de malignidad se enviara
automaticamente el diagnodstico y la imagen al médico de cabecera del paciente. Esto
podria mejorar la calidad de vida de las personas al no necesitar desplazamiento para
comprobar el diagnostico del tumor. Habria que tener siempre en cuenta que la fiabilidad

de la red es mucho mayor para resultados benignos.

En el caso de que se desplegara la aplicacion en internet y escalara de tal forma que no se
pudiera mantener en un servidor normal debido a la falta de recursos, seria necesario
migrar al uso de un superordenador como servidor. Una ventaja del uso de un
superordenador es que al ser tan elevada la capacidad de procesamiento y RAM disponible,
permitiria el diagndstico simultdneo de un mayor nimero de personas sin tener que esperar

a que el servidor responda.

En base a este tipo de IA para andlisis de datos, seria interesante la creacion y
entrenamiento de mas redes neuronales de estos tipos; o bien podria realizarse una prueba
que juntase diagnodstico de valores con imagenes y otras posibles entradas. También se
podria crear y entrenar redes neuronales para cada tipo de cancer de los cuales se permita
obtener un nimero de muestras consistente. Se realizaria con el objetivo de diagnosticar lo
antes posible y de forma altamente fiable para poder ayudar a que los pacientes obtengan
un tratamiento en caso de malignidad. Aun asi, esta idea no se podria aplicar a corto plazo
para tipos de cancer poco comunes debido al reducido nimero de muestras, lo que limitaria

el entrenamiento de la red y podria aumentar el riesgo de falsos diagnoésticos.
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ANEXO [I: RESULTADOS COMPLETOS DE LA PRIMERA PRUEBA,
REGRESION LINEAL CON PCA

Tabla 2: resultados del test ROC para cada numero de parametros reducidos en el PCA junto
al control (test sin PCA) que aparece con el nombre de NP.

Test VPVN|FP FNTPR (FPR |ACC |SPC |PPV NPV |FDR |FV

1 35 {0 (13 |38'1% |0% 76"79%|100% |100% |72'92%|0% 55'17%
2 (8 |35 10 |13 38'1% (0% 76'79%|100% |100% |72'92%|0% 55'17%
3 |10(35 |0 |11 |47'62%)|0% 80'36%|100% [100% |76'09%]|0% 64'52%
4 19 (33 12 |12 |42'86%]|5'71% [75'0% {94'29%|81'82%]73'33%|18'18%(56'25%
5 9 (32|13 (12 |42'86%|8'57% |73'21%|91'43%|75'0% |72'73%]25'0% [54'55%
6 |9 |32 |3 |12 |42'86%|8'57% |73'21%|91'43%|75'0% (72'73%|25'0% |54'55%
7 19 132 |3 |12 |42'86%|8'57% |73'21%|91'43%|75'0% (72'73%|25'0% |54'55%
8 (9 (32 |3 (12 |42'86%|8'57% |73'21%|91'43%|75'0% |72'73%]|25'0% [54'55%
9 19 (30 |5 |12 |42'86%(14'29%|69'64%]|85'71%|64'29%|71'43%|35'71%|51'43%
10 |9 (30 |5 |12 |42'86%(1429%|69'64%)|85'71%|64'29%|71'43%|35'71%|51'43%
11 (12132 |3 57'14%|8'57% |78'57%|91'43%|80'0% |78'05%/|20'0% |66'67%
12 (12132 |3 57'14%|8'57% |78'57%|91'43%|80'0% |78'05%20'0% |66'67%
13 |12 |31 |4 57'14%]|11'43%)|76"79%|88'57%)|75'0% |77'5% |25'0% |64'86%
14 |11 (32 |3 |10 [52'38%]|8'57% |76'79%|91'43%|78'57%|76'19%|21'43%62'86%
15 |11 (32 |3 |10 [52'38%]|8'57% |76'79%|91'43%|78'57%|76'19%|21'43%62'86%
16 |10 (33 |2 |11 [47'62%|5'71% |76'79%|94'29%|83'33%|75'0% |16'67%60'61%
17 (10133 |2 (11 |47'62%|5"71% |76"79%|94'29%(83'33%|75'0% [16'67%|60'61%
18 |10 (33 |2 |11 |47'62%|5"71% |76"79%|94'29%83'33%|75'0% |16'67%|60'61%
19 |10 (32 |3 |11 |47'62%|8'57% |75'0% |91'43%|76'92%|74'42%|23'08%]|58'82%
20 |10 {32 |3 |11 |47'62%|8'57% |75'0% |91'43%|76'92%|74'42%|23'08%|58'82%
21 |10 {32 |3 |11 |47'62%|8'57% |75'0% |91'43%|76'92%|74'42%|23'08%]|58'82%
22 |10 {30 |5 |11 |47'62%|1429%|71'43%|85'71%66'67%|73'17%|33'33%]55'56%
23 (10|31 |4 |11 |47'62%|11'43%|73'21%|88'57%|71'43%|73'81%28'57%|57'14%
24 (10 |31 |4 |11 |47'62%|11'43%|73'21%|88'57%|71'43%|73'81%28'57%57'14%
25 (10|31 |4 |11 |47'62%|11'43%|73'21%|88'57%|71'43%|73'81%28'57%(57'14%
26 (10 |30 |5 |11 |47'62%|14'29%|71'43%|85'71%(66'67%|73'17%|33'33%55'56%
27 (10|31 |4 |11 |47'62%|11'43%|73'21%|88'57%|71'43%|73'81%28'57%|57'14%
28 (10 |31 |4 |11 |47'62%|11'43%|73'21%|88'57%|71'43%|73'81%28'57%|57'14%
29 |10 |31 |4 |11 |47'62%|11'43%|73"21%|88'57%|71'43%|73'81%|28'57%|57'14%
30 |10 |31 |4 |11 |47'62%(11'43%|73'21%|88'57%|71'43%|73'81%|28'57%|57'14%
NP |20 |35 |0 |1 |95'24%]|0% 9821%(100% [100% |97'22%]|0% 97'56%




En la tabla 2 se pueden observar todos los resultados de la curva ROC para la primera
prueba de regresion lineal. Los diferentes parametros estan representados por sus siglas,
que se corresponden a: VP como verdaderos positivos, VN como verdaderos negativos, FP
como falsos positivos, FN como falsos negativos, FPR como el ratio de falsos positivos,
siendo este el complementario de la especificidad (1 - SPC). PPV como el valor predictivo
positivo o precision, el cual se define como la razén entre los VP y la suma entre VP y FP.
NPV como el valor predictivo negativo, el cual se define igual que la precision pero con los
parametros complementarios. FDR como la razon de falsos descubrimientos, el cual se
define como la razon entre FP respecto a la suma entre FP y VP. Finalmente, F representa

el valor F, el cual es la media armonica entre la precision y la sensibilidad.
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ANEXO II: REALIZACION DEL ESCRITO UTILIZANDO LAS TECNOLOGIAS
WEB

El presente escrito se programd en su totalidad exceptuando la portada mediante las
tecnologias web hyper-text markup language (HTML), cascading style-sheet (CSS) y
Jjavascript. El objetivo era doble; por una parte fue el de obtener un documento en formato
de pagina web con estilos para su posible publicacion en internet y adaptado a la vista de
un navegador, asi como el de cumplir con uno de los objetivos de este trabajo, mejorar en la
programacion de estas tres tecnologias. Dicho documento puede ser facilemente impreso en

formato PDF desde un navegador.

El lenguaje mas basico de las tecnologias web es el HTML. Es un estandar de la world
wide web (www), se trata de un lenguaje de marcado que conocen e interpretan todos los
navegadores. Se utiliza para construir la estructura basica de un documento web, mediante
este lenguaje se afiaden las estructuras genéricas como los parrafos, los saltos de linea o
pagina, las imagenes, las tablas o las listas. Ademas de afiadir todo el texto de la pagina. El
texto que se dispone entre "<" y ">" se denomina etiqueta y se utilizan para definir los
elementos de la pagina web. Mediante HTML no se pueden afiadir estilos, para ello se
amplio mediante CSS. Un ejemplo del uso de este lenguaje en este documento se observa
en la figura 21.

<figure>
<div class="flexfig cancerfig center" class="center">
<img src="benign.jpg" alt="benign" class="center">
<img src="malignant.jpg" alt="malignant"
class="center">
</div>
<figcaption class="foot"><b>Figura 9</b>: imagenes de
cancer de piel del conjunto de entrenamiento. Muestra
258 benigna (9a) y muestra 1305 maligna (9b) (Fanconi,
2019) .</figcaption>
</figure>

Figura 21: codigo HTML de la figura 9 con sus respectivos textos alternativos y con la clase

encargada de aplicar el estilo para centrarlas, envueltas en una division de contenido (div) y

seguido del pie de figura (figcaption).
Por otra parte, el lenguaje CSS permite la adicion de estilos a una pagina escrita en HTML.
Permite personalizar el documento modificando el tipo o distribucion de la fuente,
desplazando los bloques, cambiando colores, manipulando imagenes, etc. También permite
crear animaciones o reglas de estilo de pagina, o discernir entre una version de escritorio y
de dispositivo movil. El lenguaje CSS utiliza selectores para aplicar los estilos solo a
ciertos elementos o bloques que cumplan ciertas caracteristicas. Un ejemplo de uso de este

lenguaje aplicado a este documento se observa en la figura 22.
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* @media print

{ {
text-align: justify; @page
font-family: 'Times New Roman'; {
font-size: 12pt;
line-height: 150%;

! }

Figura 22: codigo CSS que aplica el estilo a todo los elementos de texto del documento. Aplica
una fuente de 12 puntos, justificada y en Times New Roman, con un interlineado de 1'5 respecto
al tamario del texto (22a). Regla arroba CSS para el momento de impresion y regla arroba de
pdagina otorgando un tamario de margenes y de pagina de DIN A4 (22b).

size: 21cm 29.7cm;
margin: 25mm 25mm 25mm 25mm;

Finalmente, el lenguaje de programacion javascript otorga dinamismo a la pagina web,
anadiendo la capacidad de los lenguajes de programacion comunes. Posee también la
capacidad de automatizar la generacion de partes del documento escribiendo menos
HTML. El ejemplo de como automatizar la generacion de una tabla, afiadiendo filas (tr) y
celdas (td) se puede observar en la figura 23.

function display table(table, data)
{
let tr = document.createElement("tr")
table.appendChild(tr)
for(let 1 = 0; i < Object.values(data)[0].length; i++)
{
let tr = document.createElement("tr")
for(let j of Object.values(data))
{
let td = document.createElement("td")
td.innerText = j[1i]
tr.appendChild(td)
}
table.appendChild(tr)
}
}

Figura 23: codigo javascript que automatiza la creacion de una tabla mediante
la toma de datos en formato de lista y con encabezados. El elemento tr se refiere
a una fila de la tabla y td a una celda sobre la fila.
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